
Федеральное государственное автономное
образовательное учреждение высшего образования

«Московский физико-технический институт
(национальный исследовательский университет)»

Кафедра управляющих и информационных систем

На правах рукописи
УДК 004.934:629.7.05

Полиев Александр Владимирович

Разработка алгоритмов для распознавания команд
речевого интерфейса кабины пилота

Специальность 05.13.01 —
«Системный анализ, управление и обработка информации»

Диссертация на соискание учёной степени
кандидата технических наук

Научный руководитель:
доктор технических наук, профессор

Корсун Олег Николаевич

Москва — 2019



2

Оглавление

Стр.

Введение . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6

1. Обзор подходов к формированию речевого интерфейса
бортового оборудования современных самолётов . . . . . . . . 13

1.1 Анализ области применения речевых интерфейсов . . . . . . . . . 13
1.2 Способы параметризации голосовых сигналов . . . . . . . . . . . 16

1.2.1 Алгоритм частотно-временного квантования . . . . . . . . 16
1.2.2 Алгоритм получения эталонов . . . . . . . . . . . . . . . . 18

1.3 Анализ основных подходов к автоматическому распознаванию
речи . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19
1.3.1 Сравнение с эталоном . . . . . . . . . . . . . . . . . . . . . 19
1.3.2 Скрытая марковская модель . . . . . . . . . . . . . . . . . 20
1.3.3 Искусственные нейронные сети . . . . . . . . . . . . . . . . 22

1.4 Обзор используемых в работе математических алгоритмов . . . . 29
1.4.1 Методы математической статистики, необходимые для

анализа свойств речевых сигналов . . . . . . . . . . . . . . 29
1.4.2 Подстройка по длительности и динамическое

программирование . . . . . . . . . . . . . . . . . . . . . . . 30
1.4.3 Метод главных компонент . . . . . . . . . . . . . . . . . . 33
1.4.4 Обзор методов численной оптимизации, метод

покоординатного спуска . . . . . . . . . . . . . . . . . . . . 34
1.4.5 Полиномиальная аппроксимация, полиномы Чебышёва . . 35
1.4.6 Метод комитетов . . . . . . . . . . . . . . . . . . . . . . . . 37

2. Разработка новых алгоритмов формирования эталонов для
автоматического распознавания речевых команд . . . . . . . . 39

2.1 Исследования статистических свойств используемых команд . . . 39



3

Стр.

2.1.1 Проверка гипотезы о нормальности распределения
отклонений элементов портрета слова от эталона . . . . . 39

2.1.2 Анализ влияния амплитуды слова на оцениваемые
характеристики . . . . . . . . . . . . . . . . . . . . . . . . 40

2.1.3 Расчёт длительности слова, его энергии и средней
частоты для различных дикторов . . . . . . . . . . . . . . 44

2.2 Разработка алгоритма разделения слов на фонетически
однородные части на основе модифицированного метода
динамического программирования . . . . . . . . . . . . . . . . . . 45
2.2.1 Постановка задачи . . . . . . . . . . . . . . . . . . . . . . . 46
2.2.2 Формирование критериев оптимизации . . . . . . . . . . . 49
2.2.3 Условия и порядок перебора . . . . . . . . . . . . . . . . . 51
2.2.4 Практическое использование базовой схемы

динамического программирования . . . . . . . . . . . . . . 52
2.2.5 Создание модифицированной схемы динамического

программирования . . . . . . . . . . . . . . . . . . . . . . . 54
2.3 Разработка алгоритма формирования эталонов на основе метода

главных компонент . . . . . . . . . . . . . . . . . . . . . . . . . . . 56
2.3.1 Описание алгоритма разложения спектрального портрета

слова на главные компоненты . . . . . . . . . . . . . . . . 57
2.3.2 Описание алгоритма формирования оптимизированных

эталонов на основе метода главных компонент . . . . . . . 59
2.4 Разработка алгоритма формирования эталонов на основе

полиномов Чебышёва . . . . . . . . . . . . . . . . . . . . . . . . . 61
2.5 Разработка алгоритмов формирования эталонов по нескольким

дикторам на основе формулы Байеса и метода комитетов . . . . . 62
2.5.1 Алгоритм на основе формулы Байеса: определение задачи 63
2.5.2 Оценка априорных вероятностей экспериментальным

методом . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
2.5.3 Методология расчёта апостериорных вероятностей

гипотез в условиях применения более двух эталонов . . . . 65
2.5.4 Введение учёта качества распознавания . . . . . . . . . . . 67
2.5.5 Алгоритм на основе метода комитетов . . . . . . . . . . . 70



4

Стр.

2.5.6 Использование подстройки слов по длительности для
улучшения результатов распознавания . . . . . . . . . . . 71

2.6 Выводы по разработке новых алгоритмов формирования эталонов 72

3. Экспериментальное оценивание характеристик
распознавания предложенных алгоритмов и методов . . . . . 74

3.1 Результаты исследования статистических свойств речевых команд 74
3.1.1 Описание тестовой базы речевых данных . . . . . . . . . . 74
3.1.2 Результаты оценки характеристик слов . . . . . . . . . . . 76

3.2 Результаты проверки работоспособности алгоритма разделения
слов на однородные части . . . . . . . . . . . . . . . . . . . . . . . 79

3.3 Результаты проверки работоспособности алгоритма
формирования оптимального эталона на основе метода главных
компонент . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 84
3.3.1 Проверка эффективности выделения главных компонент . 84
3.3.2 Проверка работоспособности алгоритма на основе метода

главных компонент . . . . . . . . . . . . . . . . . . . . . . 89
3.3.3 Распознавание с помощью алгоритма на основе метода

главных компонент . . . . . . . . . . . . . . . . . . . . . . 93
3.4 Результаты экспериментов по формированию эталонов на

основе полиномов Чебышёва . . . . . . . . . . . . . . . . . . . . . 98
3.5 Результаты проверки работоспособности алгоритмов

формирования эталонов на основе формулы Байеса и метода
комитетов . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 99

3.6 Выводы по экспериментальному оцениванию характеристик
распознавания предложенных алгоритмов . . . . . . . . . . . . . 103

4. Разработка алгоритмов автоматического распознавания
речевых команд на основе свёрточных нейронных сетей
глубокого обучения . . . . . . . . . . . . . . . . . . . . . . . . . . . 105

4.1 Оценки работоспособности традиционных нейронных сетей с
одним и двумя скрытыми слоями в задаче распознавания
речевых команд . . . . . . . . . . . . . . . . . . . . . . . . . . . . 106



5

Стр.

4.2 Разработка структур нейронных сетей глубокого обучения для
распознавания речевых команд . . . . . . . . . . . . . . . . . . . . 114

4.3 Экспериментальное оценивание характеристик распознавания . . 117
4.4 Обучение и тестирование CNN на данных содержащих шум

кабины пилотов современного магистрального самолёта . . . . . . 120
4.5 Исследование возможности применения CNN для распознавания

отдельных фраз . . . . . . . . . . . . . . . . . . . . . . . . . . . . 127
4.6 Улучшение качества распознавания отдельных фраз при

дополнительном обучении . . . . . . . . . . . . . . . . . . . . . . . 136
4.7 Выводы по разработке алгоритмов на основе нейронных сетей . . 137

Заключение . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 140

Список литературы . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 143



6

Введение

Актуальность темы. На сегодняшний день взаимодействие человека с
компьютерными системами через управление речевыми командами является
одним из самых удобных и перспективных форматов.

Первая попытка конструирования системы автоматического распознава
ния речи была сделана в 1952 году в Bell Laboratories, США [1]. Система с
хорошим уровнем точности распознавала цифры от нуля до девяти, произнесён
ные диктором через телефонный автомат. Значительные улучшения качества в
области распознавания речи были достигнуты в 70-ых годах. В то время тех
нологии автоматического распознавания отдельных команд основывалась на
работах Itakura в США [2], Sakoe и Chiba в Японии [3] и Величкина и Загоруйка
в СССР [4]. Советские учёные производили улучшения методов распознавания
с помощью эталона. Применение подхода динамического программирования
было отличительной особенностью японского исследования. Работа Itakura рас
крыла метод кодирования линейного предсказания (Linear Predictive Coding,
LPC), который успешно использовался в распознавании сигналов с низким бит
рейтом (количество битов информации, передаваемых в секунду). В AT&T Bell
Laboratories были построены распознающие системы, обработка акустического
сигнала в которых была основана на LPC анализе, а процесс распознава
ния проходил с использованием метода динамической трансформации времени
(Dynamic Time Warping, DTW). В 1980-х годах от подходов, основанных на
применении эталонов, научные работы в области распознавания речи перешли
к моделированию статистическими методами. Использовались скрытые моде
ли Маркова (Hidden Markov Models, HMM). Работы Бейкера [5] были одними
из первых, в которых для решения задачи распознавания речи были примене
ны HMM. С 1990-х годов распознавание речи несколько усовершенствовалось.
Словарь распознаваемых слов вырос до нескольких десятков тысяч. Использо
вание быстрых методов декодирования позволило производить распознавание в
реальном времени. В современных дикторозависимых системах, распознающих
отдельные слова, количество которых достигает двадцати тысяч слов, ошибки
составляют менее 0.1 % [6]. И около 5 % ошибок в независимых от диктора
системах, которые распознают слитную речь из тысячи слов [7].



7

В современных системах применяются 3 основные группы методов рас
познавания речи. Первая группа — это скрытые марковские модели. В них
входная речь рассматривается как последовательность фонем с определённы
ми вероятностями перехода. Распознавание производится через поиск наиболее
вероятной последовательности фонем для данного входного сигнала. Вторая —
это методы, основанные на сравнении с эталоном. Для каждого слова из сло
варя некоторым образом составляется эталон. При распознавании выбирается
то слово, эталон которого наиболее близок к входному сигналу. Третья группа
методов основана на искусственных нейронных сетях. Суть методов состоит в
нахождении такой решающей функции, которая по входному сигналу может
определить его принадлежность к определённому классу. Искусственные ней
ронные сети построены по принципу организации биологических нейронных
сетей и хорошо справляются с широким спектром задач.

В данной работе решается задача повышения вероятности правильных
распознаваний и снижения влияния акустических шумов путём разработки
и совершенствования алгоритмов распознавания команд речевого интерфейса
пилота для управления бортовым оборудованием современных самолётов. По
сравнению с обычной задачей распознания речи к речевому интерфейсу каби
ны пилота предъявляются следующие требования:

– распознавание ограниченного словаря из слов или фраз;
– компактность, автономность, высокое быстродействие;
– хорошее качество распознавания в условиях сильного шума.
С учётом этих требований широко используемые скрытые марковские мо

дели не подходят из-за низкого качества распознавания в условиях шума [8].
Остальные две группы методов в настоящий момент не обеспечивают необ

ходимой надёжности распознавания. По этой причине тема настоящей работы,
направленной на совершенствование методов распознавания речевых команд с
помощью сравнения с эталоном и с использованием нейронных сетей, является
актуальной. Исследования, выполненные в рамках данной работы, направлены
на решение таких практически значимых и актуальных задач, как предоб
работка входящего сигнала путём выделения однородных частей, улучшение
качества эталонов с помощью выделения в них главных компонент и использо
вание систем распознавания из нескольких эталонов. В работе также проведено
обширное экспериментальное исследование всех разработанных методов на раз
личных наборах входных данных с несколькими уровнями шума.
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Объект и предмет исследования. В работе в качестве объекта ис
следования рассматриваются речевые команды, а предметами исследования
являются методы и алгоритмы распознавания речевых команд.

Целью работы является повышение вероятности правильных распозна
ваний и снижение влияния акустических шумов, путём разработки алгоритми
ческого обеспечения для распознавания команд речевого интерфейса кабины
пилота в виде отдельных слов и фраз. За рамками работы остались выбор оп
тимального состава команд и их интерпретация.

Для достижения поставленной цели решаются следующие научно-техни
ческие задачи:

– анализ статистических свойств речевых команд и их нормализация;
– разработка алгоритмов предварительного разбиения записей на одно

родные части;
– разработка алгоритмов исключения шума и выделения наиболее значи

мых компонент в эталоне;
– исследование статистических закономерностей верного и неверного

распознавания речевых команд и их использование для уменьшения
количества ошибок;

– разработка алгоритмов использования нескольких эталонов одного сло
ва для улучшения качества распознавания;

– исследование современных типов и архитектур искусственных нейрон
ных сетей глубокого обучения для применения в задаче распознавания
речевых команд.

Методология и методы исследования. Основными методами исследо
вания, используемыми в работе, являются: анализ данных, цифровая обработка
сигналов, теория вероятностей, математическая статистика, численная оптими
зация, проектирование программных средств.

Научная новизна заключается в разработке совокупности алгоритмов,
обеспечивающих повышение вероятности правильных распознаваний команд
речевого интерфейса кабины пилота:

– алгоритм разбиения речевых команд на фонетически однородные части
на основе модифицированного метода динамического программирова
ния;

– алгоритм оптимизации эталонов на основе метода главных компонент;
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– алгоритм оптимизации размерности параметрических портретов с ис
пользованием полиномов Чебышёва;

– алгоритм распознавания команд по нескольким эталонам с использова
ние байесовского подхода и метода комитетов;

– алгоритм распознавания команд нейронными сетями глубокого обуче
ния, способных обучаться на выборках малого размера.

Практическая значимость. Полученная в результате работы сово
купность алгоритмов обеспечивает высокую точность распознавания речевых
команд при различных уровнях шума, в том числе с учётом случая статически
неустойчивого самолёта. Результаты работы могут быть применены в учебном
процессе и в ходе разработки алгоритмического обеспечения речевого интер
фейса пилота для таких задач, как отображение информации, выбор частоты
радиооборудования, прокладка маршрута, управление системой опознавания и
датчиками, запрос запаса топлива.

Положения, выносимые на защиту:
1) Разработан алгоритм разбиения речевых команд на фонетически

однородные части, отличающийся от существующих применением мо
дифицированного метода динамического программирования.

2) Разработан алгоритм оптимизации эталонов, отличающийся от су
ществующих тем, что искомый эталон формируется как линейная
комбинация главных компонент, оптимизирующая заданный критерий
качества.

3) Разработан алгоритм оптимизации размерности параметрических
портретов, отличающийся выделением наиболее значимых составляю
щих с использованием полиномов Чебышёва.

4) Разработан алгоритм распознавания команд по нескольким эталонам,
отличающийся применением последовательного оценивания с расчётом
апостериорных байесовских вероятностей.

5) Разработан алгоритм распознавания команд нейронными сетями глубо
кого обучения, отличающийся от существующих обучением на выборке
малого размера.

Достоверность результатов обеспечивается корректным применени
ем математической статистики, методов идентификации и анализа данных,
подтверждением полученных теоретических результатов с помощью экспери
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ментов, а также сравнением с известными результатами, ранее полученными
другими авторами.

Апробация работы. Основные результаты исследования докладывались
на следующих конференциях:

1) Доклад на Всероссийской научно-технической конференции «XII На
учные чтения по авиации посвящённые памяти Н.Е. Жуковского»
(Москва, 17 апреля 2015 года). Тема доклада: «Получение оптималь
ного эталона с помощью метода главных компонент». Текст доклада
напечатан в сборнике докладов конференции [9].

2) Доклад на Восьмом Международном Аэрокосмическом Конгрессе
IAC’15 (Москва, 28–31 августа 2015 года). Тема доклада: «Алгоритм
разбиения слов на однородные части в интересах разработки речево
го интерфейса бортового оборудования». Текст доклада напечатан в
сборнике докладов конференции [10].

3) Доклад на Всероссийской научно-технической конференции «XIII На
учные чтения по авиации посвящённые памяти Н.Е. Жуковского»
(Москва, 14 апреля 2016 года). Тема доклада: «Разработка модифици
рованного алгоритма динамического программирования для разбиения
слов на однородные части». Текст доклада напечатан в сборнике докла
дов конференции [11].

4) Доклад на Юбилейной Всероссийской научно-технической конферен
ции «Авиационные системы в XXI веке» (Москва, 26 мая 2016 года).
Тема доклада: «Определение оптимального разбиения слова на одно
родные участки на основе матрицы корреляционного портрета». Текст
доклада напечатан в сборнике докладов конференции [12; 13].

5) Доклад на Второй Международной научно-практической конференции
«Эрго-2016: Человеческий фактор в сложных технических системах
и средах» (Санкт-Петербург, 6–9 июля 2016 года). Тема доклада:
«Разработка метода анализа фонетически однородных частей слов
естественного языка». Текст доклада напечатан в сборнике докладов
конференции [14].

6) Доклад на международном семинаре Workshop on Contemporary
Materials and Technologies in the Aviation Industry — CMTAI (Москва,
15–16 декабря 2016 года). Тема доклада: «The algorithm of an optimal
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word pattern synthesis using principal component analysis». Текст докла
да напечатан в сборнике докладов конференции [15].

7) Доклад на Всероссийской научно-технической конференции «Нави
гация, наведение и управление летательными аппаратами» (Москва,
21–22 сентября 2017 года). Тема доклада: «Применение формулы Бай
еса для распознавания слов с использованием нескольких эталонов».
Текст доклада напечатан в сборнике докладов конференции [16].

8) Доклад на Девятом Международном Аэрокосмическом Конгрессе
IAC’18 (Москва, 28–31 августа 2018 года). Тема доклада: «Разработка
алгоритма распознавания слов в условиях шума на основе свёрточных
нейронных сетей». Текст доклада напечатан в сборнике докладов кон
ференции [17].

9) Доклад на Всероссийской научно-технической конференции «Моде
лирование авиационных систем» (Москва, 21–22 ноября 2018 года).
Тема доклада: «Распознавание речевых команд на основе свёрточных
нейронных сетей». Текст доклада напечатан в сборнике докладов кон
ференции [18].

Публикации. По теме диссертации автором опубликовано 4 научных
работы [19—22]: 3 из них в изданиях из списка, рекомендованного ВАК РФ
[19—21], и 2 из них в изданиях, входящих в базу Scopus и базу Web of Science
[19; 22].

1) Статья «Автоматическое выделение фонетически однородных участ
ков в словах естественного языка на основе многопараметрической
оптимизации» в журнале «Известия Российской академии наук. Тео
рия и системы управления», 2016 год, № 4, страницы 145—154 [19].

2) Статья «Разработка алгоритма синтеза оптимальных эталонов на осно
ве метода главных компонент» в журнале «Cloud of science», 2017 год,
№ 4, страницы 650–661 [20].

3) Статья «Использование нескольких эталонов при распознавании речи:
формула Байеса и метод комитетов» в журнале «Вестник компьютер
ных и информационных технологий», 2018 год, № 1, страницы 14–23
[21].

4) Статья «Optimal pattern synthesis for speech recognition based on
principal component analysis» в журнале «IOP Conference Series:
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Materials Science and Engineering», 2018 год, № 312, страницы 12–14
[22].

Объем и структура работы. Диссертация состоит из введения, четырёх
разделов и заключения. Полный объём диссертации составляет 152 страницы,
включая 26 рисунков и 54 таблицы. Список литературы содержит 94 наиме
нования.
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1. Обзор подходов к формированию речевого интерфейса бортового
оборудования современных самолётов

1.1 Анализ области применения речевых интерфейсов

Рациональная и надёжная организация человеко-машинного взаимодей
ствия является одной из важных задач современной техники [23—26]. С
развитием речевых технологий, главным образом, систем автоматического рас
познавания речи, связывают будущее голосовых интерфейсов интеллектуаль
ных систем управления различными техническими системами и подвижными
объектами. Для повышения уровня безопасности полёта необходимо нивели
ровать нагрузку от задач, отвлекающих пилота от выполнения его основных
функций. Поэтому в последнее время активно разрабатывается речевой интер
фейс управления бортовым оборудованием летательных аппаратов [23; 27—29].

За рубежом речевые командные системы голосового управления уже внед
ряются в бортовые информационные системы летательных аппаратов. Ведутся
интенсивные разработки речевого интерфейса фирмой Eurofighter GmbH в Ев
росоюзе для самолёта Eurofighter Typhoon, фирмой Lockheed Martin Corporation
в США для истребителей F-16 и F-35, а также другими фирмами.

На истребителе Eurofighter Typhoon с 2005 года эксплуатируется дикто
розависимая система Direct Voice Input (DVI) [30], основанная на сравнении
с эталонами. Система имеет словарь размером более 100 команд — тех, ко
торые не связаны непосредственно с процессом полёта или использованием
вооружения. Direct Voice Input используется для управления вспомогательным
бортовым оборудованием: режимами работы радара, индикацией на приборной
панели и графических экранах, навигационными средствами, заданием частот
настройки радиоаппаратуры, системой радиолокационного опознавания «свой
чужой» и так далее [31].

Также в рамках программы Advanced Fighter Technology Integration
для истребителей F-16A и F-35 была разработана система Voice-Controlled
Interactive Device, созданная компанией Lear Siegler [32]. Данная система имеет
словарь до 256 слов, позволяет распознавать команды в виде фраз и показывает
вероятность распознавания более 90 %. Основное препятствие для улучшения
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качества распознавания состоит в уровне шума в кабине пилота, который мо
жет достигать 120 дБ во время маневров. Кроме этого, не так много пилотов
сохраняют способность говорить при перегрузках больших, чем 5 g.

Аналогичные системы голосового управления используются на фран
цузских истребителях Dassault Rafale [33] и франко-британском вертолёте
Aérospatiale Gazelle [34].

Для сравнения можно привести результаты распознавания речи, достигае
мые в других областях. Компания Google использует технологии распознавания
речи для голосового ввода команд на компьютерах и мобильных устройствах.
В последние годы наблюдается последовательное снижение ошибок распознава
ния свободной речи с 23 % в 2013 году и 8 % в 2015 году до 4.9 % в 2017 году [35].
Заметное снижение процента ошибок распознавания связано, в основном, с на
чалом использования глубоких нейронных сетей [36]. Также следует отметить,
что при распознавании речи в условиях шума процент ошибок увеличивается
лишь незначительно [37].

В качестве сравнения, важно оценить вероятность распознавания речи
человеком. В этой задаче процент ошибок распознавания сильно зависит от ха
рактеристик словаря и условий распознавания [38]. Самая маленькая ошибка
величиной 0.1 % достигается при распознавании записей цифр, тогда как за
писи букв из алфавита распознаются с 1.6 % ошибок. Также получается 1 %
ошибок при распознавании записей предложений из делового журнала, 2 %
при распознавании записей предложений не несущих смысла и 4 % ошибок при
распознавании телефонных разговоров.

Как видно из приведённых результатов распознавания различных вари
антов речи, свободная речь распознаётся заметно хуже изолированных слов.
Кроме этого, короткие команды обычно имеют чёткую интерпретацию, тогда
как свободную речь заметно сложнее преобразовать в команды панели управ
ления самолётом. Также распознавание отдельных слов, очевидно, требует
меньше вычислительной мощности, что важно в условиях её ограниченности
и автономности. Так как высокая вероятность правильного распознавания ко
манд является одним из главных требований речевого интерфейса кабины
пилота, имеет смысл распознавать команды в виде слов и иногда в виде ко
ротких фраз.

Другим важнейшим требованием, предъявляемым к интерфейсу управле
ния бортовым оборудованием самолёта, является высокая вероятность правиль
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ного распознавания слов в условиях сильных шумов и помех, что стимулирует
создание помехоустойчивых алгоритмов [8; 39—43]. Требования по помехозащи
щённости подробно описаны в руководствах [44; 45]. Существенную роль играют
временные затраты используемого алгоритма, которые следует учитывать при
разработке комплекса программ для бортового оборудования.

Сложность бортового оборудования постоянно возрастает, поэтому необхо
димы дополнительные независимые каналы связи пилота и бортовой системы.
В перечень решаемых задач могут входить: управление индикацией в кабине пи
лота, изменение рабочей частоты связи и радионавигационного оборудования,
изменение частоты передачи сигналов приёмоответчика, управление бортовой
радиолокационной станцией и многие другие действия. Необходимо отметить,
что целесообразным является управление с помощью речевого интерфейса теми
системами, которые не снижают уровень безопасности полёта. Таким образом,
необходимым условием при реализации речевого интерфейса является полное
соответствие требованиям по безопасности полёта.

Речевые технологии могут использоваться не только для автоматической
интерпретации естественного языка [46; 47], но и для тестирования уровня уста
лости оператора [48; 49] или его слуховых качеств [50; 51].

Ещё не созданы нормативы, задающие процент ошибок для подобных
речевых систем, поэтому в данной работе ставилась цель получить процент
ошибок сопоставимый с процентом ошибок при распознавании речи человеком.
На практике для повышения точности распознавания может быть использована
функция подтверждения или отклонения произнесённой команды с помощью
дополнительной клавиши. Это позволит отменить произнесённую команду в
случае её неверного распознавания.

Также, ошибки распознавания могут привести к последствиям разного
типа, но в данной работе принимается гипотеза о том, что ошибки первого и
второго рода нежелательны в одинаковой степени. Поэтому применяется кри
терий максимума апостериорной вероятности Зигерта-Котельникова, который
даёт максимальную вероятность правильных распознаваний.
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1.2 Способы параметризации голосовых сигналов

Входные данные обычно представляют собой звуковой сигнал, как прави
ло хранящийся в формате MP3 (Moving Picture Experts Group-1/2/2.5 Layer 3)
или WAV (Waveform Audio File Format). Формат MP3 использует алгоритм сжа
тия звукового сигнала с потерями, некритичными для восприятия на слух на
непрофессиональной аппаратуре, но существенными при использовании более
качественной звуковой системы [52]. При этом главным преимуществом данного
формата является заметное снижение размера файла со звуковой записью.

В свою очередь, формат WAV используется для хранения несжатого зву
ка, при этом также является стандартом для оцифрованного аудиопотока и
совместим со всеми операционными системами [53].

Отсутствие сжатия и сохранение максимально возможного качества за
писи является критичным условием для задачи распознавания речи, поэтому в
работе будут использоваться записи звуковых сигналов только в формате WAV.
Также для дальнейшей работы со звуковыми файлами их нужно преобразовать
в более удобное для обработки представление.

1.2.1 Алгоритм частотно-временного квантования

Вариант преобразования входного речевого сигнала, используемый в дан
ной работе, заключается в получении параметрического портрета и состоит в
следующем. В первую очередь сам сигнал речи разделяется на одинаковые по
размеру временные интервалы по 10–30 мс, а уже после каждый из них разде
ляется на 30–40 частотных полос [23; 54]. Затем применяется ряд стандартных
процедур цифровой переработки данных: увеличение значений высокочастот
ных компонент, применение окна Ханна для взвешивания интервалов, быстрое
преобразование Фурье, частотное осреднение и логарифмирование спектраль
ных плотностей [25; 55]. Далее будет подробно рассмотрен каждый из этих
этапов.

Речевой сигнал для обработки в системе автоматического распознавания
должен быть преобразован в некоторый набор параметров, обычно представ
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ляемый матрицей. В работе рассматривается следующая последовательность
преобразований исходного временного сигнала.

Сначала необходимо скорректировать сигнал для увеличения вклада вы
сокочастотных составляющих:

𝑥(𝑛) = 𝑢(𝑛)− α𝑢(𝑛− 1), α = 0.85 . . . 0.98, (1.1)

где 𝑢 — значение сигнала перед предварительной коррекцией,
𝑛 — номер измерения значения сигнала.

Затем сигнал разбивается на отдельные частично перекрывающиеся ин
тервалы:

𝑠𝑚(𝑛) = 𝑥(𝑚∆𝑛+ 𝑛), 0 ⩽ 𝑛 ⩽ 𝑁𝐹𝐹𝑇 − 1, ∆𝑛 = 𝑁𝐹𝐹𝑇 − ε𝑁𝐹𝐹𝑇 , (1.2)

где 𝑁𝐹𝐹𝑇 — длина интервала для быстрого преобразования Фурье,
ε — величина отношения длительности участка перекрытия к длительности
интервала, 0 ⩽ ε ⩽ 0.5,
𝑚 — порядковый номер интервала.

Для снижения эффекта «растекания» спектра, необходимо взвешивать
все интервалы окном Хэмминга или Ханна [56].

Окно Хэмминга:

𝑤𝐻1 = 0.54− 0.46 cos

(︂
2π𝑛

𝑁𝐹𝐹𝑇 − 1

)︂
. (1.3)

Окно Ханна:

𝑤𝐻2 = 0.5

(︂
1− cos

(︂
2π𝑛

𝑁𝐹𝐹𝑇 − 1

)︂)︂
. (1.4)

Итоговое значение интервала рассчитывается следующим образом:

𝑠𝑤𝑚(𝑛) = 𝑤𝐻2(𝑛)𝑠𝑚(𝑛). (1.5)

Далее вычисляется быстрое преобразование Фурье и его модуль:

𝑋𝑚(𝑘) = 𝐹𝐹𝑇{𝑠𝑚(𝑛)𝑤} =

𝑁𝐹𝐹𝑇−1∑︁
𝑛=0

𝑠𝑤𝑚(𝑛) exp

(︂
𝑗
2π𝑘𝑛

𝑁𝐹𝐹𝑇

)︂
, (1.6)

𝐴𝑚(𝑘) = |𝑋𝑚(𝑘)| =
√︀

𝑅𝑒2(𝑋𝑚(𝑘)) + 𝐼𝑚2(𝑋𝑚(𝑘)). (1.7)
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В конце рассчитывается логарифм усреднённого модуля, что соответству
ет логарифмированию оценок спектральных плотностей:

𝑆𝑚(𝑓𝑖) = log

⎛⎝ 1

∆𝑘

𝑘𝑖,𝑚𝑎𝑥∑︁
𝑘=𝑘𝑖,𝑚𝑖𝑛

𝐴𝑚(𝑘)

⎞⎠ , (1.8)

где 𝑘𝑖,min, 𝑘𝑖,max — индексы первой и последней частот в спектральной полосе,
∆𝑘 = 𝑘𝑖,max − 𝑘𝑖,min + 1,
𝐴𝑚(𝑘) — модуль преобразования Фурье (или ширина спектральной полосы,
не зависит от номера полосы).

𝑘𝑖,𝑚𝑖𝑛 =

⌊︂
𝑁𝐹𝐹𝑇

𝑓𝑠

(︂
𝑓𝑚𝑖𝑛 +

𝑓𝑚𝑎𝑥 − 𝑓𝑚𝑖𝑛

𝑁𝑓𝑟𝑏
(𝑖− 1)

)︂⌋︂
+ 1, 𝑖 = 2 . . . 𝑁𝑓𝑟𝑏, (1.9)

𝑘1,𝑚𝑖𝑛 =

⌈︂
𝑁𝐹𝐹𝑇

𝑓𝑠
𝑓𝑚𝑖𝑛

⌉︂
, (1.10)

𝑘𝑖,𝑚𝑎𝑥 =

⌊︂
𝑁𝐹𝐹𝑇

𝑓𝑠

(︂
𝑓𝑚𝑖𝑛 +

𝑓𝑚𝑎𝑥 − 𝑓𝑚𝑖𝑛

𝑁𝑓𝑟𝑏
𝑖

)︂⌋︂
, 𝑖 = 1 . . . 𝑁𝑓𝑟𝑏, (1.11)

𝑓𝑖 = 𝑓𝑚𝑖𝑛 +
𝑓𝑚𝑎𝑥 − 𝑓𝑚𝑖𝑛

𝑁𝑓𝑟𝑏

(︂
𝑖+

1

2

)︂
, 𝑖 = 1 . . . 𝑁𝑓𝑟𝑏, (1.12)

где 𝑓𝑖 — частота, соответствующая середине 𝑖-й полосы,
𝑓𝑠 — частота дискретизации.

В итоге, последовательность логарифмов спектра функции в дискрет
ных значениях частоты, рассчитанная на скользящем временном промежутке
в 10–30 мс, была выбрана для характеристики речевого сигнала. Параметри
ческим портретом слова называются описанные параметры, собранные в одну
матрицу. Спектральная характеристика речевого сигнала на всех временных
интервалах отображается в столбцах этого параметрического портрета.

1.2.2 Алгоритм получения эталонов

Эталонный параметрический портрет 𝐸 можно составить из параметри
ческих портретов 𝑋 имеющихся записей речевых команд. Наиболее простым
методом вычисления эталона является усреднение значений параметрических
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портретов небольшого набора реализаций одного и того же слова. Оптималь
ным является выбор наиболее «типичных» реализаций слова, например, они
должны иметь длительность максимально близкую к среднему значению. После
этого можно сравнивать параметрический портрет эталона с параметрическим
портретом распознаваемого слова.

1.3 Анализ основных подходов к автоматическому распознаванию
речи

Тремя основными методами распознавания речи являются: сравнение с
эталоном, скрытые марковские модели и нейронные сети. Подробное описание
данных методов содержится в следующих подразделах.

1.3.1 Сравнение с эталоном

Традиционно применяемый метод автоматического распознавания рече
вых команд с помощью эталона использует спектрально-временное преобразо
вание записи входного слова, описанное в подразделе 1.2.1. Преимуществом
данного метода является высокое качество распознавания при высоком уровне
шумов во входном сигнале.

Обозначим параметрический портрет распознаваемого слова как 𝑋 =

{𝑥1, 𝑥2, . . . , 𝑥𝑁𝑥
}, где 𝑥𝑖 — спектральный вектор слова в момент времени 𝑖, а

𝑁𝑥 — общее количество временных интервалов. Пусть у нас также есть словарь
распознаваемых слов размера 𝑉 . Тогда обозначим параметрический портрет
эталона 𝑗-го слова, 𝑗 = 1, 𝑉 , как 𝐸𝑗 = {𝑒𝑗1, 𝑒

𝑗
2, . . . , 𝑒

𝑗

𝑁 𝑗
𝑒
}, где аналогично опреде

ляются 𝑒𝑗𝑖 — спектральный вектор 𝑗-го слова в момент времени 𝑖, а 𝑁 𝑗
𝑒 — общее

количество временных интервалов в 𝑗-м слове.
Задача заключается в том, чтобы оценить расстояние между параметри

ческим портретом слова 𝑋 и каждым из эталонов 𝐸𝑗. Критерий максимума
коэффициента корреляции векторов, значения которых рассчитаны из исход
ных матриц параметрических портретов представляет собой один из способов
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оценки расстояния. Другая мера близости, Z-преобразование Фишера, будет
описана в подразделе 1.4.1. Также применяются такие меры расстояния как ев
клидово расстояние, расстояние Минковского и расстояние Махаланобиса [57].

При выборе эталона необходимо сравнить распознаваемое слово со всем на
бором эталонов и выбрать тот, у которого получилось наименьшее расстояние с
распознаваемой записью. В качестве результата распознавания рассматриваемо
го метода признается речевая команда, которая соответствует данному эталону.

1.3.2 Скрытая марковская модель

Рассмотрим систему, которая в каждый момент времени может нахо
диться в одном из состояний 1, 2, . . . , 𝑁 . Пусть 𝑞𝑡 — это состояние системы в
момент 𝑡. С течением времени состояние системы изменяется согласно переход
ной матрице вероятностей 𝐴𝐴𝐴, также называемой матрицей перехода. Главное
свойство марковских цепей [58] заключается в том, что следующее состояние
не зависит от всей истории прошлых состояний, а зависит только от непосред
ственно предыдущего состояния. Математически это выражается следующим
образом: 𝑃 (𝑞𝑡 = 𝑗|𝑞𝑡−1 = 𝑖, 𝑞𝑡−2 = 𝑘, . . . ) = 𝑃 (𝑞𝑡 = 𝑗|𝑞𝑡−1 = 𝑖). Другое
свойство — это независимость элементов переходной матрицы вероятностей
𝑎𝑖𝑗 = 𝑃 (𝑞𝑡 = 𝑗|𝑞𝑡−1 = 𝑖), 1 ⩽ 𝑖, 𝑗 ⩽ 𝑁 от времени. В итоге, матрица перехо
да выглядит следующим образом: 𝐴𝐴𝐴 = [𝑎𝑖𝑗]𝑁×𝑁 . Чтобы окончательно описать
систему, нужно задать начальное распределение вероятностей

π =

⎡⎢⎢⎢⎢⎣
π1 = 𝑃 (𝑞1 = 1)

π2 = 𝑃 (𝑞1 = 2)
...

π𝑁 = 𝑃 (𝑞1 = 𝑁)

⎤⎥⎥⎥⎥⎦ ,

𝑁∑︁
𝑖=1

π𝑖 = 1. (1.13)

Полное описание марковской цепи задаётся с помощью параметров мо
дели: 𝐴𝐴𝐴 и πππ.

Скрытые марковские цепи являются расширением марковских цепей.
Усложнение заключается в том, что каждое состояние уже не является де
терминированным, оно становится вероятностным. Это означает, что каждое
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состояние генерирует наблюдение 𝑜𝑜𝑜𝑡, согласно некоторой вероятностной функ
ции. Вероятность получить наблюдение 𝑜𝑜𝑜𝑡 в состоянии 𝑗 обозначается 𝑏𝑗(𝑜𝑡) =

𝑃 (𝑜𝑡|𝑞𝑡 = 𝑗). Для всех 𝑁 состояний и можно сформировать матрицу распределе
ния вероятностей 𝐵𝐵𝐵 = 𝑏𝑗(𝑜𝑡)

𝑁
𝑗=1. Ещё один элемент скрытой марковской модели

𝑀 — размер алфавита, из которого формируется наблюдение 𝑉 = 𝑣𝑘
𝑀
𝑘=1. Веро

ятность получить данные 𝑣𝑘 в состоянии 𝑗 определяется как 𝑏𝑗(𝑜𝑡) = 𝑏𝑗(𝑘) =

𝑃 (𝑜𝑡 = 𝑣𝑘|𝑞𝑡 = 𝑗). Модель λ = (𝐴𝐴𝐴,𝐵𝐵𝐵,πππ) состоит из матрицы перехода 𝐴𝐴𝐴, мат
рицы наблюдаемых 𝐵𝐵𝐵 и начального распределения πππ.

Для скрытой марковской модели можно сформировать 3 основные задачи:
– первая задача: по данной модели λ и последовательности наблюдений
𝑂𝑂𝑂 = (𝑜1, 𝑜2, . . . , 𝑜𝑇 ) найти вероятность появления последовательности
наблюдений 𝑃 (𝑂𝑂𝑂|λ) — это нужно для того, чтобы оценить, насколько
хорошо модель подходит к данным;

– вторая задача: по данной последовательности наблюдений 𝑂𝑂𝑂 =

(𝑜1, 𝑜2, . . . , 𝑜𝑇 ) и модели λ найти «оптимальную» последовательность
состояний 𝑞𝑞𝑞 = (𝑞1, 𝑞2, . . . , 𝑞𝑇 );

– третья задача: оптимизировать параметры модели λ = (𝐴𝐴𝐴,𝐵𝐵𝐵,πππ) так,
чтобы максимизировать 𝑃 (𝑂𝑂𝑂|λ) при данной последовательности наблю
дений 𝑂𝑂𝑂.

Первую задачу можно рассматривать как задачу распознавания. При
некотором заданном множестве моделей, где каждая модель представляет сло
во, какая модель наиболее вероятна при данном наблюдении, то есть какое
слово произнесли? Суть второй задачи состоит в попытке восстановить скры
тую часть модели. Третья задача — это задача обучения. Дана обучающая
последовательность, нужно построить модель для каждого слова. Она явля
ется наиболее значимой, т.к. она позволяет оптимальным образом подобрать
параметры модели к последовательности наблюдений.

Скрытые марковские модели хорошо подходят для распознавания свобод
ной речи. Но для их применения необходимо использовать некоторые заранее
заданные модели языка. Другим недостатком являются плохие результаты рас
познавания в условиях шума.
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1.3.3 Искусственные нейронные сети

Искусственная нейронная сеть представляет собой математическую мо
дель и соответствующее программное обеспечение, построенное по принципу
организации биологических нейронных сетей. Последние обычно состоят из го
ловного мозга, спинного мозга и периферической нервной системы. Нейронная
сеть состоит из группы связанных нейронов, при этом общее количество ней
ронов и связей между ними может быть достаточно большим. Как правило,
искусственный нейрон представляется как нелинейная функция от линейной
комбинации входных сигналов. Структурно он состоит из синапсов, каждому
из которых соответствует определённый вес синаптической связи, сумматора
и функции активации [59]. Введём следующие обозначения: 𝑥1, . . . , 𝑥𝑁 — вы
ходные сигналы, приходящие от других нейронов; 𝑤1, . . . , 𝑤𝑁 — синаптические
веса нейрона; 𝑏 — пороговое значение (порог); φ(ν) — функция активации; 𝑦
— выходной сигнал нейрона. На рисунке 1.1 схематически представлена модель
искусственного нейрона.

Рисунок 1.1 — Схематическое представление искусственного нейрона

Математически эту модель можно записать в виде: 𝑦 = φ(
∑︀𝑁

𝑖=1𝑤𝑖𝑥𝑖+𝑏). В
настоящее время чаще всего используется сигмоидальная функция активации,
которая определяется как φ(ν) = 1/(1 + 𝑒−αν), где α — некоторый параметр,
оптимальное значение которого находится эмпирически.

Одной из самых простых моделей искусственных нейронных сетей являет
ся простая нейронная сеть с несколькими скрытыми слоями. Такая нейронная
сеть состоит из множества входных узлов, образующих входной слой, одного
или нескольких скрытых слоев вычислительных нейронов и одного выходного
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слоя нейронов. В такой сети каждый нейрон одного слоя соединён со всеми
нейронами предыдущего и последующего слоёв. Слой, состоящий из таких
нейронов, называется полностью связанным слоем. Входной сигнал распростра
няется по сети в прямом направлении, от слоя к слою без обратных связей,
поэтому такая сеть является нейронной сетью прямого распространения или
статической сетью. Простые нейронные сети с несколькими скрытыми слоями
могут применяться для решения широкого круга сложных задач.

Нейронные сети имеют возможность обучаться, в чем и заключается од
но из главных их преимуществ перед традиционными методами [60]. Здесь
обучение с учителем выполняется с помощью алгоритма обратного распростра
нения ошибки, который является частным случаем алгоритма минимизации
среднеквадратичной ошибки для случая отдельного линейного нейрона. С ма
тематической точки зрения процесс обучения представляет собой нахождение
оптимальных весовых коэффициентов, связывающих нейроны. Лучше, если
каждый уровень сети имеет определённый смысл. Пример такого смыслового
разделения представлен на рисунке 1.2.

В задачах распознавания речи также применяются искусственные нейрон
ные сети с временными задержками или Time Delay Neural Network (TDNN).

По структуре они являются многослойной нейронной сетью прямого рас
пространения. Узлы данной сети также содержат временные задержки, что
является главной особенностью данного типа искусственных нейронных сетей
[61]. Пример внутреннего строения узла с 𝑁 задержками показан на рисунке 1.3.

Входные узлы обозначены как 𝑋1, . . . , 𝑋𝑛, далее к каждому входному
значению применяется 𝑘 различных смещений ∆1, . . . ,∆𝑘, величина которых
выбирается из специфики решаемой задачи. Таким образом, в TDNN встра
ивается кратковременная память. После применения смещений полученные
значения умножаются на соответствующие весовые коэффициенты 𝑤𝑗

𝑖 , в об
щем случае различные, где 𝑖 = 1, 𝑛 и 𝑗 = 1, 𝑘. Далее в элементе Σ производится
суммирование всех слагаемых и затем применяется функция активации 𝐹 .

В качестве примера использования нейронной сети с временными задерж
ками можно рассмотреть задачу распознавания трёх фонем. Структура сети
для решения такой задаче приведена на рисунке 1.4.

Из рисунка видно, что обработка входного параметрического портрета
представляет собой прохождение входными узлами нейронной сети всего порт
рета от начала до конца с помощью скользящего по времени окна. Узлы
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Рисунок 1.2 — Нейронная сеть прямого распространения с логически
разделёнными уровнями

скрытых слоев сети эквивалентны скользящим детекторам признаков и спо
собны находить искомые образы в любой области входных данных. Выходные
узлы имеют равные веса связей с каждым временным моментом последнего
скрытого слоя, поэтому все моменты времени для таких детекторов являются
равноправными. Это позволяет нейронной сети быть инвариантной к времен
ным сдвигам распознаваемых и эталонных образцов фонем, если эти временные
сдвиги меньше размера входной последовательности сети. Данные факты на
ряду с простой структурой сети дают возможность TDNN быть подходящим
инструментом для распознавания речевых сигналов.

Ещё одним типом искусственных нейронных сетей, используемых для рас
познавания речи, является нейронная сеть с долгой краткосрочной памятью
или Long Short-Term Memory (LSTM) [62]. Данная архитектура является разно
видностью рекуррентных нейронных сетей или Recurrent neural network (RNN).
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Рисунок 1.3 — Архитектура узла нейронной сети с временными задержками

У обычных нейронных сетей есть серьёзный недостаток — они не умеют
накапливать информацию о предыдущих события, а рекуррентные нейронные
сети решают данную проблему. В них присутствуют сохраняющие информацию
циклы, другими словами блоки имеют связи сами с собой. Из-за присутствия
таких циклов рекуррентные сети выглядят довольно необычно и запутанно,
но каждый цикл можно представить как несколько копий одного и того же
блока. Развёртка показана на рисунке 1.5, где видно, что развёрнутая сеть уже
больше похожа на традиционные нейронные сети.

Проблема RNN заключает в том, что она быстро «забывает» информацию,
то есть с трудом строит долгосрочные зависимости между информацией в на
чале и в конце сигнала. Нейронные сети c долгой краткосрочной памятью, как
следует из их названия, были созданы как раз для решения данной проблемы.
Отличие LSTM от обычных RNN заключается в структуре блоков. Блок стан
дартной рекуррентной сети как правило простой, например, один слой функции
гиперболического тангенса.

LSTM-блоки обычно содержат 3 «вентиля», которые используются для
контроля потоков информации на входах и на выходах памяти блоков. Блок с
3 вентилями: входным, выходным и вентилем забывания, приведён на рисун
ке 1.6.
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Рисунок 1.4 — Структура нейронной сети с временными задержками

Вентили реализованы в виде логистической функции для вычисления зна
чения в диапазоне [0, 1] и имеют в параметрах веса, которые подбираются в
процессе обучения методом обратного распространения ошибки. Умножение на
это значение используется для частичного допуска или запрещения потока ин
формации внутрь и наружу памяти. Основная идея заключается в том, что
старое значение следует забывать только тогда, когда появится новое значение
достойное запоминания.

Другим классом искусственных нейронных сетей являются глубокие ней
ронные сети — это нейронные сети прямого распространения с большим числом
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Рисунок 1.5 — Развёртка цикла рекуррентной нейронной сети

Рисунок 1.6 — Структура LSTM-блока с 3 вентилями

скрытых слоёв. Одним из примеров глубоких нейронных сетей являются CNN
(convolutional neural network, нейронные сети на основе свёртки), использую
щиеся при анализе изображений, распознавании речи и в других задачах [63;
64]. В головном мозге человека были обнаружены клетки, имеющие различную
функциональную нагрузку [65]. Среди них были как простые клетки, которые
реагировали на прямые линии, расположенные под различными углами, так
и сложные клетки, которые активировались только при условии активации
нескольких простых клеток. Описанные выше искусственные нейронные сети
как раз используют данное разделение функций между нейронами. Общая схе
ма работы CNN, описанная далее, показана на рисунке 1.7.

Так как изначально они были предложены для распознавания изображе
ний, на вход подаётся один двухмерный массив (для черно-белых изображений)
или несколько двухмерных массивов (для цветных изображений). Такой фор
мат входных данных отлично подходит для распознавания речи, так как в нём
в качестве исходных данных также используется двухмерный параметрический
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Рисунок 1.7 — Общая схема работы CNN

портрет. Входные массивы, также как и промежуточные массивы, называются
картами признаков.

Далее вместо полностью связанных скрытых слоев используется другая
структура сети, состоящая из чередующихся слоев свёртки и выборки. На ри
сунке 1.8 приведено наглядное представление операции свёртки и операции
выборки.

Рисунок 1.8 — Схема работы слоев свёртки и выборки в CNN

В операции свёртки каждый фрагмент карты признаков умножается на
некоторую матрицу свёртки (ядро) поэлементно, а результат суммируется и за
писывается в соответствующую позицию выходной карты признаков. В каждом
слое может применяться набор из нескольких матриц сверки, при этом проход
каждым из фильтров создаёт уникальную карту признаков. Это делает искус
ственную нейронную сеть многоканальной, то есть имеется набор независимых
карт признаков в каждом слое. Операция выборки производит уменьшение
размерности сформированных карт признаков, позволяя ускорить дальнейшие
вычисления и обеспечить инвариантность к масштабу входного сигнала.

По мере прохождения слоев свёртки и выборки, карта признаков уменьша
ется в размере, но увеличивается количество каналов. Далее, после прохожде
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ния всех слоев карта представляется в виде скаляра или вектора, но количество
её каналов достигает нескольких десятков, сотен или даже тысяч. На выходе
нейронной сети дополнительно устанавливают один или несколько полностью
связанных слоёв, на вход которым подаются все каналы из карты признаков.

Стандартным методом, используемым при обучении искусственных ней
ронных сетей, является алгоритм обратного распространения ошибки. Также
может быть использована любая функция активации нейронов.

1.4 Обзор используемых в работе математических алгоритмов

В данном подразделе будут рассмотрены математические методы, исполь
зуемые далее в предложенных алгоритмах.

1.4.1 Методы математической статистики, необходимые для
анализа свойств речевых сигналов

Существует несколько критериев согласия для проверки законов распреде
ления случайной величины. Это критерии согласия Колмогорова, Смирнова, χ2

Пирсона и другие. В данной работе для проверки статистических гипотез будет
использоваться критерий Пирсона, как один из наиболее часто употребляемых
и широко описанных в литературе критериев для проверки закона распределе
ния случайной величины [66].

Формирование критерия оценивания качества распознавания
Сравнение распознаваемого слова с эталоном можно осуществить по кри

терию максимума коэффициента корреляции, оценка которого вычисляется по
формуле

̂︀ρ𝑥𝑒 = ∑︀𝑁𝑠

𝑛=1(𝑥𝑛 − ̂︀𝑚𝑥)(𝑒𝑛 − ̂︀𝑚𝑒)√︁∑︀𝑁𝑠

𝑛=1(𝑥𝑛 − ̂︀𝑚𝑥)2
∑︀𝑁𝑠

𝑛=1(𝑒𝑛 − ̂︀𝑚𝑒)2
, (1.14)
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где 𝑥𝑛, 𝑒𝑛, 𝑛 = 1, 2, . . . , 𝑁𝑠 — элементы матриц параметрического портрета рас
сматриваемого слова и эталона, преобразованные в одномерные массивы
размерности 𝑁𝑠 = 𝑁𝑡𝑁𝑓 ;̂︀𝑚𝑥, ̂︀𝑚𝑒 — оценки средних параметрического портрета слова и эталона,
вычисленные по множеству всех элементов, то есть ̂︀𝑚𝑥 = 1

𝑁𝑠

∑︀𝑁𝑠

𝑛=1 𝑥𝑛,̂︀𝑚𝑒 =
1
𝑁𝑠

∑︀𝑁𝑠

𝑛=1 𝑒𝑛.
При проверке гипотез и построении доверительных интервалов для коэф

фициентов корреляции часто используется Z-преобразование Фишера 𝑧(̂︀ρ) =
1
2 ln

(︁
1+̂︀ρ
1−̂︀ρ

)︁
, где ̂︀ρ — выборочный коэффициент корреляции. Это преобразование

даёт величину, распределение которой приближается к нормальному с матема
тическим ожиданием 𝑀 [𝑧] = 1

2 ln
(︁
1+ρ
1−ρ

)︁
и дисперсией 𝐷[𝑧] = 1

𝑛−3 , где 𝑛 — длина
выборки, ρ — истинное значение коэффициента корреляции.

Далее в работе при сравнении двух параметрических портретов будет при
меняться именно Z-преобразование Фишера.

1.4.2 Подстройка по длительности и динамическое
программирование

При распознавании речевых команд путём сравнения их с эталонами
требуется приведение временных масштабов двух сравниваемых слов в оп
тимальное соответствие. Эффективное решение данной проблемы лежит в
алгоритмах динамического программирования. Алгоритмы такого типа явля
ются динамическими алгоритмами трансформации временной шкалы. Далее
будет представлено описание работы данного алгоритма при распознавании
отдельных слов.

Алгоритм динамической трансформации времени (ДТВ) основан на дина
мическом программировании. Он вычисляет оптимальную последовательность
трансформации времени между двумя временными рядами [67].

Рассмотрим 2 последовательности векторов признаков различной длины:
𝐴 = {𝑎1, 𝑎2, . . . , 𝑎𝑖, . . . , 𝑎𝑛} и 𝐵 = {𝑏1, 𝑏2, . . . , 𝑏𝑗, . . . , 𝑏𝑚}. Допустим, что последо
вательность 𝐴 является эталоном, а последовательность 𝐵 — входным словом.

Для начала рассчитаем величины локальных отклонений между элемента
ми двух последовательностей. Самым распространённым методом вычисления
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расстояния является расчёт абсолютного отклонения между значениями пары
элементов. В результате получится матрица расстояний, имеющая 𝑚 строк и 𝑛

столбцов общих членов: 𝑑𝑖𝑠𝑡𝑖𝑗 = |𝑎𝑖 − 𝑏𝑗|, 𝑖 = 1, 𝑛, 𝑗 = 1,𝑚.
Алгоритм динамического программирования определяется тем наблюде

нием, что в двумерной матрице наиболее оптимальный маршрут к точке (𝑖, 𝑗)

должен быть проложен через точку (𝑖 − 1, 𝑗), или (𝑖 − 1, 𝑗 − 1), или (𝑖, 𝑗 − 1),
как показано на рисунке 1.9.

Рисунок 1.9 — Возможные варианты пути к (𝑖, 𝑗) в двумерной матрице

Поэтому общий минимальный путь к точке (𝑖, 𝑗) определяется соотноше
нием

𝐷(𝑖, 𝑗) = 𝑑𝑖𝑠𝑡𝑖𝑗 +min{𝐷(𝑖− 1, 𝑗);𝐷(𝑖− 1, 𝑗 − 1);𝐷(𝑖, 𝑗 − 1)}, (1.15)

где 𝐷(𝑖, 𝑗) — суммарное расстояние от точки (1, 1) до точки (𝑖, 𝑗), а 𝑑𝑖𝑠𝑡𝑖𝑗 —
локальное расстояние (отклонение) в точке (𝑖, 𝑗), заданное выше.
где 𝐷(𝑖, 𝑗) — суммарное расстояние от точки (1, 1) до точки (𝑖, 𝑗),

𝑑𝑖𝑠𝑡𝑖𝑗 — локальное расстояние (отклонение) в точке (𝑖, 𝑗), заданное выше.
Длина пути от одной точки до следующей измеряется акустической ана

логичностью эталона и неизвестного входного сигнала в этой точке.
Алгоритм рекурсивно вычисляет это расстояние элемент за элементом,

чтобы определить минимальное суммарное расстояние 𝐷(𝑛,𝑚) от начальной
точки (1, 1) до точки (𝑛,𝑚) в верхнем правом углу. Описанный путь позволяет
получить временное выравнивание, в результате которого эталон становится
максимально похож акустически на слово, которое было на входе.

На рисунке 1.10 схематически представлено выравнивание двух последо
вательностей на простом примере [68; 69].
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Рисунок 1.10 — Пример динамического программирования: а) матрица
подобия речевых звуков эталона и неизвестного сигнала; б) вычисление

минимального общего расстояния до каждой точки по столбцам; в)
окончательная матрица с общим совокупным расстоянием, равным 9

Длина последовательности эталона FFOOR равна 𝑚 = 5, а длина распо
знаваемого слова FORR — 𝑛 = 4. В первой части рисунка представлена матрица
подобия элементов речевых сигналов эталона и распознаваемого слова. В ней
видно, что схожие элементы последовательностей имеют маленькие отклоне
ния 𝑑𝑖𝑠𝑡𝑖𝑗, а различные элементы — большие отклонения. Все возможные пути,
начало которых находится в нижнем левом углу и конец в верхнем правом уг
лу дают совокупность возможных выравниваний неизвестного высказывания и
соответствующего ему эталона. Во второй части рисунка показан процесс по
строения суммарных расстояний 𝐷(𝑖, 𝑗). А в третьей части рисунка показана
полностью построенная матрица суммарных расстояний 𝐷(𝑖, 𝑗) и отмечен оп
тимальный путь до точки (𝑛,𝑚).

В подразделе 2.2 следующего раздела будет приведено подробное описание
применяемых стандартного и модифицированного алгоритмов динамического
программирования.
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1.4.3 Метод главных компонент

Для уменьшения размерности пространства используемых векторов без
существенной потери информации используется метод главных компонент.
Метод главных компонент используется во многих областях от статистики
до медицины [70]. Главные компоненты представляют собой ортогональную
систему координат, в которой дисперсии компонент характеризуют их стати
стические свойства.

Пусть дан исходный набор векторов 𝑋𝑋𝑋 линейного пространства 𝐿𝐿𝐿𝑝. Ис
пользование метода главных компонент даёт возможность перейти к базису
пространства 𝐿𝐿𝐿𝑝′, (𝑝′ ≪ 𝑝), при котором первый вектор базиса сонаправлен с
вектором, вдоль которого максимально значение дисперсии векторов изначаль
ного набора векторов. Направление второго вектора базиса необходимо выбрать
так, чтобы максимизировать значение дисперсии базовых векторов, прохо
дящих вдоль него, при соблюдении условия ортогональности относительно
первого вектора базиса. Аналогично определяются остальные векторы базиса.

В итоге для того, чтобы максимально увеличить значение дисперсии
изначального набора векторов вдоль первых компонент, называемых главны
ми компонентами, были подобраны соответствующие направления векторов
базиса. Таким образом, основные показатели изменчивости базовых набо
ров векторов обусловлены характеристиками нескольких первых компонентов,
вследствие чего возможно перейти к пространству с меньшей размерностью,
исключив менее существенные компоненты [70].

Пусть имеется многомерное наблюдение 𝑋𝑖 =

⎛⎜⎜⎜⎜⎝
𝑥
(1)
𝑖

𝑥
(2)
𝑖
...

𝑥
(𝑝)
𝑖

⎞⎟⎟⎟⎟⎠, 𝑖 = 1, 𝑛. В итоге, за

дачей является переход от количества признаков 𝑝 к 𝑝′. Что можно реализовать
в случае определения всех возможных нормированных линейных ортогональ
ных комбинаций начальных показателей 𝑧(𝑗)(𝑋) = 𝑐𝑗1(𝑥

(1)−µ(1))+· · ·+𝑐𝑗𝑝(𝑥
(𝑝)−

µ(𝑝)), где [µ(1), . . . ,µ(𝑝)]′ — вектор средних для переменной 𝑋. В качестве
меры информативности 𝑝′-мерной системы показателей (𝑧(1)(𝑋), . . . , 𝑧(𝑝

′)(𝑋))

используется выражение 𝐼𝑝′(𝑍(𝑋)) =
𝐷(𝑧1)+···+𝐷(𝑧𝑝′)

𝐷(𝑥1)+···+𝐷(𝑥𝑝)
, где 𝐷(𝑧) — это операция

вычисления дисперсии случайной величины. Можно продемонстрировать, что
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соотношение, позволяющее рассчитать 𝑝 главных компоненты вектора 𝑋, воз
можно представить в виде 𝑍 = 𝐿𝑋, где 𝑍 = (𝑧(1), . . . , 𝑧(𝑝))′, 𝑋 = (𝑥(1), . . . , 𝑥(𝑝))′,
а матрица 𝐿 состоит из строк 𝑙𝑗 = (𝑙𝑗1, . . . , 𝑙𝑗𝑝), 𝑗 = 1, 𝑝, являющихся собствен
ными векторами ковариационной матрицы случайной величины 𝑋 Σ = σ𝑖𝑗,
𝑖,𝑗 = 1, 𝑝, соответствующими собственным числам λ𝑗, 𝑗 = 1, 𝑝.

Основные свойства главных компонент:
– матрица 𝐿 является ортогональной, то есть 𝐿𝐿′ = 𝐿′𝐿 = 𝐼, где 𝐼 —

единичная матрица;
– ковариационная матрица вектора главных компонент: Σ𝑍 = 𝐿Σ𝐿′ =⎛⎜⎝λ1 . . . 0

... . . . ...
0 . . . λ𝑝

⎞⎟⎠;

– равенство сумм дисперсий исходных признаков и главных компонент;
– мера информативности метода 𝐼𝑝′(𝑍(𝑋)) =

λ1+λ2+···+λ𝑝′

λ1+λ2+···+λ𝑝
, где λ1, λ2, . . . , λ𝑝

— собственные числа ковариационной матрицы Σ вектора 𝑋, располо
женные в порядке убывания; следует использовать данный критерий
для принятия решения о допустимости отбрасывания определённо
го числа наименее значимых главных компонент без существенного
ущерба, с целью уменьшения показателя размерности исследуемого про
странства.

1.4.4 Обзор методов численной оптимизации, метод
покоординатного спуска

Задачи отыскания наибольших или наименьших величин часто возника
ют в науке. Классическими методами решения задачи минимизации являются
метод покоординатного спуска, градиентный метод и метод Ньютона.

Метод покоординатного спуска применяется для решения экстремальных
задач, в которых целевая функция либо не обладает нужной гладкостью, либо
является гладкой, но вычисление производных слишком трудоёмко. В таких
случаях желательно иметь методы решения, которые используют лишь зна
чения функции. При этом является наиболее простым в реализации из всех
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методов локальной оптимизации. Данный метод хорошо описан в литературе
[71].

Хотя метод координатного спуска не требует знания градиента, сходи
мость можно гарантировать лишь для гладких функций. Если целевая функция
не является гладкой, то метод может не сходиться к множеству решений задачи.

1.4.5 Полиномиальная аппроксимация, полиномы Чебышёва

В математике существенную роль играет аппроксимация функций, то
есть построение по заданной функции другой сходной, но более простой функ
ции. Часто возникающая задача — это интерполяция, то есть восстановление
функции по её табличным значениям. Эффективное решение — это приближе
ние этой функции полиномами. Интерполяция алгебраическими многочленами
функции 𝑓(𝑥) на отрезке [𝑎, 𝑏] — это построение многочлена 𝑃𝑛(𝑥), степени мень
шей или равной 𝑛, принимающего в узлах интерполяции 𝑥0, 𝑥1, . . . , 𝑥𝑛 значения
𝑓(𝑥𝑖): 𝑃𝑛(𝑥𝑖) = 𝑓(𝑥𝑖), 𝑖 = 0, 1, . . . , 𝑛. Интерполяцией называют такую разно
видность аппроксимации, при которой кривая построенной функции проходит
точно через имеющиеся точки данных.

Задача о приближении функции ставится следующим образом: данную
функцию 𝑓(𝑥) требуется заменить обобщённым полиномом 𝑄𝑚(𝑥) заданного по
рядка 𝑚 так, чтобы отклонение функции 𝑓(𝑥) от обобщённого полинома 𝑄𝑚(𝑥)

на указанном множестве 𝑋 = {𝑥} было наименьшим. При этом полином 𝑄𝑚(𝑥)

в общем случае называется аппроксимирующим [72].
Распространённый на практике случай обычно заключается в том, что за

данный порядок 𝑚 аппроксимирующего полинома 𝑄𝑚(𝑥) значительно меньше
числа узлов 𝑛. Это объясняется тем, что степень многочлена, более высокая,
чем необходимо для точного прохождения кривой через точки, другими слова
ми 𝑚 > 𝑛, нежелательна, так как приводит к бесконечному числу решений.
Значения 𝑚 ⩽ 𝑛, но при этом близкие к 𝑛, нежелательны из-за феномена Рун
ге — эффекта нежелательных осцилляций, возникающего при интерполяции
полиномами высоких степеней. В этом случае необходимы некоторые методы
осуществления приближения. Метод наименьших квадратов является одним
из вариантов меры отклонения. Согласно этому методу за меру отклонения
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полинома 𝑄𝑚(𝑥) от данной функции 𝑓(𝑥) на множестве точек 𝑥0, 𝑥1, . . . , 𝑥𝑛

принимают величину

𝑆𝑚 =
𝑛∑︁

𝑖=0

[𝑄𝑚(𝑥𝑖)− 𝑓(𝑥𝑖)]
2 , (1.16)

равную сумме квадратов отклонений полинома 𝑄𝑚(𝑥) от функции 𝑓(𝑥) на за
данной системе точек.

Одно из лучших приближений функции на заданном интервале может
быть получено при использовании разложения с помощью полиномов Чебы
шёва [73].

Многочлены Чебышёва первого рода 𝑇𝑛(𝑥) задаются с помощью следую
щего рекуррентного соотношения:

𝑇0(𝑥) = 1,

𝑇1(𝑥) = 𝑥,
...

𝑇𝑛+1(𝑥) = 2𝑥𝑇𝑛(𝑥)− 𝑇𝑛−1(𝑥).

(1.17)

Хотя также можно использовать и явную формулу для получения много
члена Чебышёва заданной степени:

𝑇𝑛(𝑥) =

⌊𝑛/2⌋∑︁
𝑘=0

(︂
𝑛

2𝑘

)︂
(𝑥2 − 1)𝑘𝑥𝑛−2𝑘. (1.18)

В математике последовательностью ортогональных многочленов на
зывают бесконечную последовательность действительных многочленов
𝑝0(𝑥), 𝑝1(𝑥), 𝑝2(𝑥), . . ., где каждый многочлен 𝑝𝑚(𝑥) имеет степень 𝑚, а
также любые два различных многочлена этой последовательности ортогональ
ны друг другу в смысле некоторого скалярного произведения, заданного в
пространстве 𝐿2. Последовательность многочленов Чебышёва является орто
гональной для скалярного произведения с весом 1√

1−𝑥2
. Из ортогональности

полиномов следует линейная независимость и единственность разложения
функции по этим полиномам. Многочлен Чебышёва 𝑇𝑚(𝑥) часто используется
для аппроксимации функций как многочлен степени 𝑚, который меньше всего
отклоняется от нуля на интервале [−1, 1].

Полиномы Чебышёва могут быть использованы для аппроксимации экс
периментальных данных функцией. В первую очередь, это помогает снизить
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размерность исходных данных. Кроме этого, они помогают отбросить лишние
шумы, которые могут мешать при сравнении слова с эталоном.

Для приближения экспериментальных данных полиномами Чебышёва
область определения данных должна быть линейно отображена в интервал орто
гональности аппроксимирующих многочленов, в данном случае это многочлены
Чебышёва, с интервалом ортогональности [−1, 1]:

𝑙 : 𝑋𝑖 → [−1, 1], (1.19)

где 𝑙 — линейное отображение,
𝑋𝑖 — область определения точек.

Примером отображения 𝑙, ставящего в соответствие заданный интервал в
область ортогональности многочленов, 𝑙 : [𝑥min, 𝑥max] → [−1, 1], может быть
функция

𝑙(𝑥) =
2𝑥− (𝑥max + 𝑥min)

𝑥max − 𝑥min
. (1.20)

1.4.6 Метод комитетов

Метод комитетов представляет собой подход к решению различных задач
распознавания, который объединяет принципы линейного разделения клас
сов и вычисления коллективных решений [74]. Для простоты рассмотрим
задачу распознавания с двумя возможными классами 𝐶1 и 𝐶2. Пусть Φ =

{𝑓1(�̄�), . . . , 𝑓𝑟(�̄�)} является набором линейных функций вида

𝑓𝑖(�̄�) = 𝑎𝑖1𝑥1 + · · ·+ 𝑎𝑖𝑛𝑥𝑛, (1.21)

где �̄� = (𝑥1, . . . , 𝑥𝑛) — это вектор используемых для распознавания признаков,
(𝑎𝑖1, . . . , 𝑎

𝑖
𝑛) является вектором вещественных параметров, задающих линейную

функцию 𝑓𝑖(�̄�).
где �̄� = (𝑥1, . . . , 𝑥𝑛) — это вектор используемых для распознавания признаков,

(𝑎𝑖1, . . . , 𝑎
𝑖
𝑛) является вектором вещественных параметров, задающих линей

ную функцию 𝑓𝑖(�̄�).
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Каждая из функций набора Φ рассматривается в качестве отдельного ли
нейного классификатора, который относит объект с описанием �̄� в класс 𝐶1,
если 𝑠𝑔𝑛[𝑓𝑖(�̄�)] > 0, и в класс 𝐶2 в противном случае.

Допустим, что для классификации произвольного заданного объекта ω,
который имеет описание �̄�, применяется следующее решающее правило мето
да комитетов:

– объект ω с описанием �̄� относится в класс 𝐶1, если выражение∑︀𝑟
𝑖=1 𝑠𝑔𝑛[𝑓𝑖(�̄�)] > 0;

– объект ω с описанием �̄� относится в класс 𝐶2, если выражение∑︀𝑟
𝑖=1 𝑠𝑔𝑛[𝑓𝑖(�̄�)] < 0;

– в случае, если величина
∑︀𝑟

𝑖=1 𝑠𝑔𝑛[𝑓𝑖(�̄�)] = 0, то происходит отказ от
распознавания.

Набор функций Φ называется комитетом, если решающее правило метода
комитетов позволяет правильно классифицировать объекты обучающей выбор
ки.

Метод, основанный на поиске оптимальных комитетов, реализует кусочно
линейную разделяющую поверхность, что потенциально позволяет производить
распознавание линейно неразделимых классов. Процесс обучения сводится к
поиску оптимальных параметров 𝑎𝑗𝑖 , 𝑖 = 1, 𝑟, 𝑗 = 1, 𝑛 в функциях из коми
тета. Теоретически показано существование комитета для непротиворечивых
данных [75].
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2. Разработка новых алгоритмов формирования эталонов для
автоматического распознавания речевых команд

2.1 Исследования статистических свойств используемых команд

Целью данного подраздела является оценка статистических свойств сигна
ла и результатов его частотно-временной параметризации. Ключевое значение
имеет исследование закона распределения и обоснование того, что во многих
случаях это распределение для исследуемых параметров является нормальным.
Такая проверка необходима, так как подавляющее большинство применяемых
алгоритмов используют гипотезу о нормальности. Далее будет описан алгоритм
проверки нормальности, а в следующем разделе приведены результаты прове
дённой практической проверки на имеющихся наборах данных.

2.1.1 Проверка гипотезы о нормальности распределения
отклонений элементов портрета слова от эталона

Пусть даны 𝑀 реализаций слова во временной области

�̃�𝑘(𝑡), 𝑘 = 1, 2, . . . ,𝑀. (2.1)

Применяя алгоритм вычисления параметрического портрета слова, опи
санный в подразделе 1.2.1, получим для каждой реализации слова �̃�𝑘(𝑡)

параметрический портрет 𝑋𝑘(𝑖, 𝑗), представляющий собой матрицу, в которой
строки 𝑖 = 1, 2, . . . , 𝑁𝑡 соответствуют делению слова на 𝑁𝑡 интервалов по вре
мени, а столбцы 𝑗 = 1, 2, . . . , 𝑁𝑓 соответствуют частотным компонентам для
каждого временного интервала. По 𝑀 реализациям для каждого параметра 𝑥𝑖𝑗

матрицы параметрического портрета можно рассчитать оценки математическо
го ожидания, дисперсии и среднеквадратического отклонения по стандартным
формулам выборочного оценивания:
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̂︁𝑀 [𝑥𝑖𝑗] =
1

𝑀

𝑀∑︁
𝑘=1

𝑋𝑘(𝑖, 𝑗), (2.2)

̂︀𝐷[𝑥𝑖𝑗] =
1

𝑀 − 1

𝑀∑︁
𝑘=1

(𝑋𝑘(𝑖, 𝑗)− ̂︁𝑀 [𝑥𝑖𝑗])
2, (2.3)

̂︀σ[𝑥𝑖𝑗] = √︁̂︀𝐷[𝑥𝑖𝑗]. (2.4)

Для каждого элемента параметрического портрета каждого слова можно
сформировать массив нормированных невязок

∆𝑘
𝑖𝑗 =

𝑥𝑘𝑖𝑗 − ̂︁𝑀 [𝑥𝑖𝑗]̂︀σ[𝑥𝑖𝑗] , 𝑘 = 1, 2, . . . ,𝑀, 𝑖 = 1, 2, . . . , 𝑁𝑡, 𝑗 = 1, 2, . . . , 𝑁𝑓 ,

(2.5)
которые из определения имеют нулевое математическое ожидание и единич
ную дисперсию. Данные величины будут проверяться на принадлежность к
стандартному нормальному распределению, ∆𝑘

𝑖𝑗 ∈ 𝑁(0, 1), что будет означать
нормальность распределения отклонений элементов параметрического портре
та слов от эталона.

Далее полученную матрицу невязок нужно перевести в набор из 𝑀 од
номерных массивов ε𝑘(𝑙), 𝑘 = 1, 2, . . . ,𝑀 , 𝑙 = 1, 2, . . . , 𝑁𝑡𝑁𝑓 . Для каждого
одномерного массива можно применить критерий согласия Пирсона для про
верки гипотезы о нормальности закона распределения, то есть гипотезы 𝐻0 :

ε𝑘(𝑙) ∈ 𝑁(0, 1) против гипотезы 𝐻1 : ε𝑘(𝑙) /∈ 𝑁(0, 1). Результаты проверки
описанной гипотезы о нормальности приведены в подразделе 3.1.2.

2.1.2 Анализ влияния амплитуды слова на оцениваемые
характеристики

Каждое слово записывается с разной амплитудой прежде всего из-за флук
туаций громкости произношения и изменения расстояния и ориентации губ
диктора относительно микрофона. Это означает, что уже во временной обла
сти каждая реализация имеет индивидуальный коэффициент усиления
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𝑐𝑘�̃�𝑘(𝑡), 𝑘 = 1, 2, . . . ,𝑀. (2.6)

Оценим влияние разброса коэффициента усиления на результат вычис
ления среднего, то есть на эталон, по формуле (2.2). Заметим, что элементы
спектрального портрета 𝑥𝑖𝑗, в соответствии с общепринятыми алгоритмами
параметризации, описанными в подразделе 1.2.1, являются натуральными ло
гарифмами оценок спектральных плотностей

𝑥𝑖𝑗 = ln(̂︀𝑆𝑖𝑗), ̂︀𝑆𝑖𝑗 = 𝐹𝑖𝑗𝐹𝑖𝑗, (2.7)

где 𝐹𝑖𝑗 — результат дискретного преобразования 𝑖-го интервала времени и 𝑗-й
частотной полосы после применения спектрального окна и усреднения по
частоте.

Преобразование Фурье есть линейный оператор, поэтому

𝐹𝑖𝑗[𝑐𝑘�̃�𝑘(𝑡)] = 𝑐𝑘𝐹𝑖𝑗[�̃�𝑘(𝑡)], (2.8)

то есть умножение исходной временной последовательности на постоянный ко
эффициент приводит к умножению результатов преобразования на этот же
коэффициент. Тогда для оценок спектральных плотностей получим

̂︀𝑆𝑖𝑗[𝑐𝑘�̃�𝑘(𝑡)] = 𝑐2𝑘 ̂︀𝑆𝑖𝑗[�̃�𝑘(𝑡)], (2.9)

Соответственно, для элемента параметрического портрета

𝑥𝑖𝑗[𝑐𝑘�̃�𝑘(𝑡)] = ln(𝑐2𝑘 ̂︀𝑆𝑖𝑗[�̃�𝑘]) = 2 ln(𝑐𝑘) + ln(̂︀𝑆𝑖𝑗[�̃�𝑘]), (2.10)

или

𝑥𝑖𝑗[𝑐𝑘�̃�𝑘(𝑡)] = 2 ln(𝑐𝑘) + 𝑥𝑖𝑗[�̃�𝑘]. (2.11)

Таким образом, умножение 𝑘-го слова на индивидуальный коэффициент
усиления 𝑐𝑘 приводит к появлению в каждом параметре портрета дополни
тельного слагаемого 2 ln(𝑐𝑘), которое для 𝑘-го слова равно константе. При
вычислении оценки среднего (2.2) по 𝑀 реализациям, получим
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̂︁𝑀 [𝑥𝑖𝑗[𝑐𝑘�̃�𝑘(𝑡)]] =
1

𝑀

𝑀∑︁
𝑘=1

(2 ln(𝑐𝑘) + 𝑥𝑘(𝑖,𝑗)) =

=
1

𝑀

𝑀∑︁
𝑘=1

2 ln(𝑐𝑘) +
1

𝑀

𝑀∑︁
𝑘=1

𝑥𝑘(𝑖,𝑗) = 𝑐𝑀 + ̂︁𝑀 [𝑥𝑖𝑗[�̃�𝑘(𝑡)]].

(2.12)

Итак, умножение каждого 𝑘-го слова на индивидуальный коэффициент
приводит к появлению дополнительного слагаемого 𝑐𝑀 , зависящего от 𝑀 , кото
рое добавляется к каждому элементу усреднённого параметрического портрета.
При фиксированном наборе реализаций 𝑐𝑘�̃�𝑘(𝑡), 𝑘 = 1, 2, . . . ,𝑀 величины
𝑐𝑀 = 𝑐𝑜𝑛𝑠𝑡. Разброс коэффициентов усиления 𝑐𝑘 должен привести к увеличе
нию среднеквадратических отклонений параметров от среднего по ансамблю из
𝑀 реализаций. Действительно, подставим в (2.4) формулы (2.11) и (2.12). Тогда,

̂︀σ2[𝑥𝑖𝑗[𝑐𝑘�̃�𝑘(𝑡)]] =
1

𝑀 − 1

𝑀∑︁
𝑘=1

(𝑥𝑖𝑗[�̃�𝑘(𝑡)] + 2 ln(𝑐𝑘)− ̂︁𝑀 [𝑥𝑖𝑗[�̃�𝑘(𝑡)]]− 𝑐𝑀)2 =

=
1

𝑀 − 1

𝑀∑︁
𝑘=1

((𝑥𝑖𝑗[�̃�𝑘(𝑡)]− ̂︁𝑀 [𝑥𝑖𝑗[�̃�𝑘(𝑡)]]) + (2 ln(𝑐𝑘)− ̂︁𝑀 [2 ln(𝑐𝑘)]))
2,

(2.13)

где учтено, что

𝑐𝑀 =
1

𝑀

𝑀∑︁
𝑘=1

2 ln(𝑐𝑘) = ̂︁𝑀 [2 ln(𝑐𝑘)]. (2.14)

Раскроем в (2.13) скобки, предполагая, что отклонение элементов портре
та 𝑥𝑖𝑗 от среднего не коррелированы с отклонениями логарифма коэффициента
усиления 𝑐𝑘, и получим

̂︀σ2[𝑥𝑖𝑗[𝑐𝑘�̃�𝑘(𝑡)]] ≈
1

𝑀 − 1

𝑀∑︁
𝑘=1

(𝑥𝑖𝑗[�̃�𝑘(𝑡)]− ̂︁𝑀 [𝑥𝑖𝑗[�̃�𝑘(𝑡)]])
2+

+
1

𝑀 − 1

𝑀∑︁
𝑘=1

(2 ln(𝑐𝑘)− ̂︁𝑀 [2 ln(𝑐𝑘)])
2 = ̂︀σ2[𝑥𝑖𝑗[�̃�𝑘(𝑡)]] + ̂︀σ2[2 ln(𝑐𝑘)].

(2.15)

Выражение (2.15) показывает, что наличие индивидуальных коэффици
ентов 𝑐𝑘 увеличивает оценку дисперсии элемента 𝑥𝑖𝑗 по сравнению со случаем
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𝑐𝑘 ≡ 1. Из (2.15) следует, что при 𝑐𝑘 ̸= 1 формула (2.4) даёт оценку суммы
дисперсий двух случайных величин: элемента портрета 𝑥𝑖𝑗 и удвоенного лога
рифма коэффициентов усиления 2 ln(𝑐𝑘).

Рассмотрим влияние индивидуальных коэффициентов усиления на резуль
таты проверки гипотезы о нормальности отклонений элементов параметриче
ского портрета от среднего. Для случая 𝑐𝑘 ≡ 1 отклонения от среднего задаются
формулой (2.5). При наличии индивидуальных для каждого слова коэффици
ентов усиления 𝑐𝑘 каждый член формулы (2.5) изменяется. При этом элемент
параметрического портрета 𝑥𝑘𝑖𝑗 определяется формулой (2.11) и получает допол
нительное приращение 2 ln(𝑐𝑘); среднее по ансамблю из реализаций изменяется
согласно формуле (2.12) и получает приращение 𝑐𝑀 = 1

𝑀

∑︀𝑀
𝑘=1 2 ln(𝑐𝑘). Наконец,

оценка среднеквадратического отклонения элемента ̂︀σ2[𝑥𝑖𝑗] по ансамблю из ре
ализаций описывается формулой (2.15) с дополнительным членом ̂︀σ2[2 ln(𝑐𝑘)].
Все вышеперечисленные приращения являются константами и зависят или от
отдельного значения коэффициента 𝑐𝑘 (формула (2.11)), или от значений 𝑐𝑘 для
всех 𝑘 = 1, 2, . . . ,𝑀 (формулы (2.12) и (2.15)). Это означает, что для элемента
параметрического портрета при каждом значении 𝑘 отклонение от среднего ∆𝑘

𝑖𝑗

уже не является случайной величиной с нулевым математическим ожиданием
и единичной дисперсией, но имеет математическое ожидание и среднеквадра
тическое отклонение, индивидуальные для каждого значения 𝑘.

Таким образом, массив ∆𝑘(𝑖, 𝑗), 𝑘 = 1, 2, . . . ,𝑀 составлен из случайных
величин с различными математическими ожиданиями и дисперсиями, хотя,
возможно, имеющими нормальный закон распределения. Такая композиция
случайных величин в общем случае имеет распределение, отличное от нормаль
ного. Поэтому для исключения влияния индивидуальных 𝑐𝑘 все 𝑘 = 1, 2, . . . ,𝑀

слов следует привести к единому масштабу по амплитуде.
Для нахождения коэффициента коррекции по амплитуде для каждого сло

ва используется следующая формула:

𝑏2𝑘 =
𝐸𝑚𝑒𝑎𝑛

𝐸𝑘
, 𝑘 = 1, 2, . . . ,𝑀, (2.16)

где 𝐸𝑚𝑒𝑎𝑛 — средняя энергия сигнала по всем словам.
Для коррекции слова во временной области, умножим его на 𝑏𝑘

𝑥𝑘(𝑡)𝑐𝑜𝑟𝑟𝑒𝑐𝑡 = 𝑥𝑘(𝑡) · 𝑏𝑘. (2.17)
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В итоге получается сигнал, скорректированный по амплитуде, для кото
рого должны выполняться условия нормальности.

2.1.3 Расчёт длительности слова, его энергии и средней частоты
для различных дикторов

Для расчёта длительности слова в виде звукового сигнала 𝑥(𝑡) применя
ется формула

𝑇 =
𝑁

𝐹𝑠
, (2.18)

где 𝑁 — число отсчётов в записи,
𝐹𝑠 — частота дискретизации записи.

По 𝑀 реализациям записей одного слова можно получить оценки мате
матического ожидания, дисперсии и среднеквадратического отклонения дли
тельности слова.

Мгновенная мощность звукового сигнала задаётся формулой 𝑝(𝑡) = 𝑥2(𝑡)

[76]. Далее, энергия сигнала на некотором временном интервале ∆𝑡 в окрестно
сти момента времени 𝑡0 вычисляется по формуле

𝐸(𝑡0,∆𝑡) =

∫︁ 𝑡0+Δ𝑡/2

𝑡0−Δ𝑡/2

𝑝(𝑡)𝑑𝑡 =

∫︁ 𝑡0+Δ𝑡/2

𝑡0−Δ𝑡/2

𝑥(𝑡)2𝑑𝑡. (2.19)

Полная энергия слова в форме дискретного сигнала выражение принима
ет следующий вид [76]:

𝐸(𝑥) =
𝑁∑︁
𝑖=1

𝑥2𝑖 , (2.20)

где 𝑁 — количество отсчётов в сигнале,
𝑥𝑖 — амплитуда сигнала на 𝑖-м отсчёте.

Используя 𝑀 слов, можно посчитать среднее значение, дисперсию и сред
неквадратическое отклонение энергии слова.

Также мощность сигнала может быть рассмотрена как функция от ча
стоты 𝑆(𝑓). Тогда она определяется как 𝑆(𝑓) = |𝑋(𝑓)|2, где 𝑋(𝑓) — это
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фурье-образ функции 𝑥(𝑡). В этом случае энергия сигнала в полосе частот от
𝑓0 до 𝑓1 определяется как

𝐸(𝑓0, 𝑓1) =

∫︁ 𝑓1

𝑓0

𝑆(𝑡)𝑑𝑓 =

∫︁ 𝑓1

𝑓0

|𝑋(𝑓)|2𝑑𝑓. (2.21)

В качестве средней частоты принималась такая частота 𝑓ср, что энергия
составляющих сигнала с частотами в диапазоне 𝑓 ∈ [0, 𝑓ср] равнялась энергии
составляющих сигнала с частотами 𝑓 ∈ [𝑓ср,+∞). Это эквивалентно условию∫︁ 𝑓ср

0

𝑆𝑥(𝑓)𝑑𝑓 =

∫︁ +∞

𝑓ср

𝑆𝑥(𝑓)𝑑𝑓. (2.22)

Применяя быстрое преобразование Фурье (БПФ) можно получить оценки
спектральных плотностей сигнала для дискретных значений частот 𝑓𝑗 в диапа
зоне [0, 0.5𝑓рег], где 𝑓рег — частота регистрации сигнала: ̂︀𝑆(𝑓𝑗) = 𝐹 (𝑓𝑗) · 𝐹 *(𝑓𝑗),
𝑗 = 1, 2, . . . , 𝑁2 , где 𝐹 (𝑓𝑗) — значение преобразования Фурье для частоты 𝑓𝑗.
Окончательно условие для определения средней частоты принимает вид:

𝑗ср∑︁
𝑗=1

̂︀𝑆𝑥(𝑓𝑗) ≈
𝑁/2∑︁
𝑗ср+1

̂︀𝑆𝑥(𝑓𝑗). (2.23)

Таким образом получены формулы для расчёта длительности слова, его
энергии и средней частоты. Результаты вычислений описанных характеристик
речевого сигнала и параметрических портретов показаны в подразделе 3.1.2.

2.2 Разработка алгоритма разделения слов на фонетически
однородные части на основе модифицированного метода

динамического программирования

В естественной речи длительность произношения заданного слова, как и
длительность каждого звука в слове, не является постоянной величиной. Ручное
выделение однородных частей в слове и их подстройка по времени позволя
ет улучшить результаты распознавания слов через их сравнение с эталоном.
Использование предварительной процедуры разбиения слова на однородные
части является эффективным регуляризирующим фактором и позволяет умень
шить количество ошибок при распознавании [77]. Поэтому данный алгоритм
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может применяться в любой процедуре распознавания, в которой присутству
ет сравнение с эталоном. Но для эффективного алгоритма распознавания слов
необходимо реализовать автоматический алгоритм разбиения слов на однород
ные части.

Предлагаемый способ предполагает автоматическое разделение слов на
фонетически однородные части, определение границ которых осуществляется
посредством решения задачи многопараметрической оптимизации. При этом
выдвигается предположение, что обеспечивается максимальная разнообраз
ность фонетических показателей между смежными частями и максимальная
однородность в рамках одной части. Принятая мера степени различия и сход
ства основана на корреляции между столбцами матрицы параметрического
портрета слова, получаемого в результате описанного в подразделе 1.2.1 спек
трально-временного преобразования аудиозаписи слова. Интерес представляет
то, что в ходе осуществлённых исследований был установлен факт того, что гра
ница частей слов естественного языка рассчитывается в виде математической
задачи на поиск экстремума. Также, при разработке программно-аппаратного
комплекса стоит уделить особое внимание временной сложности используемых
алгоритмов, даже несмотря на рост производительности БЦВМ на летательных
аппаратах. Доработанный алгоритм на основе подхода динамического програм
мирования предлагается в качестве способа для численного решения данной
задачи. Описание стандартного метода динамического программирования при
ведено в подразделе 1.4.2.

В данной части представлен сравнительный анализ различных мето
дов, используемых при разбиении нескольких слов на однородные части с
точки зрения близости автоматического и ручного разбиения слов. В подраз
деле 3.2 показаны результаты экспериментов, демонстрирующих корректность
утверждённых допущений и способность предложенных алгоритмов решать по
ставленные задачи.

2.2.1 Постановка задачи

Мотивацией для осуществления изложенных в работе исследований были
следующие заключения:
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1) Для передачи информации естественные языки, очевидно, используют
собственный фонетический состав в качестве кода. Вследствие чего до
пустимо предположении о наличии аналогий между характеристиками
слов и, к примеру, базовыми основами теории информации.

2) Хорошо известно [78], что количественный показатель информации в
сообщении обратно пропорционален количеству возможных версий са
мого сообщения. Из этого следует, что объём информации в сообщении
тем больше, чем ниже вероятность его появления, то есть, чем менее
оно похоже на другие возможные сообщения. Относительно звуков в
словах естественных языков данный феномен можно трактовать таким
образом, что объём информации в звуке тем больше, чем менее он со
звучен другим звукам. И данный эффект характерен для всех звуков,
содержащихся в слове, но наиболее ярко выражен для соседних звуков.
Показатель разборчивости звуков и слов целиком в данном случае рас
сматривается в качестве меры количества информации.

3) В естественных языках слова выработались в ходе длительного эволю
ционного процесса, ввиду чего они в некотором смысле оптимизирова
ны. Ввиду чего возможно вынести предположение об оптимальности
расположения границ между частями слова в рамках того или иного
критерия. К примеру, необходимо создать условия максимальной раз
нородности соседних частей (звуков) и максимальную фонетическую
однородность материала в рамках каждой части. В таком случае поло
жение границ между частями слова возможно получить как решение
математической задачей по нахождению экстремума.

Интерпретируем эти общие рассуждения математически. За основу при
нят параметрический портрет слова, представленный выше. Следует помнить,
что запись слова разделяется на 𝑁𝑡 простых равномерных временных отрезков
по 10–30 мс каждый и вычисляются для 30–40 дискретных показателей частоты
значения логарифмов оценок спектральных плотностей. В качестве упрощения
в рамках данного исследования используется равномерная шкала частот [40;
54]. Применение логарифмических шкал мелов и барков, как показывает ана
лиз, позволяет получить незначительное повышение качества распознавания
[40; 54]. Фонетически однородной частью, границы которой подлежат опреде
лению, назовём часть, содержащую два или более элементарных интервала.
Подобные части, как правило, соответствуют звуку, но в некоторых случаях
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могут соответствовать и слогу. Очевидно, что число 𝐿 таких частей меньше чис
ла элементарных интервалов, то есть 𝐿 < 𝑁𝑡. Выразим границы частей через
номера интервалов 𝑎𝑖, 𝑖 = 0, 𝐿, которые могут принимать значения 1 ⩽ 𝑎𝑖 ⩽ 𝑁 .
Тогда для частей 𝑘 = 1, 𝐿 границы задаются следующим образом:

𝑘 = 1 : [𝑎0; 𝑎1],

𝑘 = 2 : [𝑎1 + 1; 𝑎2],

. . .

𝑘 = 𝐿 : [𝑎𝐿−1 + 1; 𝑎𝐿],

(2.24)

где 𝑎0 = 1, 𝑎𝐿 = 𝑁 и 𝑎1, 𝑎2, . . . , 𝑎𝐿−1 — граничные интервалы частей.
Введённые границы (2.24) означают, что часть 1 содержит интервалы от

1 до 𝑎1 включительно, часть 2 — от 𝑎1 + 1 до 𝑎2 включительно и так далее.
Следует учесть, что столбцы матрицы параметрического портрета или

вектора размерности 30–40, включающие логарифмы значений спектральных
плотностей, соответствуют тому или иному элементарному временному ин
тервалу. В таком случае коэффициент корреляции между векторами двух
элементарных интервалов будет являться мерой их близости. Соответственно,
для пары частей следует смотреть на средний коэффициент корреляции между
элементарными интервалами, входящими в их состав.

Условием возможности разбиения слов на доли является их однородность
в рамках каждой части и различие между собой смежных частей. В терми
нах коэффициентов корреляции между элементарными интервалами это можно
представить в виде следующих условий:

1) Интервалы, входящие в одну часть, должны иметь высокие коэффици
енты корреляции между собой (однородность).

2) Дисперсия взаимных коэффициентов корреляции между интервалами,
входящими в одну часть, должна быть мала (однородность).

3) Интервалы, входящие в одну часть, должны иметь малые коэффициен
ты корреляции с интервалами, входящими в соседние части (отличие).
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2.2.2 Формирование критериев оптимизации

В качестве примера используем матрицу параметрического портрета сло
ва со столбцами, соответствующими элементарным интервалам слова идентич
ной длительности, описание которой было дано выше. Рассмотрим некоторую
часть с номером 𝑘, содержащий интервалы с номерами от 𝑎𝑘−1 + 1 до 𝑎𝑘.

В таком случае в виде верхней треугольной матрицы возможно отобразить
между собой парные коэффициенты корреляции элементарных интервалов,
являющихся составным элементом части. Где в первой строке будут представле
ны коэффициенты корреляции параметрического портрета первого интервала
с портретами последующих. Соответственно, во второй строке следующие за
вторым портреты будут коррелировать с параметрическим портретом второго
интервала. И дальнейшая структура матрицы будет построена по аналогии для
всех остальных параметрических портретов интервалов всех частей.

Через среднее значение всех возможных пар коэффициентов корреляций
внутри каждой части, можно интерпретировать условие 1, которое описывает
однородность. Найдём для каждой части оценки этого среднего:

̂︁𝑀𝑘 =
1

𝐴𝑘

𝑎𝑘∑︁
𝑖=𝑎𝑘−1+1

𝑎𝑘∑︁
𝑗=𝑖+1

𝑟𝑖𝑗, (2.25)

где 𝐴𝑘 = 1
2(𝑎𝑘 − 𝑎𝑘−1)(𝑎𝑘 − 𝑎𝑘−1 − 1) — число попарных коэффициентов корре

ляции внутри части 𝑘, равное числу элементов соответствующей части 𝑘

верхней треугольной матрицы.
Очевидно, оптимальное разбиение слова на части, обеспечивающее их

наибольшую однородность, должно соответствовать максимуму суммы оценок
средних ̂︁𝑀𝑘 (2.25) по всем 𝐿 частям слова:

max
𝑎0,𝑎1,...,𝑎𝐿

𝐿∑︁
𝑘=1

̂︁𝑀𝑘. (2.26)

Для реализации условия 2, также характеризующего однородность, следу
ет найти оценку дисперсий попарных коэффициентов корреляции внутри части:

̂︀𝐷𝑘 =
1

𝐴𝑘 − 1

𝑎𝑘∑︁
𝑖=𝑎𝑘−1+1

𝑎𝑘∑︁
𝑗=𝑖+1

(𝑟𝑖𝑗 − ̂︁𝑀𝑘)
2. (2.27)
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Разбиение на части, оптимальное в смысле условия 2, должно обеспечи
вать минимум суммы дисперсий по 𝐿 частям:

min
𝑎0,𝑎1,...,𝑎𝐿

𝐿∑︁
𝑘=1

̂︀𝐷𝑘. (2.28)

Критерии (2.26) и (2.28), взятые по отдельности, могут соответствовать
разным вариантам разбиения на части, хотя допустимо предположить, что ре
зультаты должны быть близкими.

Средний коэффициент корреляции между составляющими двух смежных
частей 𝑘 и 𝑘 + 1 соответствует задающему различие условию 3:

̂︁𝑀𝑘,𝑘+1 =
1

𝐴𝑘,𝑘+1

𝑎𝑘∑︁
𝑖=𝑎𝑘−1+1

𝑎𝑘+1∑︁
𝑗=𝑎𝑘+1

𝑟𝑖𝑗, (2.29)

где 𝐴𝑘,𝑘+1 = (𝑎𝑘−𝑎𝑘−1)(𝑎𝑘+1−𝑎𝑘) — число элементов прямоугольной матрицы,
содержащей взаимные коэффициенты корреляции между частями 𝑘 и 𝑘+1.

Очевидно, что чем меньше величина (2.29), тем сильнее отличие между
частями. Поэтому оптимальное разбиение должно удовлетворять критерию

min
𝑎0,𝑎1,...,𝑎𝐿

𝐿−1∑︁
𝑘=1

̂︁𝑀𝑘,𝑘+1. (2.30)

В общем случае результаты оптимизации разбиения по критериям (2.26),
(2.28) и (2.30) могут не совпадать, хотя допустимо рассчитывать на близость
результатов. Для обеспечения возможности сравнения критериев (2.26) и (2.30)
между собой суммы в этих формулах целесообразно заменить на среднее по
числу частей:

𝐽1{𝑎0:𝐿} =
1

𝐿

𝐿∑︁
𝑘=1

̂︁𝑀𝑘, 𝐽2{𝑎0:𝐿} =
1

𝐿− 1

𝐿−1∑︁
𝑘=1

̂︁𝑀𝑘,𝑘+1. (2.31)

Кроме того, в критерии (2.28) следует перейти к оценке среднеквадрати
ческого отклонения, чтобы все три критерия имели одинаковую размерность:

𝐽3{𝑎0:𝐿} =

⎯⎸⎸⎷ 1

𝐿

𝐿∑︁
𝑘=1

̂︀𝐷𝑘. (2.32)

В качестве обобщённых критериев можно выбрать

𝐽12{𝑎0:𝐿} = 𝐽1{𝑎0:𝐿} − 𝐽2{𝑎0:𝐿} (2.33)
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или
𝐽123{𝑎0:𝐿} = 𝐽12{𝑎0:𝐿} − α3 · 𝐽3{𝑎0:𝐿}, (2.34)

где α3 — некоторый весовой коэффициент, подбираемый эмпирически.
Наиболее качественное разбиение определяется максимумом критериев

(2.33) или (2.34). Метод перебора подходит для вычисления границ только
небольшого количества частей, или, что то же самое, значений параметров 𝑎0:𝐿.

2.2.3 Условия и порядок перебора

При решении оптимизационной задачи методом перебора задаются число
частей и начальные значения пограничных точек, или узлов. Значение шага
интервала приравнивается к единице, соответствующей элементарному интер
валу. При переборе учитываются следующие правила:

1) точки 𝑎0 и 𝑎𝐿 расположены в начале и в конце слова и считаются фик
сированными;

2) при переборе длина любого интервала не должна быть меньше 2, то
есть 𝑎𝑘+1 − 𝑎𝑘 ⩾ 2 при любых вариантах 𝑘 + 1 и 𝑘;

3) приращения индексов составляют ±𝑚, то есть 𝑘-й узел может прини
мать значения 𝑎𝑘 = {𝑘0 −𝑚; 𝑘0 −𝑚+ 1; . . . ; 𝑘0; 𝑘0 + 1; . . . ; 𝑘0 +𝑚}.

Хотя в базовом варианте данная возможность и не была рассмотрена, так
же можно ввести зависимость величины приращения от номера узла 𝑚 = 𝑚𝑘.
Выдвинутые выше критерии идентичности (2.26) и (2.28) бессмысленны в слу
чае, если для приращения не соблюдается правило 2. Поэтому оно обязательно
должно выполняться. Узлам присваиваются начальные значения перед нача
лом процедуры перебора 𝑎𝑘 = 𝑘0, 𝑘 = 0, 𝐿.

Учёт правила 2 осуществляется следующим образом. Возьмём, например,
три последних узла 𝑎𝐿−2, 𝑎𝐿−1, 𝑎𝐿, определяющих правые границы трёх по
следних интервалов с номерами 𝐿 − 2, 𝐿 − 1 и 𝐿. Узел 𝑎𝐿 = 𝐿0 неизменен и
соответствует концу слова. Фиксируем начальное значение 𝑎𝐿−2 = (𝐿 − 2)0 и
задаём приращение узла 𝑎𝐿−1, при этом 𝑎𝐿−1 = (𝐿−1)0± 𝑖, 𝑖 = 1, 2, . . . ,𝑚. Для
всех 𝑖 необходимо проверить оба неравенства: 𝑎𝐿 − 𝑎𝐿−1 ⩾ 2, 𝑎𝐿−1 − 𝑎𝐿−2 ⩾

2. Приращение в заданном направлении продолжается только в случае вы
полнения обоих условий. Если нарушается первое условие, то прекращается
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увеличение 𝑖, если второе - прекращается уменьшение 𝑖. После завершения цик
лов по ±𝑚 для 𝑎𝐿−1 задаётся приращение для узла 𝑎𝐿−2 и цикл ±𝑚 для 𝑎𝐿−1

повторяется. Для каждого варианта индексов вычисляются значения критери
ев 𝐽1, 𝐽2, 𝐽3.

Приращения задаются для всех 𝑎1, . . . , 𝑎𝐿−1. При небольшом числе узлов и
малом диапазоне приращений задачу можно решить методом полного перебора.
Например, для девяти узлов, в каждом из которых проверяется три значения,
общее число комбинаций равно 39 = 19683 ≈ 2 ·104. При девяти узлах для пяти
значений в каждом общее число комбинаций равно 59 = 1953125 ≈ 2 · 106.

Получается, что использование полного перебора практически возможно
только при небольших приращениях индексов от начальных значений. Для бо
лее точного разбиения слов на части потребуются очень большое время для
работы алгоритма, поэтому целесообразно использовать методы динамическо
го программирования, которые будут описаны в следующем подразделе.

2.2.4 Практическое использование базовой схемы динамического
программирования

В том случае, когда величина критерия рассчитывается для каждой части
в отдельности, можно решить задачу с помощью существующих схем динами
ческого программирования [79]. Для примера используем критерий 𝐽1, тогда по
формуле (2.25) можно рассчитать значение среднего коэффициента корреляции
между простыми интервалами каждой части. Обозначим эти оценки средних
коэффициентов ρ𝐿 для части [𝑎𝐿−1 + 1; 𝑎𝐿], ρ𝐿−1 — для части [𝑎𝐿−2 + 1; 𝑎𝐿−1]

и так далее (рисунок 2.1).

Рисунок 2.1 — Схема работы базового подхода динамического
программирования

Базовый подход работы данного алгоритма получается следующим. Необ
ходимо присвоить значения 𝑎𝑗𝐿−1, 𝑗 = −𝑚,𝑚 узлу 𝑎𝐿−1, в итоге, всего 2𝑚 + 1
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значений. Необходимо вычислить в части [𝑎𝑗𝐿−1 + 1; 𝑎𝐿] оценку среднего коэф
фициента корреляции ρ𝑗𝐿 для всех 𝑎𝑗𝐿−1, что в сумме даст 2𝑚 + 1 значений
средних. В данном случае, вследствие фиксации правой границы 𝑎𝐿, количество
вариантов незначительно. В итоге этого этапа фиксируются значения 𝑎𝑗𝐿−1 и со
ответствующие им оценки средних коэффициентов корреляции ρ𝑗𝐿, 𝑗 = −𝑚,𝑚.

Во время второго этапа изменениям подвергается граница 𝑎𝐿−2, располо
женная слева, которой присваиваются значения 𝑎𝑗𝐿−2, 𝑗 = −𝑚,𝑚. Но следует
заметить, что в таком случае существует необходимость перебрать значения
границы, расположенной справа 𝑎𝑖𝐿−1, 𝑖 = −𝑚,𝑚. Для этого рассчитываются
показатели оценок среднего коэффициента корреляции ρ𝑗,𝑖𝐿−1, всего (2𝑚+1)2 ко
эффициентов по количеству комбинаций для каждой конкретной комбинации
[𝑎𝑗𝐿−2 + 1; 𝑎𝑖𝐿−1]. В итоге каждому значению 𝑎𝑗𝐿−2 соответствует 2𝑚+ 1 возмож
ных положений границы 𝑎𝑖𝐿−1. Из этих 2𝑚+1 вариантов границ легко выбрать
оптимальный в смысле максимума суммы оценок средних коэффициентов кор
реляции (далее для краткости суммарные оценки) в частях [𝑎𝐿−2 + 1; 𝑎𝐿−1] и
[𝑎𝐿−1 + 1; 𝑎𝐿]:

𝑃 𝑗
𝐿−1 = max

𝑖
{ρ𝑗,𝑖𝐿−1 + ρ𝑖𝐿}. (2.35)

Итак, в результате второго этапа получены значения 𝑎𝑗𝐿−2 и соответствую
щие им суммарные оценки для двух крайних справа частей со значениями 𝑃 𝑗

𝐿−1.
Аналогично в результате третьего этапа получим для значений 𝑎𝑗𝐿−3 соответ
ствующие им суммарные оценки для трёх крайних справа частей со значениями
𝑃 𝑗
𝐿−2, вычисляемыми по формуле

𝑃 𝑗
𝐿−2 = max

𝑖
{ρ𝑗,𝑖𝐿−2 + 𝑃 𝑖

𝐿−1}. (2.36)

На предпоследнем этапе для узла 𝑎1 получаем значения 𝑎𝑗1 и выбираем
оптимальный вариант, соответствующий максимальной суммарной оценке по
всем частям:

𝑃1 = max
𝑗

{ρ𝑗1 + 𝑃 𝑗
2}. (2.37)

Рассмотренный алгоритм обеспечивает нахождение границ частей, опти
мальных по критерию однородности 𝐽1. Для критерия 𝐽3, также характеризу
ющего однородность внутри части, задача решается аналогично.
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2.2.5 Создание модифицированной схемы динамического
программирования

Необходимость модификации стандартной модели обусловлена приме
нением критерия, который зависит от обеих смежных частей с границами,
заданными тремя узлами. Предположим, что применяется составной критерий
𝐽12, содержащий средние коэффициенты корреляции, как внутри одной части,
так и между ними. Рисунок 2.2 представляет границы частей и средние коэф
фициенты корреляции.

Рисунок 2.2 — Схема работы предложенной модифицированной схемы
динамического программирования

Здесь, в отличие от стандартной схемы, на каждом шаге следует переби
рать значения не двух, а трёх узлов, то есть смотреть сразу на две части, что
обусловлено взаимосвязью между смежными частями слов.

Был использован следующий доработанный алгоритм. Во время первого
этапа следует рассмотреть 2 крайние правые части. Как и до этого, крайний
узел 𝑎𝐿 принимается в качестве фиксированного. Необходимо задать показа
тели приращения обеим другим узлам и перебрать все возможные сочетания
положений границы 𝑎𝑖𝐿−1, 𝑖 = −𝑚,𝑚, 𝑎𝑗𝐿−2, 𝑗 = −𝑚,𝑚, что даёт (2𝑚+1)2 ком
бинаций. Оба изучаемых узла в полной мере задают значения двух крайних
частей, находящихся справа, благодаря чему возможно рассчитать значение
критерия 𝐽12 для любого варианта их расположения.

Для проведения данной операции необходимо найти значение внутри всех
частей ρ𝑖𝐿, ρ𝑗,𝑖𝐿−1 и между частями ρ𝑗,𝑖𝐿−1,𝐿 средних коэффициентов корреляции
для каждой пары индексов 𝑖 и 𝑗. После чего для обеих частей [𝑎𝐿−1 + 1; 𝑎𝐿]

и [𝑎𝐿−2 + 1; 𝑎𝐿−1] по формуле рассчитать средние коэффициенты корреляции
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(суммарные оценки):

𝑃 𝑗,𝑖
𝐿−1,𝐿 = ρ𝑖𝐿 + ρ𝑗,𝑖𝐿−1 + ρ𝑗,𝑖𝐿−1,𝐿. (2.38)

Всего получаем (2𝑚 + 1)2 значений суммарных оценок, которые припи
сываем каждой из (2𝑚 + 1)2 комбинаций значений узлов 𝑎𝑖𝐿−1 и 𝑎𝑗𝐿−2. В этом
заключается результат первого этапа. Во время второго этапа необходимо вве
сти узел 𝑎𝐿−3 и придать ему 2𝑚 + 1 значений 𝑎𝑙𝐿−3, 𝑙 = −𝑚,𝑚. Новый узел
позволяет вычислить коэффициенты ρ𝐿−2 и ρ𝐿−2,𝐿−1. Эти коэффициенты, зави
сят также от значений границ предыдущей части, то есть от значений 𝑎𝑗𝐿−2 и
𝑎𝑖𝐿−1. Используя эти значения и перебирая (2𝑚 + 1)3 комбинаций по перемен
ным 𝑙, 𝑗, 𝑖 вычисляем суммарные оценки

𝑃 𝑙,𝑗,𝑖
𝐿−2,𝐿−1 = ρ𝑙,𝑗𝐿−2 + ρ𝑙,𝑗,𝑖𝐿−2,𝐿−1 + 𝑃 𝑗,𝑖

𝐿−1,𝐿. (2.39)

Итоговые количество рассчитанных значений равно (2𝑚 + 1)3. Выделим
значения, соответствующие узлам 𝑎𝐿−3 и 𝑎𝐿−2, то есть индексам 𝑙, 𝑗. У любой
из комбинаций этих коэффициентов есть соответствующие 2𝑚 + 1 значения
узла 𝑎𝐿−1, или, что то же самое, индекса 𝑖. Возьмём по индексу 𝑖 максимум. В
итоге получим (2𝑚+1)2 значений суммарного коэффициента, соответствующую
узлам 𝑎𝐿−3 и 𝑎𝐿−2:

𝑃 𝑙,𝑗
𝐿−2,𝐿−1 = max

𝑖
{𝑃 𝑙,𝑗,𝑖

𝐿−2,𝐿−1}. (2.40)

В результате второй этапа получим (2𝑚 + 1)2 сочетаний коэффициентов
𝑎𝐿−3 и 𝑎𝐿−2. При этом каждому из них будет приписана оптимальная по всем
вероятным значениям узла 𝑎𝐿−1 величина совокупной оценки. Соответственно,
на предпоследнем этапе для узлов 𝑎1 и 𝑎2 количество значений составит (2𝑚+

1)2, которым по отдельности будет приписана оптимальная по всем доступным
позициям узлов 𝑎3, . . . , 𝑎𝐿−1 величина общей оценки:

𝑃 𝑘,𝑗
1,2 = max

𝑖
{𝑃 𝑘,𝑗,𝑖

1,2 }. (2.41)

На последнем этапе добавляем узел 𝑎0 и находим оптимальный вариант:

𝑃1,2 = max
𝑙,𝑗

{ρ𝑙1 + ρ𝑙,𝑗1,2 + 𝑃 𝑙,𝑗
1,2}. (2.42)

Таким образом, предложенная модифицированная схема метода динами
ческого программирования является более сложной и требует перебора (2𝑚+1)3
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комбинаций вместо (2𝑚 + 1)2 в стандартной схеме. Обусловлено это тем, что
вариант с модификациями соответствует критерию с введёнными составляю
щими, зависящими сразу от обеих смежных частей. Ввиду этого необходимо
углубить параметры перебора.

Результаты работы приведённых алгоритмов динамического программи
рования показаны в подразделе 3.2.

2.3 Разработка алгоритма формирования эталонов на основе
метода главных компонент

Представляется алгоритм оптимизации эталона, осуществляющий умень
шение размерности задачи оптимизации, посредством использования метода
главных компонент. Теоретическое описание метода главных компонент приве
дено в подразделе 1.4.3.

Формирование оптимального эталона заключается в разделении на глав
ные компоненты и в последующей оптимизации коэффициентов разделения с
помощью метода покоординатного спуска на обучающей выборке. В представ
ленном подразделе приведён алгоритм для получения оптимального эталона
и описание способа расчёта главных компонент для рассматриваемой зада
чи. Полученный в результате оптимизации эталон может быть применён в
любых алгоритмах, которые используют сравнение с эталоном. С целью сни
жения времени работы алгоритма рассматривается и метод его упрощения,
при сохранении качества результатов. Результаты тестирования, подтвержда
ющие работоспособность предложенного подхода на примерах распознавания
слов естественного русского языка с помощью новых эталонов представлены
в подразделе 3.3.
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2.3.1 Описание алгоритма разложения спектрального портрета
слова на главные компоненты

Пусть имеется 𝑀 параметрических портретов различных реализаций од
ного слова 𝑋 = {𝑥𝑖𝑗(𝑘)}, 𝑘 = 1, 2, . . . ,𝑀 ; 𝑖 = 1, 2, . . . , 𝑁𝑡; 𝑗 = 1, 2, . . . , 𝑁𝑓 .
Процедура формирования параметрических портретов слов подробно описана
в подразделе 1.2.1. Необходимо преобразовать матричный портрет для всех
𝑘 в одномерный массив с количеством элементов 𝑙 = 1, 2, . . . , 𝑃 , 𝑃 = 𝑁𝑓𝑁𝑡.
Итак, имеем 𝑀 векторов размерности 𝑃 каждый: {𝑥𝑙𝑘}, 𝑘 = 1, 2, . . . ,𝑀 ;
𝑙 = 1, 2, . . . , 𝑃 . В явном виде:

𝑥1 =

⎡⎢⎢⎢⎢⎣
𝑥11

𝑥21
...

𝑥𝑃1

⎤⎥⎥⎥⎥⎦ , 𝑥2 =

⎡⎢⎢⎢⎢⎣
𝑥12

𝑥22
...

𝑥𝑃2

⎤⎥⎥⎥⎥⎦ , . . . 𝑥𝑀 =

⎡⎢⎢⎢⎢⎣
𝑥1𝑀

𝑥2𝑀
...

𝑥𝑃𝑀

⎤⎥⎥⎥⎥⎦ , (2.43)

Объединим эти 𝑀 векторов в матрицу размерности 𝑃 ×𝑀 :

𝑋 =
[︁
𝑥1 𝑥2 . . . 𝑥𝑀

]︁
=

⎡⎢⎢⎢⎢⎣
𝑥11 𝑥12 . . . 𝑥1𝑀

𝑥21 𝑥22 . . . 𝑥2𝑀
... ... . . . ...

𝑥𝑃1 𝑥𝑃2 . . . 𝑥𝑃𝑀

⎤⎥⎥⎥⎥⎦ . (2.44)

Далее необходимо провести вычисление матрицы корреляционных момен
тов векторов 𝑥1, 𝑥2, . . . , 𝑥𝑀 , имеющих размерность 𝑀 × 𝑀 :

𝐾𝑥 = 𝑋𝑇𝑋 =

⎡⎢⎢⎢⎢⎣
𝑥𝑇1
𝑥𝑇2
...

𝑥𝑇𝑀

⎤⎥⎥⎥⎥⎦
[︁
𝑥1 𝑥2 . . . 𝑥𝑀

]︁
=

⎡⎢⎢⎢⎢⎣
𝑥𝑇1 𝑥1 𝑥𝑇1 𝑥2 . . . 𝑥𝑇1 𝑥𝑀

𝑥𝑇2 𝑥1 𝑥𝑇2 𝑥2 . . . 𝑥𝑇2 𝑥𝑀
... ... . . . ...

𝑥𝑇𝑀𝑥1 𝑥𝑇𝑀𝑥2 . . . 𝑥𝑇𝑀𝑥𝑀

⎤⎥⎥⎥⎥⎦ . (2.45)

Заметим, что в матрице 𝐾𝑥 каждый элемент есть скалярное произведение
соответствующих векторов и матрица 𝐾𝑥 симметричная. Для неё можно вы
числить 𝑀 собственных чисел λ1, λ2, . . . , λ𝑀 и соответствующих собственных
векторов 𝑙1, 𝑙2, . . . , 𝑙𝑀 размерности 𝑀 . Собственные числа можно упорядочить
по убыванию λ1 ⩾ λ2 ⩾ . . . ⩾ λ𝑀 .
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Определить первую главную компоненту 𝑎1 необходимо как линейную
комбинацию базовых векторов 𝑥1, 𝑥2, . . . , 𝑥𝑀 , коэффициенты которых должны
быть равны элементам их собственного вектора 𝑙𝑇1 = [𝑙11𝑙21 . . . 𝑙𝑀1]:

𝑎1 = 𝑙11𝑥1 + 𝑙21𝑥2 + · · ·+ 𝑙𝑀1𝑥𝑀 =
𝑀∑︁
𝑖=1

𝑙𝑖1𝑥𝑖. (2.46)

Для главных компонент 𝑚 = 2, 3, . . . ,𝑀 проводятся аналогичные рас
чёты по формуле:

𝑎𝑘 =
𝑀∑︁
𝑘=1

𝑙𝑘𝑚𝑥𝑘. (2.47)

В соответствии с теоретическими выкладками, представленными в под
разделе 1.2.2 сумма дисперсий исходных векторов и сумма дисперсий главных
компонентов равны. Таким образом, энергия сигналов при преобразование не
изменяется. Значение дисперсии главной компоненты 𝑎𝑗 равняется собственно
му числу λ𝑗. Взаимная ортогональность является важным свойством главных
компонент. Целесообразность использования главных компонент заключается
в наиболее существенном влиянии первых главных компонент на поведение си
стемы 𝑎𝑗, 𝑗 = 1, 2, . . . ,𝑀 ′. Что делает возможным снизить размерность задачи
и использовать 𝑀 ′ главных компонент вместо 𝑀 исходных векторов. При необ
ходимости оценить погрешность, связанную с переходом от 𝑀 изначальных
векторов к 𝑀 ′ главным компонентам, можно воспользоваться величиной

𝐼𝑝 =
λ1 + λ2 + · · ·+ λ𝑀 ′

λ1 + λ2 + · · ·+ λ𝑀
. (2.48)

Как правило, первые несколько компонент содержат почти всю инфор
мацию о параметрическом портрете. В подразделе 3.3.1 будет определено
количество главных компонент, которые несут существенную информацию о
параметрическом портрете. Также там будут приведены другие статистические
расчёты, показывающие правильность работы метода главных компонент.
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2.3.2 Описание алгоритма формирования оптимизированных
эталонов на основе метода главных компонент

Пусть эталоны для каждого из распознаваемых слов в словаре сформиро
ваны как усреднённый параметрический портрет всех реализаций. Количествен
ная оценка ошибок распознавания на выбранном диапазоне дикторов является
наиболее простым способом оценки качества полученных эталонов. Но при ма
лом числе ошибок такая дискретная мера оценки качества распознавания не
будет информативной и эффективной. Поэтому целесообразно перейти к ис
пользованию некой непрерывной меры оценки качества распознавания. Нижняя
граница числового значения Z-преобразования Фишера коэффициента корре
ляции эталона с исследуемым словом может быть рассмотрена в виде такой
непрерывной меры. Просуммировав эти значения для каждого эталона, полу
чим максимизируемую целевую функцию.

Другими словами, мера оценки качества распознавания трёх слов описы
вается следующей формулой:

𝐹 = ∆𝑍 𝑙𝑜𝑤
1 +∆𝑍 𝑙𝑜𝑤

2 +∆𝑍 𝑙𝑜𝑤
3 , (2.49)

где ∆𝑍 𝑙𝑜𝑤
𝑖 определяется следующим образом:

∆𝑍 𝑙𝑜𝑤
𝑖 = min(∆𝑍𝑖𝑗,∆𝑍𝑖𝑘), 𝑖 ̸= 𝑗, 𝑖 ̸= 𝑘, 𝑗 ̸= 𝑘, (2.50)

а ∆𝑍𝑖𝑗 — это разница Z-преобразований Фишера коэффициентов корреляций
эталона 𝑖-го с распознаваемым 𝑖-м словом и эталона 𝑗-го с распознаваемым
𝑖-м словом.

Также можно дополнительно штрафовать за неправильное распознавание
слова, что эквивалентно штрафу за значения 𝑍 𝑙𝑜𝑤

𝑖 меньше нуля:

𝐹 = ∆𝑍*𝑙𝑜𝑤
1 +∆𝑍*𝑙𝑜𝑤

2 +∆𝑍*𝑙𝑜𝑤
3 , где ∆𝑍*𝑙𝑜𝑤

𝑖 =

{︃
∆𝑍 𝑙𝑜𝑤

𝑖 , ∆𝑍 𝑙𝑜𝑤
𝑖 ⩾ 0,

∆𝑍 𝑙𝑜𝑤
𝑖 − α(∆𝑍 𝑙𝑜𝑤

𝑖 )2,∆𝑍 𝑙𝑜𝑤
𝑖 < 0,

(2.51)
где α — это некоторое положительное число.

В формуле (2.51) вместо нуля можно использовать любое другое положи
тельно значение, которое будет интерпретироваться как зазор для устойчивости
правильного распознавания.
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Далее рассмотрим параметрический портрет эталона в виде линейной ком
бинации константы и 𝑀 ′ главных компонент с некоторыми коэффициентами:

𝐸𝑠𝑦𝑛 = 𝑘0𝑎0 + 𝑘1𝑎1 + · · ·+ 𝑘𝑀 ′𝑎𝑀 ′. (2.52)

Задача получения оптимального эталона сводится к нахождению коэффи
циентов 𝑘0, . . . , 𝑘𝑀 ′ таких, для которых должен выполняться критерий: 𝑁 →
min, или величина Z коэффициента корреляции → max. Подбор коэффициен
тов 𝑘0, . . . , 𝑘𝑀 ′ можно произвести используя численные методы.

При построении 𝑀 ′ главных компонент может используется речевой
материал нескольких дикторов. Изначальное приближение коэффициентов
рекомендуется выбирать из средних значений коэффициентов усреднённого эта
лона (выбранное как среднее из взятых эталонов) по результатам 𝑀 ′ главных
компонент. Дальнейшая оптимизация коэффициентов производится на обуча
ющем наборе данных, который в общем случае может не совпадать с речевым
материалом, по которому был получен эталон и начальное приближение ко
эффициентов.

В качестве метода оптимизации 𝐹 = 𝑓(𝑘0, . . . , 𝑘𝑀 ′) выберем ме
тод покоординатного спуска [71; 80]. Закон изменения коэффициентов
разложения при 𝑘𝑗 > 0.001: 𝑘𝑗+1 = 𝑘𝑗 + 𝑙∆𝑘𝑗, ∆𝑘𝑗 = 0.01|𝑘𝑗|, 𝑙 =

0,±1,±2,±3,±5,±10,±15,±25,±50,±100,±200. При условии 𝑘𝑗 ⩽ 0.001

применяется закон изменения с неизменным шагом: 𝑘𝑗+1 = 𝑘𝑗 + 0.001∆𝑘𝑗,
∆𝑘𝑗 = 0,±1,±2,±3, . . . ,±10.

Критерий остановки:

|𝐹𝑖+1 − 𝐹𝑖| ⩽ ε, ε = 0.02|𝐹𝑖|. (2.53)

Другими словами, оптимизация завершается, когда значение оптимизиру
емой целевой функции изменяется меньше чем на 2 %. Независимый подбор
коэффициентов для каждого слова является простым способом подбора, при
котором коэффициенты разложения другой пары слов не меняются и остаются
равными изначальному приближению. В этом случае можно в качестве целевой
функции использовать отдельные слагаемые из формул (2.49) и (2.51). Более
сложный вариант заключается в оптимизации коэффициентов для каждого сло
ва на каждой итерации оптимизационного процесса. Тогда нужно использовать
полную версию оптимизируемой целевой функции 𝐹 .
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В подразделах 3.3.2 и 3.3.3 будут приведены результаты оптимизации эта
лона с помощью предложенного метода, а также результаты распознавания
слов оптимизированным эталоном.

2.4 Разработка алгоритма формирования эталонов на основе
полиномов Чебышёва

В данном подразделе рассматривается разработка алгоритма форми
рования эталонов на основе полиномов Чебышёва. Теоретическое описание
разложения произвольной функции на базис, образованный многочленами Че
бышёва, дано в подразделе 1.4.5.

Пусть у нас есть параметрический портрет 𝑋, который содержит 𝑁𝑓 ча
стотных полос и 𝑁𝑡 временных интервалов. Данный параметрический портрет
помимо самого речевого сигнала содержит ещё и неинформативные сигналы,
обусловленные особенностями речи определённого диктора и шумами. Исполь
зование полиномов Чебышёва поможет выделить только информативную часть,
решив при этом сразу несколько задач. Во-первых, это позволит уменьшить
размерность параметрического портрета без существенной потери информа
тивности, что упростит его хранение и ускорит обработку. Вычислительная
эффективность является одним из приоритетов разрабатываемых алгоритмов,
поэтому ускорение обработки портретов является несомненным плюсом.

Во-вторых, выделение только самого речевого сигнала может помочь по
высить качество распознавания. При этом, можно проводить распознавание как
сжатой версии параметрического портрета, так и восстановленной версии, ко
торая не будет содержать лишних шумов.

Сжатие можно производить по частотным полосам, по временным интер
валам и по обоим измерениям одновременно. Для последнего случая получится
сжатый параметрический портрет с 𝑁 ′

𝑓 < 𝑁𝑓 частотными полосами и 𝑁 ′
𝑡 < 𝑁𝑡

временными интервалами. Суммарное количество элементов параметрическо
го портрета уменьшится с 𝑁𝑓 · 𝑁𝑡 до 𝑁 ′

𝑓 · 𝑁 ′
𝑡 . Также возможно использование

сжатие параметрических портретов с использованием полиномов Чебышёва не
только для записей слов, но и для эталонов.
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Результаты проверки сжатия параметрических портретов описаны в под
разделе 3.4.

2.5 Разработка алгоритмов формирования эталонов по нескольким
дикторам на основе формулы Байеса и метода комитетов

Рассмотрена задача распознавания слов с использованием нескольких
эталонов. Общеизвестным фактом является то, что индивидуальные особен
ности диктора обуславливают параметры речи [81; 82]. Необходимо больше
разнообразить речевой материал обучающей базы, с целью исключить дикторо
зависимость автоматического распознавания. К примеру, можно использовать
большее количество эталонов, при формировании которых применялись запи
си различных дикторов.

В данном подразделе предлагаются два алгоритма распознавания речевых
команд с использованием нескольких эталонов. Первый алгоритм исполь
зует формулу Байеса [83]. При данной методологии априорные условные
вероятности гипотетических вариантов распознавания слов формируются на
базе обучающей выборки, а затем найденные вероятности применяются при
расчётах апостериорных вероятностей уже по факту получения результатов рас
познавания. Благодаря этому удаётся повысить качество оценки, что, в свою
очередь, положительно влияет на качество распознавания в условиях, когда
невозможно произвести выбор состава команд.

В основе второго алгоритма лежит метод комитетов, в основе которо
го лежит независимое распознавание команд с помощью различных эталонов.
Данный алгоритм является модификацией стандартного метода комитетов,
описанного в подразделе 1.4.6. Всем возможным вариантам распознавания при
сваивается определённый балл. В дальнейшем необходимо получить сумму
полученных по всем эталонам баллов для формирования заключительной оцен
ки, лежащей в основе определения результата распознавания.

Теоретическое обоснование представленных алгоритмов приведено ни
же. В данных алгоритмах для улучшения результатов распознавания могут
быть применены подстройка по времени, описанная в подразделе 2.2, и оп
тимизированные эталоны, описанные в подразделе 2.3. Также для ускорения
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работы алгоритмов может быть использовано сжатие используемых парамет
рических портретов, описанное в подразделе 2.4. Для каждого из приведённых
алгоритмов в подразделе 3.5 представлены результаты экспериментальных ис
следований, подтверждающие их работоспособность.

2.5.1 Алгоритм на основе формулы Байеса: определение задачи

В этом разделе также описывает решение задачи распознавания
изолированных друг от друга команд. Допустим, что в наличие есть
гипотезы 𝐻1, 𝐻2, . . . , 𝐻𝑀 априорные вероятности которых составляют
𝑃 (𝐻1), 𝑃 (𝐻2), . . . , 𝑃 (𝐻𝑀). При распознавании им должны соответствовать
𝑀 различных слов. В случае, когда по итогам распознавания принимается
гипотеза 𝐻𝑛, можно сказать, что имело место событие 𝐴𝑛. Предположим, что
с целью распознавания получены 𝐿 разных эталонов, каждый состоящий из
𝑀 субэталонов, соответствующих отдельным словам. Все субэталоны харак
теризует собой обобщённый параметрический портрет только одного слова из
𝑀 слов [19; 81; 82]. В основном, особенности всех 𝐿 эталонов обусловлены
тем, что они составляются на базе речевого материала разных дикторов, вви
ду чего и учитывают индивидуальные особенности его речи. Тем не менее,
вероятны и другие причины.

Распознавание по любому из 𝐿 эталонов производится путём последо
вательного вычисления скалярной меры близости 𝑍 между параметрическим
портретом распознаваемого слова и каждым из 𝑀 субэталонов. Верной счи
тается гипотеза, которая соответствует эталону слова с мерой близости 𝑍,
имеющей экстремум. Традиционный порядок распознавания по единственному
эталону соответствует этому [81]. В качестве меры близости может выбираться
евклидово расстояние или расстояние Махаланобиса между векторами пара
метрического портрета [81], коэффициент корреляции [19], Z-преобразование
Фишера от коэффициента корреляции [82] и так далее. Необходимо сформу
лировать задачу создания более качественной с математической точки зрения
процедуры сравнения, позволяющей получить вероятностные оценки каждой
гипотезы. В первую очередь, это сделает возможным формирование иерархии
наиболее вероятных гипотез даже после проведения процедуры распознавания
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с одним эталоном. Кроме того, при использовании всех 𝐿 эталонов это поз
волит создать математически верный алгоритм для распознавания. За основу
возьмём формулу Байеса, используемую для вычисления апостериорных веро
ятностей [83]. В первую очередь необходимо описать процедуру распознавания
с использованием одного эталона.

Давайте предположим, что есть гипотезы 𝐻1, 𝐻2, . . . , 𝐻𝑀 , которые соот
ветствуют полной группе несовместных событий, характеризующихся значе
ниями априорных вероятностей 𝑃 (𝐻1), 𝑃 (𝐻2), . . . , 𝑃 (𝐻𝑀). Пусть в результате
распознавания по одному эталону произошло событие 𝐴𝑘, то есть принята гипо
теза 𝐻𝑘. В таком случае условная апостериорная вероятность любой из гипотез
по формуле Байеса [83], при выполнении условия наступления событий 𝐴𝑘1,
равняется:

𝑃 (𝐻𝑖|𝐴𝑘) =
𝑃 (𝐻𝑖)𝑃 (𝐴𝑘|𝐻𝑖)

𝑃 (𝐴𝑘)
, 𝑖 = 1, 2, . . . ,𝑀, (2.54)

где 𝑃 (𝐴𝑘|𝐻𝑖) — условная априорная вероятность события 𝐴𝑘 при условии, что
верна гипотеза 𝐻𝑖.

Отметим, что событие 𝐴𝑘 может произойти только вместе с одним из со
бытий 𝐻1, 𝐻2, . . . , 𝐻𝑀 . Тогда по формуле полной вероятности [83] вероятность
события 𝐴𝑘 𝑃 (𝐴𝑘) =

∑︀𝑀
𝑗=1 𝑃 (𝐻𝑗)𝑃 (𝐴𝑘|𝐻𝑗).

Подставляя в (2.54), получим другой вариант формулы Байеса, который
и будем использовать в дальнейшем:

𝑃 (𝐻𝑖|𝐴𝑘) =
𝑃 (𝐻𝑖)𝑃 (𝐴𝑘|𝐻𝑖)∑︀𝑀
𝑗=1 𝑃 (𝐻𝑗)𝑃 (𝐴𝑘|𝐻𝑗)

, 𝑖 = 1, 2, . . . ,𝑀. (2.55)

Найти апостериорные вероятности любой гипотезы в условиях распозна
вания лишь по одному эталону можно по формуле (2.55). Чтобы её было
возможно применить, следует прежде оценить априорные вероятности гипо
тез 𝑃 (𝐻1), 𝑃 (𝐻2), . . . , 𝑃 (𝐻𝑀), 𝑖 = 1, 2, . . . ,𝑀 , и найти для каждого события
𝐴𝑘 оценки априорных вероятностей событий 𝑃 (𝐴𝑘|𝐻𝑖), 𝑘 = 1, 2, . . . ,𝑀 , 𝑖 =

1, 2, . . . ,𝑀 . Также требуется разработать алгоритм для подсчёта апостериор
ных вероятностей гипотез 𝐻𝑖 в условиях наличия производного количества
эталонов. Эти вопросы рассматриваются далее.



65

2.5.2 Оценка априорных вероятностей экспериментальным
методом

Формула Байеса (2.55) включает априорные вероятности 𝑃 (𝐻𝑖), 𝑖 =

1, 2, . . . ,𝑀 каждой гипотезы. Допускается давать им оценку равной вероятно
сти, то есть 𝑃 (𝐻𝑖) = 1/𝑀 , а при многоэтапной процедуре распознавания —
исходить из апостериорной вероятности, основываясь на результатах преды
дущего этапа.

Для применения формулы (2.55) необходимо также получить оценки апри
орных условных вероятностей 𝑃 (𝐴𝑘|𝐻𝑖), 𝑖 = 1, 2, . . . ,𝑀 , то есть вероятностей
события 𝐴𝑘 (вероятность признания гипотезы 𝐻𝑘 правильной) при условии,
что верна гипотеза 𝐻𝑖, 𝑖 = 1, 2, . . . ,𝑀 . С этой целью следует применить обуча
ющую выборку. Допустим, что обучающая выборка включает в себя 𝑀 слов по
𝐸 записей каждого. В таком случае по итогам распознавания подсчитывается
число событий 𝐴𝑘, 𝑘 = 1, 2, . . . ,𝑀 для каждой гипотезы 𝐻𝑖, 𝑖 = 1, 2, . . . ,𝑀 .
Для нахождения оценки условных вероятностей можно использовать формулу:

𝑃 (𝐴𝑘|𝐻𝑖) =
𝑒𝑘𝑖
𝐸

, 𝑘 = 1, 2, . . . ,𝑀, 𝑖 = 1, 2, . . . ,𝑀, (2.56)

где 𝑒𝑘𝑖 — число событий 𝐴𝑘 (верной признана гипотеза 𝐻𝑘), при условии, что
верна гипотеза 𝐻𝑖.

Далее для расчёта апостериорных условных вероятностей 𝑃 (𝐻𝑖|𝐴𝑘) оцен
ки, вычисленные по формуле (2.56), подставляются в (2.55).

2.5.3 Методология расчёта апостериорных вероятностей гипотез в
условиях применения более двух эталонов

Допустим, что исходно даны два эталона, используемых независимо друг
от друга при распознавании. В таком случае допускается использование фор
мулы Байеса с целью определения показателей апостериорных вероятностей
гипотез. При двух эталонах следует рассматривать события 𝐴𝑘1𝑘2, соответству
ющие совместному распознаванию гипотез 𝐻𝑘1 и 𝐻𝑘2 по эталонам 𝐶1 и 𝐶2:
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𝐴𝑘1𝑘2 = 𝐴𝐶1

𝑘1
𝐴𝐶2

𝑘2
, 𝑘1 = 1, 2, . . . ,𝑀, 𝑘2 = 1, 2, . . . ,𝑀, (2.57)

где событие 𝐴𝐶1

𝑘1
означает, что при распознавании по эталону 𝐶1 верной призна

на гипотеза 𝐻𝑘1,
событие 𝐴𝐶2

𝑘2
определено аналогично.

Событие 𝐴𝑘𝑘 совпадения результатов распознавания по обоим эталоном
является частным случаем (2.57).

𝐴𝑘𝑘 = 𝐴𝐶1

𝑘 𝐴𝐶2

𝑘 . (2.58)

Само собой, (2.58) может быть выполнено в условиях корректного распо
знавания обоих эталонов, либо при совпадении их ошибок.

Условные вероятности события 𝐴𝑘1𝑘2 по гипотезам 𝐻𝑖 с учётом допущения
о независимости распознаваний по эталонам 1 и 2

𝑃 (𝐴𝑘1𝑘2|𝐻𝑖) = 𝑃 (𝐴𝐶1

𝑘1
|𝐻𝑖)𝑃 (𝐴𝐶2

𝑘2
|𝐻𝑖). (2.59)

При совпадении 𝑘1 = 𝑘2 = 𝑘 формула (2.59) принимает вид

𝑃 (𝐴𝑘𝑘|𝐻𝑖) = 𝑃 (𝐴𝐶1

𝑘 |𝐻𝑖)𝑃 (𝐴𝐶2

𝑘 |𝐻𝑖). (2.60)

Условные вероятности событий 𝐴𝐶1

𝑘1
и 𝐴𝐶2

𝑘2
по гипотезам 𝐻𝑖 находятся от

дельно для каждого эталона по обучающей выборке в соответствии с формулой
(2.56) предыдущего подраздела.

При двух эталонах формула Байеса (2.55) принимает вид:

𝑃 (𝐻𝑖|𝐴𝑘1𝑘2) =
𝑃 (𝐻𝑖)𝑃 (𝐴𝑘1𝑘2|𝐻𝑖)∑︀𝑀
𝑗=1 𝑃 (𝐻𝑗)𝑃 (𝐴𝑘1𝑘2|𝐻𝑗)

. (2.61)

Для произвольного числа 𝐿 применяемых независимо эталонов рассмот
рим событие

𝐴𝑘1𝑘2...𝑘𝐿 = 𝐴𝐶1

𝑘1
𝐴𝐶2

𝑘2
. . . 𝐴𝐶𝐿

𝑘𝐿
(2.62)

и его частный случай

𝐴𝑘𝑘...𝑘 = 𝐴𝐶1

𝑘 𝐴𝐶2

𝑘 . . . 𝐴𝐶𝐿

𝑘 . (2.63)

Формула (2.60) для условных вероятностей события 𝐴𝑘1𝑘2...𝑘𝐿 при допуще
нии о независимости эталонов принимает вид:
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𝑃 (𝐴𝑘1𝑘2...𝑘𝐿|𝐻𝑖) = 𝑃 (𝐴𝐶1

𝑘1
|𝐻𝑖)𝑃 (𝐴𝐶2

𝑘2
|𝐻𝑖) . . . 𝑃 (𝐴𝐶𝐿

𝑘𝐿
|𝐻𝑖) =

𝐿∏︁
𝑗=1

𝑃 (𝐴
𝐶𝑗

𝑘𝑗
|𝐻𝑖). (2.64)

В случае совпадения результатов всех 𝐿 эталонов 𝑘1 = 𝑘2 = · · · = 𝑘𝐿 = 𝑘:

𝑃 (𝐴𝑘|𝐻𝑖) =
𝐿∏︁

𝑗=1

𝑃 (𝐴
𝐶𝑗

𝑘 |𝐻𝑖). (2.65)

Для случая 𝐿 эталонов в формуле Байеса (2.61) необходимо изменить
только количество индексов:

𝑃 (𝐻𝑖|𝐴𝑘1𝑘2...𝑘𝐿) =
𝑃 (𝐻𝑖)𝑃 (𝐴𝑘1𝑘2...𝑘𝐿|𝐻𝑖)∑︀𝑀
𝑗=1 𝑃 (𝐻𝑗)𝑃 (𝐴𝑘1𝑘2...𝑘𝐿|𝐻𝑗)

. (2.66)

Таким образом, полученный на основе формулы Байеса алгоритм позво
ляет находить апостериорные вероятности каждой гипотезы по результатам
распознавания с произвольным числом эталонов. Естественно, что именно
гипотеза с наибольшей апостериорной вероятностью признается результатом
распознавания.

2.5.4 Введение учёта качества распознавания

В подразделах, представленных ранее, применялся исключительно итого
вый результат при проведении процедуры распознавания по каждому эталону.
Таким образом, бралась только та гипотеза, которая соответствовала значению
экстремума меры близости субэталона и распознаваемого слова. Ещё одной воз
можностью повышения качества распознавания является применение значений
меры близости 𝑍 для оценки его качества. Вначале рассмотрим распознавание
по одному эталону.

Предположим для определённости, что наибольшее сходство соответству
ет максимуму меры близости 𝑍. Введём показатель ∆𝑍 = 𝑍max − 𝑍max−1, где
𝑍max — максимальное значением меры близости 𝑍max между параметрически
ми портретами распознаваемого слова и всеми 𝑀 субэталонами, а 𝑍max−1 —
значение, ближайшее к максимальному. Значение ∆𝑍 можно использовать для
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оценки качества распознавания. Действительно, доверять результатам распо
знавания можно тем больше, чем сильнее выделяется наилучшее слово (лучший
субэталон) в сравнении с другими словами. Ввиду этого можно допустить, что
показатели качества распознавания зависят и прямо пропорциональны количе
ственным значениям величины ∆𝑍.

Выше мы рассматривали событие 𝐴𝑘 (гипотеза 𝐻𝑘 признается верной)
условием которого является верность гипотезы 𝐻𝑖. Соответствующая условная
вероятность 𝑃 (𝐴𝑘|𝐻𝑖) определялась по обучающей выборке. Теперь рассмотрим
событие 𝐴Δ𝑍

𝑘 , заключающееся в совместном появлении события 𝐴𝑘 и значения
показателя качества ∆𝑍 при том же условии — верна гипотеза 𝐻𝑖. Принимая
допущение о независимости, получим для условной вероятности события 𝐴Δ𝑍

𝑘

по гипотезе 𝐻𝑖:

𝑃 (𝐴Δ𝑍
𝑘 |𝐻𝑖) = 𝑃 (𝐴𝑘|𝐻𝑖)𝑃 (∆𝑍|𝐻𝑖), 𝑘 = 1, 2, . . . ,𝑀, 𝑖 = 1, 2, . . . ,𝑀. (2.67)

Нахождение оценок вероятности 𝑃 (𝐴𝑘|𝐻𝑖) описано в предыдущих подраз
делах. Для получения оценок вероятности 𝑃 (∆𝑍|𝐻𝑖) появления наблюдаемого
значения ∆𝑍 в случае, если верна гипотеза 𝐻𝑖, предложим следующий алго
ритм.

Пусть на обучающей выборке выполнено распознавание, как и ранее.
Теперь дополнительно вычислим и зафиксируем показатели ∆𝑍 для каждо
го распознаваемого слова. Разобьём диапазон значений показателя ∆𝑍 на
𝑁Δ𝑍 = 6 . . . 8 полос, которым присвоим обозначения ∆𝑍𝑗, 𝑗 = 1, . . . , 𝑁Δ𝑍 . При
мем во внимание, что, если верна гипотеза 𝐻𝑖, возможны как правильные, так
и неправильные распознавания. Тогда для каждой полосы ∆𝑍𝑗, 𝑗 = 1, . . . , 𝑁Δ𝑍

оценки условных вероятностей появления значения ∆𝑍 ∈ ∆𝑍𝑗 определяются
по формулам:

𝑃𝑐(∆𝑍𝑗|𝐻𝑖) =
𝑛𝑖
𝑐(∆𝑍𝑗)

𝑛𝑖
𝑐(∆𝑍𝑗) + 𝑛𝑖

𝑛𝑐(∆𝑍𝑗)
, 𝑖 = 1, 2, . . . ,𝑀, (2.68)

𝑃𝑛𝑐(∆𝑍𝑗|𝐻𝑖) =
𝑛𝑖
𝑛𝑐(∆𝑍𝑗)

𝑛𝑖
𝑐(∆𝑍𝑗) + 𝑛𝑖

𝑛𝑐(∆𝑍𝑗)
, 𝑗 = 1, 2, . . . , 𝑁Δ𝑍 , (2.69)

где 𝑃𝑐(∆𝑍𝑗|𝐻𝑖) — оценка условной вероятности появления значения ∆𝑍 ∈ ∆𝑍𝑗

при правильном распознавании, если верна гипотеза 𝐻𝑖;
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𝑃𝑛𝑐(∆𝑍𝑗|𝐻𝑖) — оценка условной вероятности появления значения ∆𝑍 ∈ ∆𝑍𝑗

при неправильном распознавании, если верна гипотеза 𝐻𝑖;
𝑛𝑖
𝑐(∆𝑍𝑗), 𝑛𝑖

𝑛𝑐(∆𝑍𝑗) — количество соответственно правильных и неправиль
ных распознаваний, если показатель ∆𝑍 принадлежит полосе ∆𝑍𝑗 при
условии, что верна гипотеза 𝐻𝑖.

Объединяя вероятности (2.68) и (2.69) по всем 𝑗 = 1, 2, . . . , 𝑁Δ𝑍 поло
сам, получим условные вероятности появления значения ∆𝑍 по всем гипотезам
𝐻𝑖, то есть если верна гипотеза 𝐻𝑖, 𝑖 = 1, 2, . . . ,𝑀 . Присвоим этим условным
вероятностям выражения 𝑃𝑐(∆𝑍𝑗|𝐻𝑖) и 𝑃𝑛𝑐(∆𝑍𝑗|𝐻𝑖). Тогда условная вероят
ность 𝑃 (∆𝑍|𝐻𝑖), необходимая для расчёта условной вероятности события 𝐴Δ𝑍

𝑘

по формуле (2.67), определяется следующим образом:

𝑃 (∆𝑍|𝐻𝑖) = 𝑃𝑐(∆𝑍|𝐻𝑖), если 𝑖 = 𝑘, и 𝑃 (∆𝑍|𝐻𝑖) = 𝑃𝑛𝑐(∆𝑍|𝐻𝑖), если 𝑖 ̸= 𝑘.

(2.70)
Если в формулу Байеса (2.55) подставить (2.70), будет получена формула

для расчёта значений апостериорных вероятностей, учитывающих показатель
качества распознавания ∆𝑍:

𝑃 (𝐻𝑖|𝐴Δ𝑍
𝑘 ) =

𝑃 (𝐻𝑖)𝑃 (𝐴Δ𝑍
𝑘 |𝐻𝑖)∑︀𝑀

𝑗=1 𝑃 (𝐻𝑗)𝑃 (𝐴Δ𝑍
𝑘 |𝐻𝑗)

=
𝑃 (𝐻𝑖)𝑃 (𝐴𝑘|𝐻𝑖)𝑃 (∆𝑍|𝐻𝑖)∑︀𝑀
𝑗=1 𝑃 (𝐻𝑗)𝑃 (𝐴𝑘|𝐻𝑗)𝑃 (∆𝑍|𝐻𝑗)

.

(2.71)
Рассчитать оценки вероятности 𝑃𝐶1(∆𝑍1|𝐻𝑖) и 𝑃𝐶2(∆𝑍2|𝐻𝑖) для каждого

эталона отдельно необходимо при условии наличия двух эталонов. Формула
(2.62) принимает вид:

𝑃 (𝐴Δ𝑍1Δ𝑍2

𝑘1𝑘2
|𝐻𝑖) = 𝑃 (𝐴𝐶1

𝑘1
|𝐻𝑖)𝑃

𝐶1

(∆𝑍1|𝐻𝑖)𝑃 (𝐴𝐶2

𝑘2
|𝐻𝑖)𝑃

𝐶2

(∆𝑍2|𝐻𝑖). (2.72)

Далее (2.72) подставляется в формулу (2.64) вместо 𝑃 (𝐴Δ𝑍1Δ𝑍2

𝑘1𝑘2
|𝐻𝑖). Ана

логично для 𝐿 эталонов вычисляются оценки вероятностей 𝑃𝐶𝑗

(∆𝑍𝑗|𝐻𝑖),
используемые для модификации формулы (2.67), которая принимает вид:

𝑃 (𝐴Δ𝑍1Δ𝑍2...Δ𝑍𝐿

𝑘1𝑘2...𝑘𝐿
|𝐻𝑖) =

𝐿∏︁
𝑗=1

𝑃 (𝐴𝐶𝑗

𝑘𝑗
|𝐻𝑖)𝑃

𝐶𝑗

(∆𝑍𝑗|𝐻𝑖). (2.73)
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Для нахождения апостериорных вероятностей гипотез с учётом показате
ля качества распознавания ∆𝑍 формула (2.73) подставляется в (2.66) вместо
𝑃 (𝐴𝑘1𝑘2...𝑘𝐿|𝐻𝑖).

Следует подчеркнуть, что во время оценки вероятности некорректного
распознавания 𝑃 𝑖

𝑛𝑐(∆𝑍) применялись обобщённые количественные показате
ли неправильного распознавания без выделения особенностей неправильных
гипотез 𝐻𝑗, 𝑗 ̸= 𝑖. Априори считается, что в результате введения данного упро
щающего допущения не возникают значительные погрешности.

2.5.5 Алгоритм на основе метода комитетов

Формулировка метода комитетов довольно проста. Рассмотрим ту же за
дачу, что и ранее. Допустим у нас есть 𝑀 вероятных слов и 𝐿 эталонов,
содержащих по 𝑀 субэталонов в соответствии с количеством распознаваемых
слов. При наиболее простом варианте результатом распознавания считается
слово, получившее наибольшее количество «голосов членов комитета», или,
другими словами, эталонов. В ходе проверки было установлено, что данный
подход приводит к появлению большого числа ошибок в рассматриваемой за
даче. Вследствие чего можно использовать приведённую ниже модификацию
метода комитетов.

Таким образом, поступающее на вход алгоритма распознавание слово рас
познаётся поочерёдно 𝐿 различными эталонами. Это означает, что для каждого
𝑗-го эталона, 𝑗 = 1, 2, . . . , 𝐿 распознаваемое слово сравнивается со всеми 𝑀

субэталонами этого эталона, то есть вычисляются значения скалярной меры
близости 𝑍𝑗

𝑖 , 𝑖 = 1, 2, . . . ,𝑀 . Предлагается для каждого 𝑗-го эталона сформи
ровать коэффициенты 𝑟𝑗𝑖 , 𝑖 = 1, 2, . . . ,𝑀 в соответствии с формулой:

𝑟𝑗𝑖 =
𝑍𝑗
𝑖

𝑝𝑗𝑖
∆𝑍𝑗, 𝑗 = 1, 2, . . . , 𝐿, 𝑖 = 1, 2, . . . ,𝑀. (2.74)

где 𝑗 — номер эталона;
𝑖 — номер субэталона;
𝑍𝑗
𝑖 — значение скалярной меры близости при сравнении распознаваемого

слова с 𝑖-м субэталоном 𝑗-го эталона;
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∆𝑍𝑗 = 𝑍𝑗
max − 𝑍𝑗

max−1 — разность между максимальным значением меры
близости и значением, ближайшим к максимальному, при распознавании по
𝑗-му эталону;
𝑝𝑗𝑖 - порядковый номер 𝑖-го субэталона в вариационном ряду, упорядоченном
по уменьшению скалярной меры близости (место в рейтинге субэталонов).

Формула (2.74) построена, исходя из элементарных эвристических пред
посылок. На самом деле, наивысшая мера близости 𝑍𝑗

𝑖 , то есть наибольшее
удаление ∆𝑍𝑗 от других субэталонов, и самое малое по номеру, то есть первое,
место в рейтинге, является критерием определения соответствия субэталона
распознаваемому слову. Ввиду чего значение коэффициента (2.74) для «пра
вильного» субэталона максимально.

После вычисления коэффициентов (2.74) по всем 𝐿 эталонам, суммарные
коэффициенты для распознаваемого слова рассчитываются по формуле

𝑅𝑖 =
𝐿∑︁

𝑗=1

𝑟𝑗𝑖 , 𝑖 = 1, 2, . . . ,𝑀. (2.75)

В итоге, окончательным результатом распознавания признается субэта
лон с максимальным суммарным коэффициентом 𝑅𝑖 относительно 𝑀 других
субэталонов.

2.5.6 Использование подстройки слов по длительности для
улучшения результатов распознавания

При распознавании речевых команд на выходе обычно получаются отран
жированные по вероятности варианты правильной идентификации команды.
Правильной признается та речевая команда, которая занимает верхнюю строч
ку в полученном ранге, то есть обладающая максимальной вероятностью.
Другой возможный вариант — это получение нескольких претендентов на
правильное распознавание с помощью относительно простого и быстрого ал
горитма, а затем более тщательное и трудозатратное распознавание этих
нескольких записей более точным алгоритмом.

Один из вариантов более точных алгоритмов распознавания речевых ко
манд — это использование подстройки слов по длительности. Суть алгоритма
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состоит в следующем. Входящий речевой сигнал разбивается на несколько ча
стей, пусть их количество равно 𝑚 и тогда число границ частей равно 𝑚 + 1.
Внутри каждой части сигнал разбивается на равные по длительности части
и на их основе формируются части параметрического портрета. Далее все ча
сти объединяются в один итоговый параметрический портрет слова, который
используется в процедуре распознавания. Вместо разбиения на равные части
можно использовать разбиение на однородные части, описанное в подразделе
2.2. В этом случае можно ожидать лучших результатов распознавания, но при
этом значительно увеличится время работы алгоритма.

После этого одна из границ слова сдвигается, аналогично создаётся пара
метрический портрет при новом разбиении и производится его распознавание.
Стоит отметить, что означающая начало слова первая граница может сдвигать
ся только вперёд от начального значения, а означающая конец слова последняя
граница — только назад. Внутренние границы могут сдвигаться в обоих направ
ления. Для упорядочивания процедуры сдвигов задаётся длина шага сдвига,
задаваемая в процентах от длины слова. Также задаётся количество шагов,
на которое граница может сдвигаться от начального положения. В итоге, зная
все возможные смещения каждой из границ, можно получить все возможные
комбинации сдвигов методом полного перебора.

После того, как были получены результаты распознавания при исполь
зовании параметрических портретов при всех возможных вариантах сдвигов
границ, выбирается максимальное значение Z-преобразований Фишера среди
всех распознаваний. Слово, соответствующее выбранному максимальному зна
чению, признается итоговым результатом распознавания.

Данный алгоритм хорошо подходит для использования в алгоритмах рас
познавания на основе формулы Байеса и метода комитетов.

2.6 Выводы по разработке новых алгоритмов формирования
эталонов

В данном разделе описаны алгоритмы анализа статистических свойств
параметрических портретов поступающих речевых команд. Проведён теорети
ческий анализ влияния амплитуды слова на оцениваемые характеристики и
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получен вывод о необходимости приведения параметрических портретов слов
к единому масштабу по амплитуде.

Предложен алгоритм разделения слов на фонетически однородные ча
сти. Данная процедура улучшает результаты правильного распознавания слов.
Были приведены три функционала, на основе которых построены критерии
оптимизации расположения границ однородных частей. Решение оптимиза
ционной задачи методом полного перебора оказывается возможным только
при небольших смещениях границ. Для более точного решения использован
стандартный метод динамического программирования и предложен модифици
рованный метод динамического программирования для критерия, зависящего
от двух соседних частей.

После чего рассматривается алгоритм, позволяющий сформировать оп
тимальный эталон с помощью метода главных компонент. Простой эталон,
полученный усреднением нескольких записей слова, раскладывается на главные
компоненты для снижения размерности оптимизационной задачи. В дальней
шем был использован метод покоординатного спуска для оптимизации значений
коэффициентов перед главными компонентами на обучающей выборке.

После этого приводится алгоритм сжатия параметрических портретов
на основе полиномов Чебышёва. Их использование помогает выделить ин
формативную часть портрета и отбросить шумы, уменьшив размерность без
существенной потери информативности. Сжатие производится одновременно
как по частотным полосам, так и по временным интервалам.

В конце рассмотрена задача распознавания с использованием нескольких
эталонов. Приведены два алгоритма: на основе формулы Байеса и на основе
метода комитетов. Первый алгоритм использует априорные вероятности пра
вильного распознавания слова с последующим уточнением после распознавания
каждым эталоном. Второй алгоритм по результатам распознавания каждого
слова присуждает каждому возможному варианту правильного распознавания
некоторый балл. Этот балл зависит от нескольких характеристик распознава
ния и суммируется для всех эталонов, формируя итоговый рейтинг, по которому
определяет результат распознавания. Кроме того, оба алгоритма позволяют вы
делить несколько наиболее вероятных вариантов правильного распознавания
для дальнейшего применения в более вычислительно сложных алгоритмах.
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3. Экспериментальное оценивание характеристик распознавания
предложенных алгоритмов и методов

3.1 Результаты исследования статистических свойств речевых
команд

3.1.1 Описание тестовой базы речевых данных

Для проведения тестирования алгоритмов, предложенных в предыдущей
главе, необходимы различные наборы записей. Главной целью данной работы
являлось создание алгоритмов для распознавания речевых команд в кабине
пилота самолёта. Поэтому основной задачей является распознавание ограни
ченного числа команд в виде слов или в виде фраз в условиях шума. Но, при
этом, возможно проводить проверку алгоритмов и в более простых условиях,
например, в условиях без шума или на словаре уменьшенного размера.

По указанным причинам, в работе использовалось несколько наборов за
писей:

– записи 3 слов без шума: имеется 13 дикторов, для каждого из которых
записано около 50 реализаций каждого слова;

– записи 3 слов с шумом в наушниках: имеется 4 диктора, которые сде
лали записи в различных вариантах шума в наушниках (без шума, с
шумом 80 дБ и с шумом 90 дБ), в каждом из вариантов записано по 53
реализации каждого слова;

– записи 3 слов с шумом с обратной связью: имеется 4 диктора, для каж
дого из которых записано по 53 реализации каждого слова;

– записи 20 слов без шума: имеется 10 дикторов, для каждого из которых
записано по 30 реализации каждого слова;

– записи 11 фраз без шума: имеется 7 дикторов, для каждого из которых
записано по 30 реализаций каждой фразы, также имеется по 30 записей
каждой фразы, которые произносятся разными дикторами — каждый
диктор произносит каждую из фраз не более 2 раз;
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– записи шума в кабине пилота, длина записи составляет несколько ча
сов, что позволяет накладывать уникальные участки шума на каждую
из реализаций, также отдельная запись шума позволяет варьировать от
ношение сигнал/шум и проверять зависимость качества распознавания
в зависимости от этого отношения.

В качестве речевых команд для распознавания использовались слова и
фразы, наиболее часто используемые в качестве управляющих команд в ка
бине пилота:

– 3 слова: пилотаж, масштаб, навигация;
– 20 слов: пилотаж, масштаб, навигация, тысяча, меньше,

два, двадцать, взлёт, пятьсот, ноль, двести, сто, десять,
пять, пятьдесят, посадка, больше, руление, один, маршрут;

– 11 фраз: масштаб меньше, пилотаж масштаб десять, мас
штаб пилотаж сто, пилотаж масштаб двести, масштаб пи
лотаж двести, навигация масштаб пятьдесят, навигация
масштаб полторы тысячи, масштаб двадцать, масштаб
пятьдесят, масштаб тысяча пятьсот, масштаб больше.

Шум в наушниках реализуется следующим образом. Наушники, в которые
поступает шум с заданной громкостью, надеваются диктором, после чего ему
тяжело услышать свой голос. Это используется для того, чтобы в эксперимен
тальных условиях проверить степень изменения речи диктора в зависимости от
уровня шума. Шум лишь поступает в наушники, а не записывается совместно
с произносимыми словами. Это сделано для того, чтобы оценить влияние шума
на изменение речи диктора и на процесс распознавания.

Во всех экспериментах данной главы применялось разбиение парамет
рических портретов на 48 временных отрезков и на 35 частотных полос.
Длительность каждого временного отрезка при таком разбиении равнялась при
близительно 10 мс. Результаты прошлых исследований показывают, что именно
такое разбиение является оптимальным для распознавания через сравнение с
эталоном [84].
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3.1.2 Результаты оценки характеристик слов

В данном подразделе проведена эмпирическая проверка гипотез о нор
мальности распределения отклонения элементов параметрических портретов
слов от эталона. Проверяемая гипотеза описана в подразделе 2.1.1. Также
показаны результаты расчётов длительности слов, их энергии и частоты, опре
делённых в подразделе 2.1.3. Для проверки был использован первый набор
данных состоящий из записей 3 слов без шума. Результаты проверки характери
стик всех слов были близки, поэтому для компактности результаты приведены
только для одного из слов. В таблицах 1 и 2 приведены оценки основных, опи
санных в подразделе 2.1.3 характеристик для слова «масштаб»: длительности
сигнала, энергии и частоты.

Используемые в таблицах обозначения:
– µ(𝑡) — среднее время сигнала в секундах;
– σ(𝑡) — среднеквадратическое отклонение времени сигнала в секундах;
– µ(𝐸) · 103 — средняя энергия сигнала, помноженная на 103;
– σ(𝐸) · 103 — среднеквадратическое отклонение энергии сигнала, помно

женное на 103;
– µ(ν) — средняя частота в герцах;
– σ(ν) — среднеквадратическое отклонение сигнала в герцах;
– «доля 𝐻0» — процент записей слов соответствующего диктора, для ко

торых, в соответствии с критерием Пирсона, принимается гипотеза 𝐻0

о нормальности с 5 % уровнем значимости.
В таблице 1 представлены результаты анализа исходных записей, до вы

равнивания по амплитуде.
В таблице 2 представлены результаты анализа обработанных записей,

после проведение процедуры выравнивания по амплитуде, предложенной в под
разделе 2.1.2.

Экспериментальные результаты, представленные в таблицах, показывают,
что разброс доли проверок, подтверждающих нормальность, составляет от 5 до
57 % для случая некорректированных по амплитуде слов, и от 60 до 98 % для
слов, корректированных по амплитуде. Или, другими словами, в среднем, про
исходит увеличение доли с 30 до 86 % проверок, подтверждающих нормальность
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Таблица 1 — Характеристики слова «масштаб» до выравнивания по амплитуде
Диктор µ(𝑡) σ(𝑡) µ(𝐸) · 103 σ(𝐸) · 103 µ(ν) σ(ν) Доля 𝐻0

Г-ов 0.77 0.043 1.92 0.768 686 34 23 %
Н-ов 0.67 0.034 1.66 0.335 641 396 27 %
Б-ак 0.67 0.023 3.80 0.898 680 34 36 %
Ф-ев 0.67 0.023 3.80 0.898 680 34 36 %
С-ев 0.66 0.077 5.07 2.570 285 305 5 %
Б-як 0.62 0.032 0.20 0.049 805 380 39 %
Д-ий 0.63 0.031 1.06 0.287 3177 221 57 %
К-ов 0.68 0.052 0.50 0.163 533 214 39 %
О-ин 0.58 0.064 1.85 2.390 106 125 16 %
С-ов 0.78 0.034 2.62 1.146 1816 915 43 %
Т-ов 0.61 0.029 0.56 0.115 590 182 20 %
Ц-ин 0.84 0.050 0.07 0.039 1710 594 25 %

Таблица 2 — Характеристики слова «масштаб» после выравнивания по
амплитуде
Диктор µ(𝑡) σ(𝑡) µ(𝐸) · 103 σ(𝐸) · 103 µ(ν) σ(ν) Доля 𝐻0

Г-ов 0.77 0.043 1.92 3.5E-14 686 34 86 %
Н-ов 0.67 0.034 1.66 1.8E-14 641 396 95 %
Б-ак 0.67 0.023 3.80 7.4E-15 680 34 66 %
Ф-ев 0.67 0.023 3.80 3.4E-14 680 34 95 %
С-ев 0.66 0.077 5.07 7.1E-14 285 305 95 %
Б-як 0.62 0.032 0.20 3.3E-15 805 380 98 %
Д-ий 0.63 0.031 1.06 2.2E-14 3177 221 61 %
К-ов 0.68 0.052 0.50 7.7E-15 533 214 82 %
О-ин 0.58 0.064 1.85 6.3E-14 106 125 77 %
С-ов 0.78 0.034 2.62 5.4E-14 1816 915 86 %
Т-ов 0.61 0.029 0.56 1.0E-14 590 182 95 %
Ц-ин 0.84 0.050 0.07 2.7E-15 1710 594 93 %

по критерию Пирсона. Также значительно уменьшился разброс энергии слова
относительно среднего значения.

На рисунке 3.1 представлены спектрограммы двух дикторов - Д-ий
(сверху) и О-ин (снизу). По горизонтали рисунка обозначена временная ось, вы
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раженная в секундах, а по вертикали — частота в кГц. Цвет обозначает уровень
энергии на конкретной частоте, энергия возрастает от синего к красному цвету.

Рисунок 3.1 — Спектрограммы слова «масштаб» для дикторов Д-ий (сверху)
и О-ин (снизу)

Этот рисунок иллюстрирует различие средней частоты для двух дикто
ров. Исходя из полученных результатов, на записи диктора Д-ий наблюдается
самое высокое значение средней частоты — 3177 Гц, в то время как у дикто
ра О-ин зафиксировано самое низкое значение средней частоты — 106 Гц. Это
означает, что у диктора Д-ий по сравнению с диктором О-ин мало энергии скон
центрировано на низких частотах и много на высоких, или, другими словами,
верхняя часть графика более красная, чем другого диктора. Также это озна
чает, что у диктора О-ин самый низкий голос из представленных дикторов, а
у диктора Д-ий — самый высокий.

Более того, стоит отметить, что частота голоса является довольно стабиль
ной характеристикой диктора, так как её стандартное отклонение σ(ν) мало
по сравнению со средним значением µ(ν). Из этого можно сделать вывод, что
средняя частота является информативным показателем речи для отдельного
человека. Это свойство может быть использовано для идентификации дикто
ров по речи.

По результатам статистической проверки можно сделать вывод, что по
сле выравнивания слов по амплитуде входной сигнал удовлетворяет критерию
нормальности. Поэтому дальнейшее использование алгоритмов, требующих
нормальности входных данных, обосновано.
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3.2 Результаты проверки работоспособности алгоритма разделения
слов на однородные части

В данном подразделе приведены эмпирические результаты работы ал
горитма, описанного в подразделе 2.2. Сутью эксперимента было разбиение
нескольких слов на однородные части. В качестве эталона использовались
данные о границах частей, полученные экспертом посредством оценки спектро
грамм записи слов с помощью визуального анализа. Число частей и априорные
положения границ, достаточно сильно отличающиеся от эталонных, заданы
в качестве исходных условий. Изначально были предприняты попытки полу
чить численный результат задачи по оптимизации методом перебора. Это было
обусловлено его возможностью находить глобальный экстремум в том слу
чае, если он присутствует в исследуемой области поиска. Но в таком случае
ожидаемой проблемой является ограничение вычислительной мощности совре
менных вычислительных машин, ввиду которой время вычисления результатов
увеличивается до нескольких часов при большом количестве частей. Поэтому
было продемонстрировано несколько примеров сравнения метода перебора и
алгоритмов динамического программирования, представленных выше. В ходе
сравнения была установлена высокая степень сходства полученных результа
тов. Ввиду чего далее был применён подход динамического программирования,
способный разделять записи каждого слова на однородные части не более чем
за 1 секунду.

Изучались записи команд в виде слов, длительность произнесения кото
рых равна 0.5–1 с, а размер каждого элементарного интервала постоянный и
равняется 10 мс. В результате, разделение команд осуществлялось на 50–100
элементарных интервалов. Частота регистрации для используемых записей бы
ла равна 22050 Гц. Было рассмотрено разбиение слова на 3–7 частей, каждая
из которых могла включать в себя от 2 до 25 интервалов. Интервал возможного
приращения границ частей находится в пределах от минус 5 до плюс 5 элемен
тарных интервалов от изначального местонахождения границ. Каждое слово
было обработано несколько раз для различных априорных данных по располо
жению границ. При этом практически отсутствовала зависимость результатов
от априорных оценок при условии, что оптимальное значение находилось в об
ласти поиска.
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На рисунке 3.2 и в таблице 3 отображены способы разделения слова
«тысяча» экспертным путём и автоматическим алгоритмом. Слово «тысяча»
позволяет выделить 6 звуков, хорошо различимых на слух, для каждой из
его букв.

Рисунок 3.2 — Спектрограмма слова «тысяча»

Таблица 3 — Границы частей для разных критериев, слово «тысяча»

Функционал
Границы частей, с Значение

1 2 3 4 5 функционала
𝐽1 0.03 0.10 0.21 0.25 0.41 0.75
𝐽2 0.03 0.10 0.21 0.24 0.41 0.01
𝐽3 0.03 0.10 0.21 0.25 0.41 0.13
𝐽12 0.03 0.10 0.21 0.24 0.41 0.74
𝐽123 0.03 0.10 0.21 0.24 0.41 0.60
Вручную 0.03 0.10 0.21 0.27 0.41 —

Ручное и автоматическое разбиения слова «больше» показаны на рисунке
3.3 и представлены в таблице 4.

Рисунок 3.3 — Спектрограмма слова «больше»

В этом слове первая часть содержит слог «боль», вторая часть — звук
«ш» и последняя часть — звук «е». Ввиду того, что алгоритм предназначен
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Таблица 4 — Границы частей для разных критериев, слово «больше»

Функционал
Границы частей, с Значение

1 2 3 4 функционала
𝐽1 0.10 0.28 0.45 0.55 0.54
𝐽2 0.07 0.28 0.34 0.37 0.03
𝐽3 0.10 0.28 0.45 0.55 0.15
𝐽12 0.08 0.28 0.37 0.55 0.43
𝐽123 0.08 0.28 0.38 0.55 0.27
Вручную 0.08 0.26 0.45 0.55 —

для нахождения однородных частей, слог «боль» полностью относится к первой
выделенной части. Обусловлено это тем, что маленькая длительность звука
«б» не позволяет выделить его в отдельную часть, а звуки «о» и «ль» схожи
друг с другом [85; 86].

Ручное и автоматическое разбиения слова «двадцать» показаны на ри
сунке 3.4 и представлены в таблице 5. Слово представленное на рисунке
разделялось на элементарные интервалы длиной 10 мс, и число таких интер
валов получилось равным 55.

Рисунок 3.4 — Спектрограмма слова «двадцать»

Разбиение слова «пилотаж» показано на рисунке 3.5. В первой части слова
находится звук «п», во второй — «ило», после чего следует придыхание, за
которым звучит «та» и в последней части находится звук «ш».

На рисунке 3.6 приведено слово «навигация». Первая часть — это при
дыхание перед звуком «н», далее идут части со слогами «на», «ви» и «га».
Последняя часть содержит звуки «ция».

На рисунке 3.7 представлено слово «меньше». Первая часть содержит зву
ки «мень», затем идёт звук «ш» и третья часть представляет собой звук «е».
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Таблица 5 — Границы частей для разных критериев, слово «двадцать»

Функционал
Границы частей, с Значение

1 2 3 4 функционала
𝐽1 0.20 0.26 0.35 0.40 0.67
𝐽2 0.20 0.26 0.35 0.39 0.01
𝐽3 0.20 0.26 0.35 0.39 0.15
𝐽12 0.20 0.26 0.35 0.40 0.66
𝐽123 0.20 0.26 0.35 0.40 0.51
Вручную 0.18 0.25 0.35 0.41 —

Рисунок 3.5 — Спектрограмма слова «пилотаж»

Рисунок 3.6 — Спектрограмма слова «навигация»

Анализ показывает достаточно хорошее совпадение границ, найденных
автоматически, и эталонных границ, полученных в ручном режиме обработки.
Как правило, обнаружить различия можно во время пауз при произнесении
слова. К примеру, в слове «двадцать» перед «ть», а в слове <тысяча» до
произнесения «ч». Проведённая обработка показывает также, что результаты,
полученные при помощи различных критериев, близки между собой, особенно
в тех случаях, когда однородные части содержат отдельные звуки, что соответ
ствует допущениям, принятым при формировании критериев. Из чего следует,
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Рисунок 3.7 — Спектрограмма слова «меньше»

что разработанные алгоритмы автоматического разделения слов на фонетиче
ски однородные части являются работоспособными.

Разработан метод автоматического разбиения слов на однородные доли по
фонетическим показателям, в основе которого лежит нахождение результата с
помощью многопараметрической оптимизации. Были разработаны критерии,
позволяющие воплотить принцип достижения максимального значения фоне
тического сходства материала в рамках одной части и значения разнородности
смежных частей. Алгоритмы, в основе которых лежит подход динамического
программирования, предложены для нахождения численных результатов при
решении задач с высоким быстродействием. Адекватность принятых допуще
ний и работоспособность данного метода были подтверждены экспериментально
на примере нескольких русских слов.

По итогам выполненных экспериментов наилучшие показатели распозна
вания были получены при использовании первого функционала 𝐽1. К общим
выводам можно отнести то, что использование простых функционалов при
разбиении слов на однородные части даёт очень точное разбиение. Сейчас полу
чены улучшения результатов распознавания слов при использовании ручного
разбиения эталона. Использование автоматического разбиения слов также мо
жет помочь автоматизировать процесс распознавания и сократить количество
ошибок.
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3.3 Результаты проверки работоспособности алгоритма
формирования оптимального эталона на основе метода главных

компонент

3.3.1 Проверка эффективности выделения главных компонент

Проверка эффективности алгоритма выделения главных компонент на
основе теории, описанной в подразделе 2.3.1, была выполнена следующим обра
зом. Анализ проводился в отдельности для каждого из трёх слов «пилотаж»,
«масштаб», «навигация» одного диктора. В качестве исходных матриц (2.43)
были выбраны параметрические портреты всех реализаций каждого слова дик
тора Н-ов, то есть было составлено всего 3 различных матрицы согласно (2.44)
с количеством столбцов равным 53, 44 и 53 для слов «пилотаж», «масштаб»,
«навигация» соответственно.

По формулам (2.46) и (2.47) можно вычислить первые 𝑀 ′ главных компо
нент, где 𝑀 ′ определяется условиями задачи. А оценку погрешности перехода
к 𝑀 ′ главным компонентам можно рассчитать по формуле (2.48).

Сравнение, например, первой главной компоненты каждого слова с соот
ветствующим эталоном 𝐸, сформированным как среднее по всем реализациям
конкретного слова для выбранного диктора можно провести по формуле

ε1 =
||𝐸 − ̂︀𝑘1𝑎1 −̂︀𝑏0||

||𝐸||
, (3.1)

где ||𝐸|| =
√︁

𝑒21 + 𝑒22 + · · ·+ 𝑒2𝑝 — элементы вектора 𝐸 имеющего размерность 𝑝;

̂︀𝑘1 = ∑︀𝑝
𝑖=1(𝑒𝑖 − ̂︀𝑚𝑒)(𝑎1𝑖 − ̂︀𝑚𝑎1)∑︀𝑝

𝑖=1(𝑎1𝑖 − ̂︀𝑚𝑎1)2
, (3.2)

̂︀𝑏0 = ̂︀𝑚𝑒 − ̂︀𝑘1 ̂︀𝑚𝑎1, (3.3)

где ̂︀𝑚𝑒 =
1
𝑝

∑︀𝑝
𝑖=1 𝑒𝑖,̂︀𝑚𝑎1 =

1
𝑝

∑︀𝑝
𝑖=1 𝑎1𝑖.

Формулы (3.2) и (3.3) есть оценки линейной парной регрессии, вычислен
ные по методу наименьших квадратов.
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Предлагается вычислить первые 𝑀 ′ = 6 главных компонент 𝑎1, 𝑎2, . . . , 𝑎6

и проверить их на ортогональность. Для этого нужно сформировать матрицу
размерности 𝑝 × 6: 𝐴𝑝×6 = [𝑎1𝑎2𝑎3𝑎4𝑎5𝑎6]. И затем вычислить матрицу раз
мерности 6 × 6:

𝐴6×6 = 𝐴𝑇
𝑝×6𝐴𝑝×6. (3.4)

Если главные компоненты ортогональны, то матрица 𝐴6×6 является диа
гональной, то есть её недиагональные элементы на несколько порядков меньше
диагональных.

В матрицах (3.5)–(3.7) приведены результаты, подсчитанные по форму
ле (3.4).

𝐴пилотаж
6×6 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

34765.9 0.0 0.0 0.0 0.0 0.0

0.0 318.1 0.0 0.0 0.0 0.0

0.0 0.0 84.5 0.0 0.0 0.0

0.0 0.0 0.0 59.1 0.0 0.0

0.0 0.0 0.0 0.0 41.7 0.0

0.0 0.0 0.0 0.0 0.0 26.5

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
, (3.5)

𝐴масштаб
6×6 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

29516.8 0.0 0.0 0.0 0.0 0.0

0.0 176.0 0.0 0.0 0.0 0.0

0.0 0.0 82.3 0.0 0.0 0.0

0.0 0.0 0.0 78.4 0.0 0.0

0.0 0.0 0.0 0.0 63.1 0.0

0.0 0.0 0.0 0.0 0.0 35.7

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
, (3.6)

𝐴навигация
6×6 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

32611.7 0.0 0.0 0.0 0.0 0.0

0.0 257.3 0.0 0.0 0.0 0.0

0.0 0.0 72.9 0.0 0.0 0.0

0.0 0.0 0.0 56.5 0.0 0.0

0.0 0.0 0.0 0.0 42.6 0.0

0.0 0.0 0.0 0.0 0.0 32.7

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
. (3.7)

Внедиагональные элементы являются величинами порядка 10−12–10−14,
что близко к ошибкам округления при скалярном перемножении векторов
главных компонент. Так как они весьма близки к нулю, можно сделать вы
вод, что экспериментальные данные подтверждают ортогональность главных
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компонент. Также следует отметить, что скалярный квадрат первой главной
компоненты на два порядка выше, чем у остальных пяти главных компонент,
что свидетельствует о её весомости.

Далее разложим эталон по главным компонентам методом множественной
линейной регрессии, то есть найдём оценки параметров 𝑏0, 𝑘1, 𝑘2, 𝑘3, 𝑘4, 𝑘5, 𝑘6

соответствующие модели (2.46). Для этого сформируем вектор

𝑏 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝑏0

𝑘1

𝑘2

𝑘3

𝑘4

𝑘5

𝑘6

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
, 𝐴0 =

⎡⎢⎢⎢⎢⎣
1

1
...
1

⎤⎥⎥⎥⎥⎦ — единичный вектор размерности 𝑝 (3.8)

и матрицу размерности 𝑝 × 7

𝐴𝑝×7 = [𝐴0|𝐴𝑝×6] = [𝐴0𝐴1𝐴2𝐴3𝐴4𝐴5𝐴6]. (3.9)

Тогда все 7 оценок вектора коэффициентов разложения можно найти по
формуле

̂︀𝑏 = (𝐴𝑇
𝑝×7𝐴𝑝×7)

−1𝐴𝑇
𝑝×7𝐸. (3.10)

В таблицах 6–8 представлены коэффициенты разложения эталонов, по
лученных как среднее по всем реализациям каждого слова, по главным
компонентам и константе. Результаты, подсчитанные по формуле (3.10), при
ведены для всех трёх слов.

Количество главных компонент, участвующих в разложении, последова
тельно увеличивается от 1 до 6. Опять же можно видеть, что наиболее зна
чимым коэффициентом регрессии является коэффициент при первой главной
компоненте. При увеличении количества компонент изменение коэффициентов
незначительное.

Формула для нахождения рассогласования с эталоном в данном случае
будет иметь вид:

ε6 =
||𝐸 −̂︀𝑏0 − ̂︀𝑘1𝑎1 − ̂︀𝑘2𝑎2 − ̂︀𝑘3𝑎3 − ̂︀𝑘4𝑎4 − ̂︀𝑘5𝑎5 − ̂︀𝑘6𝑎6||

||𝐸||
. (3.11)
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Таблица 6 — Коэффициенты разложения эталона по главным компонентам
для слова «пилотаж»

— Коэффициенты при главных компонентах
Число гл. компонент ̂︀𝑏0 ̂︀𝑏1 ̂︀𝑏2 ̂︀𝑏3 ̂︀𝑏4 ̂︀𝑏5 ̂︀𝑏6
1 гл. компонента -0.0055 0.1369 — — — — —
2 гл. компоненты 0.0011 0.1372 0.0055 — — — —
3 гл. компоненты 0.0012 0.1372 0.0055 -0.0015 — — —
4 гл. компоненты 0.0012 0.1372 0.0055 -0.0015 0.0002 — —
5 гл. компонент 0.0013 0.1372 0.0055 -0.0015 0.0002 0.0002 —
6 гл. компонент 0.0015 0.1372 0.0055 -0.0015 0.0002 0.0002 -0.0006

Таблица 7 — Коэффициенты разложения эталона по главным компонентам
для слова «масштаб»

— Коэффициенты при главных компонентах
Число гл. компонент ̂︀𝑏0 ̂︀𝑏1 ̂︀𝑏2 ̂︀𝑏3 ̂︀𝑏4 ̂︀𝑏5 ̂︀𝑏6
1 гл. компонента -0.0015 0.1506 — — — — —
2 гл. компоненты -0.0003 0.1507 0.0011 — — — —
3 гл. компоненты 0.0016 0.1507 0.0013 0.0019 — — —
4 гл. компоненты 0.0019 0.1507 0.0013 0.0020 -0.0013 — —
5 гл. компонент 0.0020 0.1507 0.0013 0.0020 -0.0013 0.0010 —
6 гл. компонент 0.0003 0.1507 0.0012 0.0017 -0.0013 0.0010 -0.0033

С практической точки зрения интересно посмотреть рассогласование
разложения эталона, а также информационный критерий, вычисленный по фор
муле (2.48), последовательно увеличивая число главных компонент с 1 до 6.

Результаты вычислений по формуле (2.48) для трёх слов представлены в
таблице 9. Первая строка данной таблицы содержит меру информативности при
использовании только одной главной компоненты. Вторая строка показывает
меру информативности, когда используются две первые главные компоненты,
третья строка — три первые главные компоненты и так далее.

Из этих результатов можно сделать вывод, что первая главная компонен
та несёт в себе порядка 98 % имеющейся информации, а первые три главных
компоненты 99 %. С дальнейшим увеличением числа главных компонент до
ля информации, содержащаяся в компонентах, увеличивается и при 6 главных
компонентах достигает 99.5 %.
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Таблица 8 — Коэффициенты разложения эталона по главным компонентам
для слова «навигация»

— Коэффициенты при главных компонентах
Число гл. компонент ̂︀𝑏0 ̂︀𝑏1 ̂︀𝑏2 ̂︀𝑏3 ̂︀𝑏4 ̂︀𝑏5 ̂︀𝑏6
1 гл. компонента 0.0021 0.1373 — — — — —
2 гл. компоненты 0.0022 0.1373 0.0003 — — — —
3 гл. компоненты 0.0021 0.1373 0.0003 0.0010 — — —
4 гл. компоненты 0.0023 0.1373 0.0003 0.0010 0.0013 — —
5 гл. компонент 0.0025 0.1373 0.0003 0.0010 0.0013 0.0028 —
6 гл. компонент 0.0014 0.1373 0.0003 0.0010 0.0012 0.0028 -0.0016

Таблица 9 — Мера информативности при переходе системы к разному числу
главных компонент (от 1 до 6)

— 𝐼𝑝, мера информативности
Число гл. компонент пилотаж масштаб навигация
1 гл. компонента 0.980 0.980 0.979
2 гл. компоненты 0.989 0.986 0.987
3 гл. компоненты 0.991 0.989 0.989
4 гл. компоненты 0.993 0.991 0.990
5 гл. компонент 0.994 0.993 0.992
6 гл. компонент 0.995 0.995 0.993

В таблице 10 представлена мера рассогласования эталона и полученного
разложения на главные компоненты по формулам аналогичным формулам (3.1)
и (3.11). Здесь, как и в предыдущих таблицах, количество главных компонент,
участвующих в разложении, последовательно увеличивается от 1 до 6. В резуль
тате перехода от разложения по 1 главной компоненте до 6 главных компонент
относительное уменьшение меры рассогласования составляет порядка 50–80 %.

Таблица 10 — Мера рассогласования эталона и разложения для 3 слов
— Мера рассогласования

Слово ε1 ε2 ε3 ε4 ε5 ε6

пилотаж 0.0038 0.0008 0.0006 0.0006 0.0005 0.0005
масштаб 0.0013 0.0011 0.0010 0.0009 0.0008 0.0003
навигация 0.0011 0.0011 0.0010 0.0009 0.0006 0.0005
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Из данного подраздела можно сделать вывод, что использование 6 глав
ных компонент является целесообразным, так они содержат около 99.5 %
информации о параметрическом портрете.

3.3.2 Проверка работоспособности алгоритма на основе метода
главных компонент

В данном подразделе приведена проверка работоспособности алгоритма
на основе метода главных компонент, описанного в подразделе 2.3.2. В хо
де оптимизации методом покоординатного спуска, вычисление усреднённого
значения нижней границы Z-коэффициента корреляции проводится с исполь
зованием обучающей выборки — реализаций слов диктора Н-ов с шумом в
наушниках 80 дБ, в то время как исходное разложение на главные компоненты
было получено по записям того же диктора без шума. Более подробно иссле
дование информативности главных компонент в зависимости от их количества
будет приведено в следующем подразделе.

Для поэтапного отслеживания эффективности работы метода покоор
динатного спуска ниже представлены таблицы 11 и 12, в которых указано
среднее значение и стандартное отклонение для величины ∆𝑍 𝑙𝑜𝑤

𝑖 , определён
ной в формуле (2.50), а также вероятность того, что данная величина, которая
подчиняется нормальному закону распределения, будет иметь значение меньше
нуля. При этом, так как при распознавании возникает две величины ∆𝑍𝑖𝑗, по
казаны значения для наименьшей из них равной ∆𝑍 𝑙𝑜𝑤

𝑖 , согласно методологии,
описанной в подразделе 2.3.2.

В таблице 11 указаны результаты вычислений, применённых к тестовой
выборке и изначальному эталону, полученному по формуле (2.52) без выпол
нения оптимизации.

В таблице 12 указаны результаты, полученные на тестовой выборке и эта
лоне, построенном после применения 5 циклов оптимизации. Было проведено
5 циклов оптимизации простого варианта оптимизации коэффициентов разло
жения в формуле (2.53), так как сработал критерий остановки - увеличение
значения нижней границы ∆𝑍 𝑙𝑜𝑤

𝑖 после пятого цикла по сравнению с результа
тами значений четвёртого цикла менее чем на 2 %.
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Таблица 11 — Статистические данные для величины ∆𝑍 𝑙𝑜𝑤
𝑖 , полученные при

вычислении коэффициента корреляции на тестовой выборке и не
оптимизированном эталоне
Слово µ(∆𝑍 𝑙𝑜𝑤

𝑖 ) σ(∆𝑍 𝑙𝑜𝑤
𝑖 ) 𝑃 (∆𝑍 𝑙𝑜𝑤

𝑖 < 0)

пилотаж 0.789 0.177 4.25E-06
масштаб 1.212 0.221 2.21E-08
навигация 0.791 0.250 7.86E-04

Таблица 12 — Статистические данные для величины ∆𝑍 𝑙𝑜𝑤
𝑖 , полученные при

вычислении коэффициента корреляции на тестовой выборке и
оптимизированном эталоне после 5 циклов
Слово µ(∆𝑍 𝑙𝑜𝑤

𝑖 ) σ(∆𝑍 𝑙𝑜𝑤
𝑖 ) 𝑃 (∆𝑍 𝑙𝑜𝑤

𝑖 < 0)

пилотаж 0.917 0.149 3.89E-10
масштаб 1.203 0.178 6.44E-12
навигация 0.743 0.211 2.20E-04

Из таблиц 11 и 12 видно, что на тестовой выборке алгоритм работает
корректно, так как вероятность неправильного распознавания 𝑃 (∆𝑍 𝑙𝑜𝑤

𝑖 < 0)

уменьшается для всех трёх слов.
Распознавание для всех 12 дикторов было осуществлено для того, чтобы

удостовериться в хорошем качестве распознавания оптимизированным этало
ном. Использовались все дикторы, кроме диктора Н-ов, на записях которого
производилась оптимизация коэффициентов. При этом для распознавания при
менялись эталоны, использованные в начале подраздела, то есть полученные на
речевых данных диктора Н-ов. Здесь для краткости будут приведены резуль
таты распознавания только для слова «навигация». Результаты распознавания
для слова «пилотаж» и «масштаб» получились аналогичными.

В таблицах 13 и 14 последовательно приведены результаты распознавания
для одного из тестируемых слов при использовании изначального неоптимизи
рованного эталона и при использовании оптимизированного эталона.

Представленные таблицы показывают, что при использовании оптимизи
рованного эталона не всегда удаётся добиться улучшения распознавания слов
дикторов, не входивших в обучающую выборку. Для слова «навигация», можно
заметить, что ухудшение в значении вероятности неправильного распознавания
произошло для 3, 6, 10 и 11 дикторов, для остальных дикторов было показано
улучшение качества распознавания.
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Таблица 13 — Статистические данные для величины ∆𝑍, полученные при
вычислении коэффициента корреляции для 12 дикторов и не
оптимизированном эталоне для слова «навигация»
Номер диктора µ(∆𝑍 𝑙𝑜𝑤

𝑖 ) σ(∆𝑍 𝑙𝑜𝑤
𝑖 ) 𝑃 (∆𝑍 𝑙𝑜𝑤

𝑖 < 0)

1 0.880 0.209 1.23E-05
2 0.878 0.256 3.02E-04
3 0.958 0.127 2.47E-14
4 0.870 0.094 1.01E-20
5 0.624 0.231 3.48E-03
6 0.778 0.209 9.88E-05
7 0.693 0.118 2.42E-09
8 0.522 0.163 6.95E-04
9 0.748 0.163 2.15E-06
10 0.857 0.129 1.36E-11
11 0.523 0.115 2.57E-06
12 0.841 0.163 1.24E-07

С целью проверить качественные показатели полученного эталона, кроме
всего прочего, были идентифицированы реализации слов, не использовавшиеся
для создания эталона и произносившиеся при проведении эксперимента с обрат
ной связью. То есть, в комнате через колонки подавался шум самолёта Boeing
с уровнем громкости 80 дБ, а диктору, который зачитывал слова в наушники,
подавался его же голос. В таблице 15 выведен процент ошибок распознавания
для изначального эталона (1) и улучшенного эталона (2) соответственно для
всех трёх слов. Опять же можно увидеть, что улучшение распознавания наблю
дается не для всех дикторов, но суммарное количество ошибок стало меньше.

По результатам экспериментов в данном подразделе можно заметить, что
оптимизация эталона в среднем помогает увеличить нижнюю границу дельты
коэффициента корреляции и снизить количество ошибок распознавания. При
этом стоит отметить, что, несмотря на общее снижение количества ошибок, для
определённых дикторов процент ошибок может увеличиваться.
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Таблица 14 — Статистические данные для величины ∆𝑍, полученные при
вычислении коэффициента корреляции для 12 дикторов и оптимизированном
эталоне для слова «навигация»
Номер диктора µ(∆𝑍 𝑙𝑜𝑤

𝑖 ) σ(∆𝑍 𝑙𝑜𝑤
𝑖 ) 𝑃 (∆𝑍 𝑙𝑜𝑤

𝑖 < 0)

1 0.817 0.196 1.51E-05
2 0.792 0.238 4.36E-04
3 0.768 0.114 7.03E-12
4 0.683 0.071 2.11E-22
5 0.562 0.225 6.25E-03
6 0.705 0.230 1.06E-03
7 0.739 0.110 9.43E-12
8 0.598 0.144 1.54E-05
9 0.646 0.146 5.01E-06
10 0.676 0.108 2.17E-10
11 0.443 0.116 6.45E-05
12 0.815 0.168 6.12E-07

Таблица 15 — Процент ошибок распознавания для всех трёх слов при
использовании изначального (1) и оптимизированного (2) эталонов

— Процент ошибок
Номер пилотаж масштаб навигация

диктора (1) (2) (1) (2) (1) (2)
1 0 2 9 18 9 6
2 0 0 95 95 92 81
3 0 2 68 66 6 8
4 0 0 36 41 2 6
5 0 0 0 0 0 0
6 0 0 98 70 98 64
7 0 0 30 9 2 2
8 0 0 0 0 4 4
9 0 0 2 2 0 0
10 0 0 95 89 94 95
11 4 2 23 25 6 34
12 0 0 2 2 0 0
Среднее 0 0 38 35 26 24
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3.3.3 Распознавание с помощью алгоритма на основе метода
главных компонент

В данном подразделе выполняется тестирование распознавания с помо
щью метода главных компонент, описанного в подразделе 2.3.2. В качестве
тестовых данных для распознавания использовались три слова: «пилотаж», «на
вигация» и «масштаб». Они произнесены 4 дикторами в условиях с шумом в
наушниках и 10 в условиях без шума [40; 43; 48]. По 10 различным дикторам
в условиях без шума находятся 10 наборов эталонов для всех слов. Они со
ставляются путём обычного усреднения записей, наиболее близких по длине к
среднему значению длины записи соответствующего слова. Далее из этих усред
нённых эталонов находятся 6 главных компонент, а потом проводится регрессия
усреднённого эталона на константу и полученные 6 главных компонент. В ре
зультате этого получаются коэффициенты при главных компонентах. Далее с
использованием обучающей выборки, состоящей из записей диктора Н-ов с шу
мом в наушниках 80 дБ, была произведена оптимизация коэффициентов при
главных компонентах.

Распознавание всех команд второго набора, надиктованного 4 дикторами
со значениями шума в наушниках 80 дБ и 90 дБ было проведено в качестве
тестирования качества оптимизированного эталона. Результаты представлены
в таблицах 16 и 17.

Результаты эксперимента показывают повышение качества распознавания
алгоритма не только для записей слов диктора Н-ов, входящего в обучающую
выборку, но и для всех остальных дикторов, при использовании оптимизи
рованного эталона. В распознавании было использовано 1200 записей. Общее
количество ошибок для 3 слов до оптимизации равнялось 60 или 5 %, а после
оптимизации уменьшилось до 15 или 1.25 %.

Здесь и далее в работе будут приводиться точечные результаты оцен
ки среднего процента правильных распознаваний. Доверительные интервалы
редко применяются при оценке результатов алгоритмов распознавания речи
нескольким причинам [87]. Во-первых, доверительные интервалы оказываются
весьма широкими из-за большой вариативности голосов дикторов. Во-вто
рых, обычно различные методы сравниваются на одинаковых тестовых базах
данных записей, поэтому ширина доверительных интервалов не является ин
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Таблица 16 — Результаты распознавания записей с шумом в наушниках 80 дБ
на обычном (1) и оптимизированном (2) эталонах

Диктор Слово Ошибки 1 Ошибки 2
пилотаж 6 0

Б-ак масштаб 0 0
навигация 0 8
пилотаж 3 0

Г-ов масштаб 0 0
навигация 0 0
пилотаж 8 0

Н-ов масштаб 0 0
навигация 0 0
пилотаж 9 0

Ф-ев масштаб 0 0
навигация 0 0

Суммарные результаты 26 −→ 8

формативной. И, в-третьих, оценка доверительного интервала может оказаться
ненадёжной при использовании записей одного или нескольких дикторов, так
как нарушается условие независимости записей.

Кроме того, важно указать на положительные результаты распознава
ния при использовании неоптимизированного эталона, исходные коэффициенты
разложения по главным компонентам которого были рассчитаны путём раз
ложения усреднённого эталона. Например, с самого начала имелась только 1
ошибка в слове «навигация», произнесённого восьмым диктором. Избавиться
от данной ошибки удалось посредством оптимизации для записей без шума.

Кроме этого был проведён тест, в котором использовалось ограниченное
количество реализаций слов, применяемых для получения оптимального этало
на. Результаты данных экспериментов приведены в таблице 18.

Также, вместо критерия остановки, описание которому дано в форму
ле (2.53), была исследована возможность применения заранее фиксированного
количества итераций для оптимизации эталона. В ходе эксперимента были ис
пользованы три тестовых выборки одного диктора с разными вариантами шума
в наушниках.
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Таблица 17 — Результаты распознавания записей с шумом в наушниках 90 дБ
на обычном (1) и оптимизированном (2) эталонах

Диктор Слово Ошибки 1 Ошибки 2
пилотаж 7 0

Б-ак масштаб 0 0
навигация 0 1
пилотаж 3 0

Г-ов масштаб 0 0
навигация 0 2
пилотаж 12 0

Н-ов масштаб 0 0
навигация 0 0
пилотаж 4 0

Ф-ев масштаб 0 0
навигация 8 4

Суммарные результаты 34 −→ 7

Таблица 18 — Результаты распознавания записей с шумом в наушниках для
различного числа используемых реализаций слова и итераций при
оптимизации для 3 слов

с шумом в Реализации 1 3 10
наушниках Итерации 0 1 3 10 30 0 1 3 10 30 0 1 3 10 30

Диктор Шум Слово Число ошибок
пилотаж 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

Ф-ев 0 дБ масштаб 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
навигация 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
пилотаж 6 3 2 3 3 6 3 2 3 3 6 3 2 3 3

Ф-ев 80 дБ масштаб 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
навигация 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
пилотаж 1 1 0 0 0 1 1 0 0 0 1 1 0 0 0

Ф-ев 90 дБ масштаб 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
навигация 2 2 2 0 0 2 2 2 0 0 2 2 2 0 0

Также был проведён аналогичный эксперимент, но с использованием за
писей других дикторов без шума. Результаты этого эксперимента приведены
в таблице 19.
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Таблица 19 — Результаты распознавания записей с шумом в наушниках для
различного числа используемых реализаций слова и итераций при
оптимизации для 3 слов

без Реализации 1 3 10
шума Итерации 0 1 3 10 30 0 1 3 10 30 0 1 3 10 30

Диктор Слово Число ошибок
пилотаж 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

К-ов масштаб 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
навигация 7 5 0 0 0 7 5 0 0 0 7 5 0 0 0
пилотаж 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

О-ин масштаб 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
навигация 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
пилотаж 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

С-ев масштаб 6 5 0 0 1 6 5 1 0 0 6 5 1 0 0
навигация 0 0 1 1 1 0 0 1 1 1 0 0 1 1 1
пилотаж 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1

Ц-ин масштаб 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
навигация 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

В обоих случаев постановки эксперимента видно, что количество ошибок
уменьшается с увеличением количеством итераций обучения, при этом никак
не зависит от числа использованных записей.

Полученные в ходе эксперимента данные позволяют сделать вывод о том,
что 1 реализации слова достаточно для вычисления оптимального эталона.
Для получения устойчивых результатов чаще всего достаточным значением
являются 10 итераций, поскольку их увеличение не способствует повышению
результатов. Полученный вывод имеет большое значение в целях снижения
временных затрат при оптимизации эталонов, поскольку количественное уве
личение реализаций слов для получения релевантного эталона приводит к
линейному росту временных затрат при работе алгоритма.

Полученный путём оптимизации коэффициентов при главных компо
нентах эталон продемонстрировал возможность распознавания большинства
записей с существенно меньшим количеством ошибок. Рассматриваемый алго
ритм показал себя подходящим методом распознавания слов, уменьшающим
число ошибок в данной задаче [54], как и алгоритм разделения слов на одно
родные части. Редко встречаются случаи увеличения числа ошибок, что, скорее
всего, обусловлено попаданием алгоритма в локальный, а не глобальный экс
тремум при использовании метода покоординатного спуска. Ввиду этого есть
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смысл использовать более релевантный метод числовой оптимизации. Также
было замечено, что в качестве записей для эталона лучше использовать записи
без шума, чем записи с шумом, несмотря на то что распознаваемые записи
содержат шум.

Также был получен вывод о том, что для получения приемлемых результа
тов достаточно использовать только одну реализацию слова и проводить всего
10 итераций при получении оптимального эталона, что заметно сокращает вре
мя работы программы.
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3.4 Результаты экспериментов по формированию эталонов на
основе полиномов Чебышёва

В данном подразделе описываются результаты экспериментов, связанных
с аппроксимацией параметрических портретов полиномами Чебышёва, подроб
но описанной в подразделе 2.4. Так как параметрический портрет представляет
собой двухмерную матрицу, то аппроксимация может проводить как по времен
ному измерению, так и по частотному. Также можно проводить аппроксимацию
по одному измерению, а затем по другому. Наиболее оптимальным в плане
уменьшения размера параметрического портрета оказалось одновременное сжа
тие и по частотным полосам, и по временным интервалам.

Эксперимент проводился на параметрических портретах 20 слов, произ
несённых 9 различными дикторами. При использовании исходных записей без
сжатия было получено 10.7 % ошибок при распознавании по «чужому» эталону
и 1.6 % ошибок при распознавании по «своему» эталону. Данные результаты
будут применяться для сравнения результатов распознавания после сжатия па
раметрических портретов распознаваемых записей.

В таблицах 20–21 приведены проценты ошибок распознаваний в случае
использования различного количества полиномов для обоих вариантов распо
знавания.

Таблица 20 — Процент ошибок при распознавании по «чужому» эталону для
случая сжатия параметрического портрета заданным числом полиномов
Чебышёва
Частотные Временные интервалы
полосы 8 10 12 14 16 18 20 22 24
8 15.7 16.0 16.5 16.7 16.8 16.9 17.1 17.1 17.1
10 15.3 12.9 12.9 12.9 13.1 13.3 13.3 13.3 13.2
12 15.3 12.8 11.8 11.9 11.9 12.0 12.1 12.1 12.1
14 15.4 12.8 11.7 11.4 11.4 11.5 11.6 11.5 11.5
16 15.5 12.9 11.8 11.3 11.1 11.2 11.2 11.2 11.2
18 15.5 12.8 11.8 11.3 11.1 10.9 10.9 10.8 10.9
20 15.5 12.9 11.8 11.3 11.1 10.9 10.8 10.8 10.8
22 15.4 12.8 11.8 11.3 11.1 10.9 10.8 10.8 10.8
24 15.4 12.8 11.8 11.3 11.1 10.9 10.8 10.8 10.7
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Таблица 21 — Процент ошибок при распознавании по «своему» эталону для
случая сжатия параметрического портрета заданным числом полиномов
Чебышёва
Частотные Временные интервалы
полосы 8 10 12 14 16 18 20 22 24
8 2.4 2.4 2.7 2.9 3.1 3.2 3.2 3.2 3.3
10 2.3 2.1 2.1 2.2 2.3 2.4 2.5 2.5 2.5
12 2.5 2.2 2.0 2.1 2.1 2.2 2.2 2.2 2.2
14 2.6 2.3 2.0 1.9 2.0 2.1 2.1 2.1 2.0
16 2.9 2.4 2.0 1.9 1.9 1.9 2.0 2.0 1.9
18 2.9 2.6 2.1 2.0 2.0 1.8 1.9 1.9 1.9
20 2.9 2.5 2.1 2.0 2.0 1.9 1.9 1.8 1.9
22 2.9 2.5 2.2 2.0 1.9 1.9 1.8 1.8 1.8
24 2.9 2.5 2.2 2.0 1.9 1.8 1.8 1.7 1.8

Сначала проводилось сжатие по частотным полосам, количество полино
мов указано в первом столбце. Затем проводилось сжатие полученного портрета
по временным интервалам и тут количество использованных полиномов указа
но в первой строке. Эксперимент проводился для распознавания по «чужому»
и по «своему» эталону.

По результатам видно, что для обоих случаев результаты совпадают в пре
делах приемлемой погрешности в 0.2 процентных пункта при использовании 18
полиномов в разложении по обоим измерениям. Это позволяет уменьшить чис
ло элементов в параметрическом портрете более чем в 5 раз. Полное совпадение
количества ошибок достигается при очень большом числе полиномов, позволяя
лишь незначительно уменьшить размеры параметрического портрета.

3.5 Результаты проверки работоспособности алгоритмов
формирования эталонов на основе формулы Байеса и метода

комитетов

В данном подразделе приведена проверка результатов распознавания рече
вых команд при распознавании алгоритмом на основе формулы Байеса и метода
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комитетов, описанными в подразделе 2.5. Проверка алгоритмом распознавания
была проведена на речевой базе, включающей в себя 20 различных изолиро
ванных слов для 8 различных дикторов. Все слова проговаривались по 30 раз.
В данном случае количественные показатели объёма речевой базы характери
зуются значением 4800 для реализации слов по 600 реализаций на каждого
диктора в отдельности. Все эксперименты проводились при использовании
дикторонезависимого варианта распознавания. Это удалось реализовать посред
ством исключения из распознаваемых записей тех речевых записей, которые
принадлежали дикторами, записи которых применялись при формировании
эталона. При распознавании применялась мера близости между матрицами
параметрических портретов, представляющая собой усреднённое по столбцам
Z-преобразование Фишера от коэффициентов корреляции. В подразделе 1.4.1
уже было дано описание данной скалярной меры близости и был расписан ал
горитм её расчёта.

Результаты экспериментов представлены ниже в таблицах 22–25. Вари
ант распознавания представлен в столбце №1 каждой из таблиц. Символ «1_1»
отображает распознавание по одному эталону, сформированному по аудиоза
писи лишь одного диктора. Обозначение «1» соответствует распознаванию с
точностью до единственного слова, а обозначения «2» и «3» — распознаванию
с точностью до группы из 2 или 3 слов. В данном случае ошибкой распозна
вания признается результат, при котором в группе из 2 или 3 слов с наиболее
высокими показателями нельзя обнаружить истинное слово. В последующих
столбцах для всех исследуемых дикторов даны доли неправильных распозна
ваний в процентах от общего числа реализаций по этому диктору. Другими
словами, значение 1.00 % соответствует 6 ошибкам.

Результаты для алгоритма на основе формулы Байеса приведены в табли
це 22 для 3 дикторов и в таблице 23 для 7 дикторов.

Аналогичные результаты для алгоритма на основе метода комитетов при
ведены в таблице 24 для 3 дикторов и в таблице 25 для 7 дикторов.

Из таблиц 22 и 24 видно, что использование 3 эталонов почти не улучшает
точность по сравнению с одним (варианты «1_1» и «1»). Заметное улучшение в
1.5–2 раза получаем только для 7 эталонов (таблицы 23 и 25, варианты «1_1» и
«1»). При переходе к группам из 2 и 3 слов можно достичь наилучшего эффекта.
Так, для 7 эталонов по варианту «3» получаем в алгоритме на основе формулы
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Таблица 22 — Процент ошибок при распознавании алгоритмом на основе
формулы Байеса по 3 эталонам
Вариант Порядковый номер диктора Среднее
распознавания 1 2 3 4 5 6 7 8 значение
1_1 5.33 9.33 14.5 8.00 5.00 11.5 7.00 6.67 8.42
1 7.67 12.5 14.3 14.7 11.3 10.3 5.50 11.0 10.91
2 5.83 9.83 7.33 12.8 7.17 5.17 3.33 8.17 7.45
3 5.50 8.83 6.33 12.2 5.83 4.00 3.17 7.33 6.65

Таблица 23 — Процент ошибок при распознавании алгоритмом на основе
формулы Байеса по 7 эталонам
Вариант Порядковый номер диктора Среднее
распознавания 1 2 3 4 5 6 7 8 значение
1_1 5.33 9.33 14.5 8.00 5.00 11.5 7.00 6.67 8.42
1 4.83 7.33 7.33 4.83 6.50 6.33 4.67 3.17 5.62
2 2.67 4.83 3.83 2.17 2.50 2.67 2.17 0.83 2.71
3 2.50 3.50 3.00 1.83 2.17 2.17 2.00 0.67 2.23

Таблица 24 — Процент ошибок при распознавании алгоритмом на основе
метода комитетов по 3 эталонам
Вариант Порядковый номер диктора Среднее
распознавания 1 2 3 4 5 6 7 8 значение
1_1 5.33 9.33 14.5 8.00 5.00 11.5 7.00 6.67 8.42
1 4.17 8.67 12.5 10.3 9.67 10.2 5.67 7.17 8.54
2 1.00 5.17 4.67 5.00 5.00 4.00 1.50 4.83 3.90
3 0.50 3.00 1.50 1.83 2.83 2.33 0.83 1.33 1.77
с подстройкой 3.20 6.70 6.30 7.70 6.30 5.30 3.30 5.20 5.50

Байеса долю ошибок 0.67–3.5 % (таблица 23), а в алгоритме на основе метода
комитетов 0.5–2.5 % (таблица 25).

Следует отметить, что возможность локализации распознаваемого слова
с точностью до малой группы из 2–3 слов имеет практический смысл. Данная
процедура используется в целях значительного сокращения временных затрат
на распознавания команд. Это возможно благодаря переходу к процедуре распо
знавания иерархическим методом, который реализуется следующим способом:
в первую очередь быстродействующие алгоритмы выделяют малую группу, по



102

Таблица 25 — Процент ошибок при распознавании алгоритмом на основе
метода комитетов по 7 эталонам
Вариант Порядковый номер диктора Среднее
распознавания 1 2 3 4 5 6 7 8 значение
1_1 5.33 9.33 14.5 8.00 5.00 11.5 7.00 6.67 8.42
1 4.50 7.33 7.17 4.83 4.50 6.67 4.83 2.83 5.33
2 0.67 3.33 2.83 1.33 1.67 2.67 1.00 1.33 1.85
3 0.50 2.50 1.00 0.50 1.33 1.67 0.50 0.50 1.06
с подстройкой 1.80 4.50 4.30 3.20 1.90 4.80 2.30 2.20 3.13

сле чего более затратными по времени алгоритмами проводится поиск в данной
группе. К примеру, методом сравнения с эталонами «чужих» слов [82] или по
средством подстройки по длительности. В результате чего удаётся значительно
уменьшить процент ошибок при распознавании. Данный подход более подроб
но описан в подразделе 2.5.6. Подстройка распознаваемых слов по показателю
длительности использовалась только при проведении экспериментов для алго
ритмов, основанных на методе комитетов, в целях экономии времени [19; 81; 82]

Результаты распознавания, полученные с применением подстройки по
времени, представлены в строках «с подстройкой» таблиц 24–25. В использо
ванной конфигурации подстройки использовались результаты распознавания с
точностью до 2 слов, так как предварительный анализ показал, что использо
вание большего число слов не улучшает качество распознавания, при том, что
значительно увеличивает время работы алгоритма. Также в результате предва
рительного анализа было выявлено, что лучшие результаты достигаются при
максимальном смещении границ частей на 2 шага, каждый из которых по дли
тельности равен 2 % от длины слова. По результатам видно, что подстройка по
времени позволяет уменьшить процент ошибок для распознавания по 3 этало
нам с 8.54 до 5.50 %. Учитывая, что точность распознавания до 2 слов равнялась
3.90 %, подстройка позволяет исправить две трети ошибок, допущенных алго
ритмом на основе метода комитетов при выборе правильного распознавания из
2 лучших. Аналогично, для 7 эталонов получается снижение ошибки с 5.33 до
3.13 %, что, с учётом точности распознавания до 2 слов равной 1.85 %, также
соответствует сокращению числа ошибок на две трети.

Отметим также, что более простой эвристический алгоритм на основе
метода комитетов при тестировании показал несколько лучшие результаты,
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чем более сложный и математически обоснованный алгоритм, использующий
формулу Байеса. Вероятнее всего, что причиной является чувствительность к
неточностям оценок априорных условных вероятностей более сложного алго
ритма, что и обуславливается необходимость использования более объёмных
обучающих выборок.

Представлены два алгоритма, предназначенные для распознавания слов
и позволяющие применять любое число эталонов. Первый алгоритм основан
на оценках априорных вероятностей, рассчитанных по обучающей выборке, а
апостериорные вероятности — по формуле Байеса. Второй алгоритм является
модификацией известного метода комитетов. Работоспособность обоих разра
ботанных алгоритмов подтверждается результатами тестирования. Повышение
быстродействия программ распознавания, основанных на выполнении иерархи
ческих процедур с последовательным применением алгоритмов распознавания
разных видов, возможно благодаря точной локализации распознаваемого слова
вплоть до малой группы, что было установлено в ходе эксперимента.

3.6 Выводы по экспериментальному оцениванию характеристик
распознавания предложенных алгоритмов

В данном разделе проведена экспериментальная проверка алгоритмов,
описанных в предыдущем разделе 2. В начале описана используемая тестовая
база речевых данных, она состоит из записей команд в виде слов и фраз, за
писанных большим количеством дикторов в условиях без шума и с шумом в
наушниках. Также отдельно имеется запись шума, накладываемая на записи
команд для имитации распознавания в условиях шума.

Далее были исследованы статистические свойства речевого сигнала и па
раметрических портретов, определены индивидуальные особенности дикторов.
Была подтверждена гипотеза о нормальности распределения отклонений эле
ментов параметрических портретов от эталона после выравнивания записей
по амплитуде.

Следующий подраздел был посвящён проверке алгоритма автоматиче
ского разбиения слов на однородные части. Эксперименты, проведённые на
примерах нескольких слов русского языка, подтвердили работоспособность
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предложенного подхода и правомерность принятых допущений. Каждый из
предложенных функционалов показал качественное разбиение слов на фоне
тически однородные части, мало отличающееся от ручного разбиения, для всех
трёх используемых слов.

После этого была проверена работоспособность алгоритма улучшения ка
чества эталона, основанного на выделении и оптимизации главных компонент.
Было показано, что первая главная компонента содержит 98 % информации
о параметрическом портрете, а первые 6 главных компонент — около 99.5 %.
Существенное уменьшение процента ошибок при распознавании аудиозаписи
трёх слов (с 5 до 1.25 %) продемонстрировал эталон, который был получен по
средством оптимизации коэффициентов при главных компонентах. Кроме того,
был получен вывод о целесообразности использования лишь 1 записи команды
в обучающей выборке и проведения только 10 итераций подстройки при поиске
приемлемого эталона для получения приемлемых результатов. Это позволяет
существенно снизить время обработки данных алгоритмом.

Также был протестирован алгоритм сжатия информации о параметриче
ском портрете с применением полиномов Чебышёва. Эксперименты показали,
что сжатие может происходить по частотам, по времени и по обоим измерениям
одновременно. В последнем случае можно сократить место для хранения пара
метрического портрета в 5–10 раз почти без ухудшения качества распознавания.

Были проверены алгоритмы распознавания на основе формулы Байеса и
метода комитетов. Оба алгоритма позволили заметно уменьшить количество
ошибок распознавания при использовании нескольких эталонов. При исполь
зовании семи эталонов алгоритм на основе формулы Байеса позволил снизить
процент ошибок при распознавании с 8.4 до 5.6 %, а алгоритм на основе метода
комитетов до 5.3 %. Выявленная в ходе тестирования возможность локализа
ции распознаваемого слова с точностью до малой группы позволяет повышать
быстродействие систем распознавания на основе иерархических процедур, в ко
торых последовательно применяются алгоритмы распознавания разных видов.
Использование подстройки по времени после применения алгоритма на основе
метода комитетов позволяет дополнительно снизить процент ошибок до 3.13 %.



105

4. Разработка алгоритмов автоматического распознавания речевых
команд на основе свёрточных нейронных сетей глубокого обучения

В данном разделе приведено описание разработки алгоритмов автома
тического распознавания речевых команд на основе свёрточных нейронных
сетей глубокого обучения. Теория по данному типу искусственных нейронных
сетей описана в подразделе 1.3.3. При проведении экспериментов на нейрон
ных сетях использовались параметрические портреты меньших размеров, чем
при тестировании ранее предложенными алгоритмами. Лучшие результаты при
распознавании слов были получены на портретах с 18 частотными полосами
и 25 временными интервалами. При распознавании фраз в использованных
параметрических портретах также было 18 частотных полос, а число вре
менных интервалов увеличено с 25 до 75, так как фразы в среднем состоят
приблизительно из трёх слов. В данном случае для уменьшения размерности
параметрических портретов может быть использован алгоритм сжатия портре
тов на основе полиномов Чебышёва, описанный в подразделе 2.4. Также для
всех портретов из обучающей выборки может быть применено разбиение на
однородные части и выравнивание найденных частей относительно друг друга
для каждого слова. Подробное описание алгоритма разбиения параметрическо
го портрета слова на однородные части приведено в подразделе 2.2.

Для обучения всех нейронных сетей прямого распространения принято
использовать метод обратного распространения ошибки. Существуют пакет
ная, стохастическая и смешанная, мини-пакетная реализации данного метода.
Последняя реализация самая используемая на текущий момент и будет приме
няться в этом разделе. К её особенностям относится некоторая случайность в
процессе обучения, что приводит к немного различающимся результатам рас
познаваний при одинаковых параметрах обучения. Более того, в некоторых
нейронных сетях применяется регуляризация, которая также вносит неболь
шую случайность в процесс обучения. Отсюда можно сделать вывод, что все
результаты являются примерными и могут не воспроизводиться точь-в-точь
при повторных запусках.

Моделирование искусственных нейронных сетей проводилось в программ
ном комплексе, написанном на языке программирования Python с использо
ванием библиотек TensorFlow и TFLearn. TensorFlow — это низкоуровневая
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библиотека с открытым исходным кодом, разработанная для решения задач
построения и обучения нейронных сетей [88]. TFLearn — высокоуровневая биб
лиотека для упрощения работы с нейронными сетями, является оболочкой для
библиотеки TensorFlow [89]. Обе библиотеки могут производить вычисления
как на центральном процессоре, так и на графическом процессоре. Использова
ние последнего является приоритетным, так как такие процессоры содержат
очень много малопроизводительных ядер, что хорошо подходит для процес
са обучения нейронных сетей, алгоритм которого поддаётся эффективному
распараллеливанию. Для эффективного использования графического процес
сора в работе программы применяется программно-аппаратная архитектура
параллельных вычислений CUDA, активно использующая приведённые выше
подключаемые библиотеки [90].

4.1 Оценки работоспособности традиционных нейронных сетей с
одним и двумя скрытыми слоями в задаче распознавания речевых

команд

Первоначально в нейронных сетях были проведены оценки работоспо
собности традиционных сетей с одним и двумя скрытыми слоями в задаче
распознавания речевых команд. Прежде всего, исходя из стандартных рекомен
даций выбиралась структура нейронной сети. Для простых нейронных сетей с
несколькими скрытыми слоями это количество нейронов в каждом слое. После
этого подбирались параметры сети, такие как скорость обучения, количество
итераций, размер пачки и коэффициент регуляризации. Далее, для выбранных
оптимальных параметров проводилось распознавание всех записей на обучаю
щей базе, состоящей из одного и двух дикторов.

Простая нейронная сеть с одним скрытым слоем состоит из входного слоя,
содержащего 18× 25 = 450 входов (равно размеру входящего параметрическо
го портрета) и выходного слоя, состоящего из 20 нейронов (равно количеству
распознаваемых слов). Сеть является полностью связанной, то есть каждый
входной элемент соединён синапсами с выходными нейронами. Получается, что
в нейронной сети есть 450×20 = 9000 синапсов или весов, которые подбираются
в процессе обучения. Для последнего слоя используется функция softmax для
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нормировки полученных выходных вероятностей. Для обучения простой ней
ронной сети с одним скрытым слоем в качестве функции потерь используется
перекрёстная энтропия. В простой нейронной сети с одним скрытым слоем регу
ляризация обычно не применяется. В процессе обучения используется вариант
оптимизации Adam (adaptive moment estimation — адаптивная оценка момен
тов) для стохастического градиентного спуска. На рисунке 4.1 представлена
структура полученной простой нейронной сети с одним скрытым слоем.

Рисунок 4.1 — Структура используемой простой нейронной сети с одним
скрытым слоем

Для нейронной сети с одним скрытым слоем сначала подбиралось коли
чество итераций обучения и скорость обучения при фиксированном размере
пачки, равному 600 записей. Результаты подбора приведены в таблице 26, оп
тимальное значение выделено жирным.

Оптимальное количество итераций получилось равным 3000, а оптималь
ная скорость обучения — 0.1.

Затем подбиралось количество итераций обучения и размер пачки при
фиксированной скорости обучения, равной 0.1. Результаты подбора приведены
в таблице 27, оптимальное значение выделено жирным.

Оптимальное количество итераций получилось равным 3000, а оптималь
ный размер пачки — 600.

Оптимальными параметрами нейронной сети стали: количество итераций
обучения — 3000, скорость обучения — 0.1 и размер пачки 600. Результаты рас
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Таблица 26 — Подбор количества итераций и скорости обучения для
нейронной сети с одним скрытым слоем, в таблице указан процент
неправильных распознаваний
Скорость Количество итераций
обучения 100 1000 3000 10000 30000
0.00001 95.68 93.80 94.36 91.02 53.87
0.00003 95.31 94.12 92.48 66.04 40.00
0.0001 95.49 90.79 71.89 43.99 34.81
0.0003 95.93 74.85 49.05 39.88 33.16
0.001 91.96 51.37 43.33 38.07 31.64
0.003 82.46 44.51 41.49 38.93 33.57
0.01 54.64 40.15 39.47 36.25 37.93
0.03 40.85 37.48 34.53 31.14 31.56
0.1 23.96 24.25 23.56 22.45 22.59
0.3 19.65 19.28 20.33 18.13 19.24
1 18.40 19.34 20.32 19.70 18.24

Таблица 27 — Подбор количества итераций и размера пачки для нейронной
сети с одним скрытым слоем, в таблице указан процент неправильных
распознаваний
Размер Количество итераций
пачки 100 1000 3000 10000 30000
10 79.16 79.38 79.92 79.35 79.12
30 61.11 61.85 61.64 57.45 58.35
60 48.60 44.98 48.23 46.13 46.12
120 36.97 34.37 37.01 34.99 34.93
200 30.00 31.75 30.22 26.52 28.96
300 27.70 24.25 27.15 25.85 28.56
450 25.34 25.13 24.23 22.78 26.93
600 24.54 22.16 23.28 22.81 25.65

познаваний для нейронной сети с одним скрытым слоем приведены в таблице
28 для случая обучения на наборе данных, состоящем из записей одного дик
тора, и в таблице 29 для случая обучения на наборе данных, состоящем из
записей двух дикторов.
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Таблица 28 — Результаты распознавания слов нейронной сетью с одним
скрытым слоем на обучающем наборе из одного диктора, в таблице указан
процент неправильных распознаваний
Набор Диктор для распознавания
обучения М1 М2 М4 М5 М7 М8 М9 М12 РД
М1 0.00 32.83 18.50 28.83 35.17 35.83 21.67 47.50 24.67
М2 16.50 0.00 12.17 15.50 22.17 23.33 27.00 22.67 11.33
М4 13.33 26.33 0.17 22.00 19.67 29.67 19.33 28.17 15.00
М5 23.50 23.83 12.00 0.00 30.50 18.33 23.50 24.17 17.67
М7 22.00 24.17 14.00 28.17 0.00 29.67 29.83 29.33 4.83
М8 16.67 21.67 18.67 15.17 36.33 0.67 25.00 26.67 20.50
М9 13.67 28.67 14.83 28.50 29.17 24.83 0.00 37.00 30.67
М12 20.00 22.00 19.83 29.67 29.83 20.50 26.00 0.00 21.50
РД 38.67 42.67 25.33 41.83 19.83 49.33 41.67 49.83 0.00

Таблица 29 — Результаты распознавания слов нейронной сетью с одним
скрытым слоем на обучающем наборе из двух дикторов, в таблице указан
процент неправильных распознаваний
Набор Диктор для распознавания
обучения М1 М2 М4 М5 М7 М8 М9 М12 РД
М1,М2 2.50 4.50 11.50 22.67 27.00 19.50 18.00 25.83 19.67
М2,М4 15.33 4.17 2.33 15.83 17.67 22.50 18.67 20.50 8.50
М4,М5 14.50 21.00 2.17 2.83 21.83 22.33 21.00 25.33 16.50
М5,М7 8.50 15.00 6.00 3.00 3.00 18.83 19.83 19.00 7.17
М7,М8 13.83 13.67 10.00 12.00 3.50 5.33 19.67 15.50 4.50
М8,М9 10.33 21.00 12.17 18.83 29.50 4.00 3.67 25.83 19.50
М9,М12 14.33 21.00 14.17 21.50 24.67 20.50 3.67 2.50 17.83
М12,РД 16.33 22.83 12.00 17.33 21.50 23.33 25.17 3.50 2.00

Среднее количество ошибок при распознавании записей, не входящих в
обучающий набор, равно 25.16 % для первого случая и 17.84 % для второго.

Далее рассмотрено распознавание с помощью простой нейронной сети
с двумя скрытыми слоями. Он состоит из входного слоя, содержащего 18 ×
25 = 450 входов (равно размеру входящего параметрического портрета), един
ственного скрытого слоя из 95 нейронов и выходного слоя, состоящего из 20
нейронов (равно количеству распознаваемых слов). Количество нейронов в
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скрытом слое выбиралось исходя из рекомендации, согласно которой количе
ство элементов в каждом слое должно убывать в геометрического прогрессии.
Сеть является полностью связанной, то есть каждый входной элемент соеди
нён синапсами с нейронами скрытого слоя, а каждый нейрон скрытого слоя
соединён со всеми выходными нейронами. Общее количество синапсов равно
450×95+95×20 = 44650, веса которых нужно подобрать в процессе обучения.
По этой причине стоит использовать большее число обучающих итераций. Для
скрытого слоя используется функция активации ReLU (rectified linear unit), за
даваемая уравнением 𝑓(𝑥) = max(0, 𝑥). Также применена регуляризация для
синапсов, соединяющих скрытый слой с выходным слоем. Аналогично про
стой нейронной сети с одним скрытым слоем, в данном случае используется
функция softmax для нормировки полученных выходных вероятностей, пере
крёстная энтропия в качестве функции потерь и вариант оптимизации Adam
для стохастического градиентного спуска. На рисунке 4.2 представлена струк
тура полученной нейронной сети с одним скрытым слоем.

Рисунок 4.2 — Структура используемой нейронной сети с двумя скрытыми
слоями

Для нейронной сети с двумя скрытыми слоями сначала подбиралось ко
личество итераций обучения и скорость обучения при фиксированном размере
пачки, равному 600 записей. Результаты подбора приведены в таблице 30, оп
тимальное значение выделено жирным.

Оптимальное количество итераций равно 30000, а оптимальная скорость
обучения — 0.001.
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Таблица 30 — Подбор количества итераций и скорости обучения для простой
нейронной сети с двумя скрытыми слоями, в таблице указан процент
неправильных распознаваний
Скорость Количество итераций
обучения 100 1000 3000 10000 30000 100000
0.00001 94.72 95.20 92.48 77.56 47.65 37.96
0.00003 95.22 92.02 82.61 59.42 38.57 33.31
0.0001 94.45 82.58 58.62 39.54 31.09 25.71
0.0003 93.14 56.03 46.72 35.81 30.91 22.67
0.001 83.44 47.75 40.83 30.78 25.34 20.51
0.003 62.90 51.70 43.55 28.81 31.67 31.84
0.01 79.46 74.27 52.63 55.74 75.28 89.29
0.03 94.19 93.45 91.46 93.58 94.33 94.16
0.1 94.13 94.26 94.61 95.01 94.98 94.47
0.3 94.43 94.80 95.03 95.02 94.87 94.97
1 94.98 95.11 95.03 95.06 94.88 95.02

Затем подбиралось количество итераций обучения и коэффициент регу
ляризации при фиксированной скорости обучения, равной 0.001. Результаты
подбора приведены в таблице 31, оптимальное значение выделено жирным.

Таблица 31 — Подбор количества итераций и коэффициента регуляризации
для простой нейронной сети с двумя скрытыми слоями, в таблице указан
процент неправильных распознаваний
Коэффициент Количество итераций
регуляризации 100 1000 3000 10000 30000 100000
0.3 89.67 92.68 87.50 79.63 79.77 77.44
0.4 85.86 88.99 83.71 71.69 66.40 66.41
0.5 85.46 87.27 84.37 65.18 56.98 56.42
0.6 85.40 86.56 78.40 59.11 52.15 48.66
0.7 83.28 80.97 78.42 51.52 42.78 38.91
0.8 80.65 72.03 67.75 42.64 36.27 32.67
0.9 83.71 46.72 41.38 33.38 23.30 20.03
1.0 85.23 51.60 48.78 46.84 48.14 40.41
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Оптимальное количество итераций равно 30000, а оптимальный коэффи
циент регуляризации — 0.9.

Оптимальными параметрами нейронной сети стали: количество итераций
обучения — 30000, скорость обучения — 0.001, размер пачки 600 и коэффициент
регуляризации — 0.9. Результаты распознаваний для нейронной сети с двумя
скрытыми слоями приведены в таблице 32 для случая обучения на наборе дан
ных, состоящем из записей одного диктора, и в таблице 33 для случая обучения
на наборе данных, состоящем из записей двух дикторов.

Таблица 32 — Результаты распознавания слов нейронной сетью с двумя
скрытыми слоями на обучающем наборе из одного диктора, в таблице указан
процент неправильных распознаваний
Набор Диктор для распознавания
обучения М1 М2 М4 М5 М7 М8 М9 М12 РД
М1 0.00 28.00 18.50 31.83 39.50 24.83 12.83 46.00 31.33
М2 38.67 0.33 34.67 33.83 43.50 36.17 38.67 31.83 35.33
М4 13.83 17.17 0.17 15.33 15.50 24.67 15.33 22.33 9.50
М5 12.50 19.33 7.33 0.00 18.50 22.00 17.67 16.50 11.17
М7 28.33 34.33 12.67 33.33 0.00 62.83 39.50 48.00 3.67
М8 15.67 18.00 18.33 22.83 34.50 0.83 20.17 25.00 18.17
М9 10.00 26.00 15.50 27.50 30.00 22.67 0.00 29.33 25.33
М12 37.50 23.67 38.83 35.50 33.17 28.83 38.00 0.00 27.00
РД 32.83 36.00 23.17 38.67 15.67 43.83 42.67 41.83 0.00

Среднее количество ошибок при распознавании записей, не входящих в
обучающий набор, равно 26.99 % для первого случая и 18.43 % для второго.

В итоге, можно сказать, что традиционные нейронные сети с одним и
двумя скрытыми слоями показали неудовлетворительные результаты распозна
вания, с количеством ошибок в несколько раз больше, чем в ранее приведённых
алгоритмах. Далее в разделе будут рассмотрены более подходящие алгоритмы.
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Таблица 33 — Результаты распознавания слов нейронной сетью с двумя
скрытыми слоями на обучающем наборе из двух дикторов, в таблице указан
процент неправильных распознаваний
Набор Диктор для распознавания
обучения М1 М2 М4 М5 М7 М8 М9 М12 РД
М1,М2 3.00 3.83 17.83 24.83 34.50 21.17 25.50 40.33 31.50
М2,М4 7.83 4.83 3.33 20.50 21.50 17.17 13.17 27.33 17.83
М4,М5 18.17 21.33 2.33 1.83 23.50 17.33 18.17 21.33 16.83
М5,М7 14.00 13.50 7.33 2.50 3.00 18.50 21.67 18.33 11.00
М7,М8 12.00 19.83 9.50 16.17 2.83 5.17 20.83 16.67 4.17
М8,М9 7.17 17.67 7.50 10.33 28.00 1.83 2.33 16.33 21.83
М9,М12 13.17 26.33 14.00 20.17 25.17 21.83 4.00 3.67 14.83
М12,РД 19.33 15.83 16.00 15.33 15.17 19.67 25.33 2.33 0.33
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4.2 Разработка структур нейронных сетей глубокого обучения для
распознавания речевых команд

После этого происходил выбор новых архитектур искусственных ней
ронных сетей, преимущественно среди рекуррентных сетей и сетей глубокого
обучения, которые наиболее подходят для задач распознавания речи. Выбра
ны нейронные сети архитектуры CNN (convolutional neural network, нейронные
сети на основе свёртки).

Итоговая используемая архитектура имеет по 2 слоя свёртки и выборки,
за которыми идут 3 полностью связанных слоя. Между полностью связанным
слоями производится регуляризация, состоящая в случайном выбрасывании
определённого количества нейронов в процессе обучения. Такой приём, также,
как и в случае простых нейронных сетей с несколькими скрытыми слоями,
улучшает работу сети, предотвращает переобучение и повышает стабильность
результатов. Структура нейронной сети представлена на рисунке 4.3.

Рисунок 4.3 — Архитектура используемой нейронной сети CNN

Входной массив является обычным параметрическим портретом. Теперь,
в отличии от нейронных сетей с одним или несколькими скрытыми слоями, нет
необходимости преобразовывать параметрический портрет с двумя измерени
ями в одномерный массив. Далее идёт слой свёртки с 32 фильтрами свёртки
размером 3×3. Затем следует слой выборки с размером ядра 2, то есть каждый
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участок каждой карты признаков размером 2×2 преобразуется в один элемент
в новой карте признаков. После этого идёт слой свёртки с 64 фильтрами, каж
дый из которых применяется ко всем картам признаков и на выходе этого слоя
получается 64 карты признаков. Далее ещё один слой выборки с размером ядра
2, за которым идут три полностью связанных слоя со 128, 256 и 20 элементами
соответственно, где 20 — это количество распознаваемых слов. Таким образом,
общее количество параметров данной нейронной сети равно (3×3×1+1)×32+

(3×3×32+1)×64+(64×3×5+1)×128+(128+1)×256+(256+1)×20 = 179988.
В слоях свёртки, также, как и многослойных персепронах, используется

функция активации ReLU. В первых двух полностью связанных слоях использу
ется гиперболический тангенс в качестве функции активации, который задаётся
уравнением 𝑓(𝑥) = tanh(𝑥) = 𝑒𝑥−𝑒−𝑥

𝑒𝑥+𝑒−𝑥 . Также, после обоих скрытых полностью
связанных слоев применяется регуляризация для предотвращения переобуче
ния сети. Для последнего полностью связанного слоя используется функция
softmax для нормировки полученных выходных вероятностей. Для обучения
данного типа нейронных сетей в качестве функции потерь используется пере
крёстная энтропия. В процессе обучения используется вариант оптимизации
Adam для стохастического градиентного спуска.

Приведённые выше количество и размеры фильтров, а также размеры
финальных полностью связанных слоев взяты из эмпирических рекомендаций
для распознавания изображений с помощью CNN. Параметрический портрет
является своего рода изображением, поэтому было решено использовать ана
логичные параметры.

Важным является вопрос использования CNN для малых обучающих вы
борок, размер которых в нашем случае будет составлять от 300 до 4900 записей.
Также стоит отметить небольшое количество классов: 20 для распознавания
слов и 11 для распознавания фраз. При этом количество элементов каждого
класса в обучающей выборке не меньше 30.

Хотя изначально CNN обучались на больших выборках, в последнее время
были получены обнадёживающие результаты на обучающих выборках неболь
шого размера. Например, в работе [91] использовалось 27000 элементов из 121
несбалансированного класса для распознавания изображений, а в работе [92]
была использована база данных CIFAR-10 [93] c 50000 элементами из 10 клас
сов в обучающей выборке. При этом, при соблюдении определённых условий
CNN показывают хорошие результаты при обучении на маленьких выборках,



116

размером 100–1000 элементов, даже при количестве обучаемых параметров по
рядка нескольких сотен тысяч [94]. Количество обновлений градиента на одной
итерации равно числу элементов в обучающей выборке, следовательно, необхо
димо уделить особое внимание количеству итераций и убедиться в сходимости
процесса обучения. Рекомендуется использовать функцию активации ReLU для
более быстрого схождения процесса обучения и различные способы регуляри
зации для предотвращения переобучения. Все указанные рекомендации были
применены в используемой архитектуре CNN, что позволило надеяться на хо
роший результат.

Был произведён подбор параметров модели и выбор оптимальной сети на
небольшой обучающей выборке при распознавании фраз вне этой выборки. Под
бирались оптимальные значения для количества итераций обучения и скорость
обучения при фиксированном размере пачки, равному 600 записей. Результаты
подбора приведены в таблице 34, оптимальное значение выделено жирным.

Таблица 34 — Подбор количества итераций и скорости обучения для CNN при
распознавании слов, в таблице указан процент неправильных распознаваний
Скорость Количество итераций
обучения 100 1000 3000 10000 30000
0.00001 70.70 22.60 13.50 9.50 7.50
0.00003 42.10 13.20 9.00 7.10 6.50
0.0001 28.50 9.20 7.20 6.30 6.00
0.0003 20.60 7.70 6.50 5.30 6.10
0.001 44.00 8.40 8.10 8.30 8.80
0.003 84.00 10.80 9.10 11.70 11.20
0.01 94.20 52.90 43.20 — —
0.03 95.10 94.90 94.90 — —
0.1 95.00 95.00 95.00 — —

Оптимальными параметрами нейронной сети стали: количество итераций
обучения — 10000, скорость обучения — 0.0003 и размер пачки 600. Результаты
распознаваний для CNN на одном и нескольких дикторах приведены ниже.
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4.3 Экспериментальное оценивание характеристик распознавания

Проведён следующий эксперимент. Записи каждого диктора разбивались
на 2 части. На первой части обучалась CNN, а вторая часть использовалась в ка
честве тестовой выборки. Результаты этих распознаваний приведены на рисунке
4.4. В столбцах отложено количество записей для каждого слова, содержащих
ся в обучающей выборке. В строках указан диктор, для которого проводилось
обучение и распознавание.

Рисунок 4.4 — Результаты распознавания слов CNN при обучении на том же
дикторе, в таблице указан процент неправильных распознаваний

Видно, что достаточно обучиться на 7 записях, чтобы ошибка стала ниже
2 %, на 15 записях, чтобы стала ниже 1 % и на 21 записи для 0.5 % ошибок.
Данные результаты показывают, к каким величинам ошибок нужно стремиться
при распознавании записей других дикторов для исключения эффекта дикто
розависимости.

После этого проводилось распознавание с помощью одного диктора. Это
означает, что нейронная сеть обучалась на записях одного диктора и затем за
писи всех дикторов распознавались на этой нейронной сети. При распознавании
слов из обучающей выборки в среднем получается 0.0 % ошибок, а для распо
знавания слов из тестовой выборки — 5.9 % ошибок. Подробные результаты
приведены в таблице 35.

Далее было проведено распознавание с помощью трёх дикторов. При рас
познавании слов из обучающей выборки в среднем получается 0.0 % ошибок,
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Таблица 35 — Результаты распознавания слов с помощью CNN на обучающем
наборе из одного диктора в условиях без шума, в таблице указан процент
неправильных распознаваний
Набор Диктор для распознавания
обучения М1 М2 М4 М5 М7 М8 М9 М12 РД
М1 0.0 6.3 2.5 7.7 7.8 8.2 2.5 4.7 5.3
М2 1.7 0.0 0.7 3.3 2.7 9.5 6.0 8.3 1.0
М4 2.7 6.2 0.2 3.0 3.0 5.3 5.0 6.8 0.8
М5 6.2 7.8 2.0 0.0 7.3 6.0 6.5 2.8 3.3
М7 9.5 7.8 2.3 5.5 0.0 22.0 10.3 24.5 3.7
М8 4.5 4.7 2.8 3.3 10.0 0.0 6.3 2.5 3.0
М9 2.3 6.7 3.7 3.7 7.5 7.8 0.0 7.5 2.7
М12 5.2 7.3 6.0 4.7 9.2 6.3 8.0 0.0 3.8
РД 7.2 7.7 4.0 4.7 2.5 9.3 11.3 13.2 0.0

а для распознавания слов из тестовой выборки — 1.7 % ошибок. Подробные
результаты приведены в таблице 36.

Таблица 36 — Результаты распознавания слов с помощью CNN на обучающем
наборе из трёх дикторов в условиях без шума, в таблице указан процент
неправильных распознаваний
Набор Диктор для распознавания
обучения М1 М2 М4 М5 М7 М8 М9 М12 РД
М1,М2,М4 0.0 0.0 0.2 2.3 0.7 3.7 2.0 2.7 0.7
М2,М4,М5 1.7 0.0 0.2 0.0 1.3 3.2 1.7 1.7 0.2
М4,М5,М7 2.3 2.2 0.2 0.0 0.0 3.3 1.7 4.0 0.3
М5,М7,М8 2.0 2.3 0.7 0.0 0.0 0.0 1.8 1.3 0.7
М7,М8,М9 1.3 1.7 0.7 1.0 0.0 0.0 0.0 1.8 0.0
М8,М9,М12 1.7 3.3 0.8 0.5 2.7 0.0 0.0 0.0 1.0
М9,М12,РД 1.7 3.8 0.5 1.3 1.2 2.5 0.0 0.0 0.0
М12,РД,М1 0.0 2.3 0.5 1.2 2.0 1.7 1.8 0.0 0.0
РД,М1,М2 0.0 0.0 0.3 1.5 0.7 3.0 2.0 2.2 0.0

Для распознавания большим числом дикторов были составлены несколь
ко наборов данных для обучения. Каждый набор состоит из записей слов 7
различных дикторов. Далее на нейронных сетях, обученных на составленных



119

наборах, производились распознавания на обучающей и тестовой выборках. В
таблице 37 приведены результаты описанных распознаваний.

Таблица 37 — Результаты распознавания слов для случая записей без шума
при распознавании на обучающем наборе из семи дикторов, в таблице указан
процент неправильных распознаваний

Диктор для распознавания
Набор обучения М1 М2 М4 М5 М7 М8 М9 М12 РД
М1,М2,М4,М5,М7,М8,М9 0.0 0.0 0.2 0.0 0.0 0.0 0.0 0.5 0.0
М2,М4,М5,М7,М8,М9,М12 0.8 0.0 0.2 0.0 0.0 0.0 0.0 0.0 0.0
М4,М5,М7,М8,М9,М12,РД 1.2 1.2 0.2 0.0 0.0 0.0 0.0 0.0 0.0
М5,М7,М8,М9,М12,РД,М1 0.0 1.2 0.2 0.0 0.0 0.0 0.0 0.0 0.0
М7,М8,М9,М12,РД,М1,М2 0.0 0.0 0.5 0.5 0.0 0.0 0.0 0.0 0.0
М8,М9,М12,РД,М1,М2,М4 0.0 0.0 0.2 0.3 0.3 0.0 0.0 0.0 0.0
М9,М12,РД,М1,М2,М4,М5 0.0 0.0 0.2 0.0 0.7 1.2 0.0 0.0 0.0
М12,РД,М1,М2,М4,М5,М7 0.0 0.0 0.2 0.0 0.0 1.5 0.5 0.0 0.0
РД,М1,М2,М4,М5,М7,М8 0.0 0.0 0.2 0.0 0.0 0.0 0.7 0.5 0.0

При распознавании слов из обучающей выборки ошибок нет, а для распо
знавания слов из тестовой выборки в среднем получается 0.6 % ошибок.

В таблице 38 приведены суммарные результаты распознавания записей
без шума при обучении на различном числе дикторов.

Таблица 38 — Суммарные результаты распознаваний слов на обучающих
наборах из различного количества дикторов для случая записей без шума
Количество дикторов 1 2 3 4 5 6 7
Процент ошибок 5.9 2.4 1.7 1.2 1.0 0.8 0.6

Из результатов можно сделать вывод, что процент ошибок стабильно сни
жается при увеличении количества дикторов в обучающей базе. Большее число
дикторов позволяет избавиться от дикторозависимости, что положительно ска
зывается на качестве распознавания.
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4.4 Обучение и тестирование CNN на данных содержащих шум
кабины пилотов современного магистрального самолёта

В данном подразделе приведены результаты распознавания записей в
условиях шума. Шум моделировался следующим образом. Для каждой записи
выбирались уникальные отрезки шума из записи шума кабины самолёта Boeing
со средней громкостью более 80 дБ. При этом громкость шума нормировалась
так, чтобы отношение сигнал/шум было равно некоторой фиксированной ве
личине.

Проведён эксперимент по распознаванию записей того же диктора, записи
которого использовались в качестве обучающей выборки. Также как и случае
записей без шума, записи каждого диктора разбивались на 2 части: на первой
части обучалась CNN, а вторая часть использовалась в качестве тестовой вы
борки. Результаты этих распознаваний приведены на рисунке 4.5. По столбцам
отложено количество записей для каждого слова, содержащихся в обучающей
выборке. В столбцах указан уровень наложенного шума. Приведённые резуль
таты являются усреднёнными значениями по всем дикторам.

Рисунок 4.5 — Усреднённые результаты распознавания слов с помощью CNN в
условиях различных уровней шума при обучении на том же дикторе, в

таблице указан процент неправильных распознаваний

Видно, что результаты монотонно ухудшаются с увеличением уровня шу
ма, при этом по величине ухудшение оказывается незначительным. Например,
при использовании 15 записей в обучающей выборке при отсутствии шума полу
чается 0.9 % ошибок, а при отношении сигнал/шум равном 1 получается 1.9 %
ошибок. Аналогичные значения при обучении на 9 записях равны 1.8 и 3.2 %
соответственно. Данные результаты показывают, к каким величинам ошибок
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нужно стремиться при распознавании записей с шумом других дикторов для
исключения эффекта дикторозависимости.

После этого было проведено обычное распознавание одним диктором с на
ложением одного варианта шума. Здесь и далее громкость шума нормировалась
так, чтобы отношение сигнал/шум было равно 4. Для увеличения обучающей
выборки и улучшения процесса обучения на записи могут накладываться раз
личные уникальные варианты шума. В таблице 39 представлено 2 варианта
эксперимента. В первом случае обучение проводилось на записях с шумом, а
распознавались записи без шума.

Таблица 39 — Результаты распознавания слов для случая записей с шумом
при распознавании на обучающем наборе из одного диктора, в таблице указан
процент неправильных распознаваний
Набор Диктор для распознавания
обучения М1 М2 М4 М5 М7 М8 М9 М12 РД

обучение с шумом, распознавание без шума
М1 0.0 13.8 6.3 12.2 11.7 14.8 9.3 16.7 9.0
М2 7.2 0.2 15.8 12.0 27.7 10.0 18.3 9.2 11.5
М4 5.8 7.0 0.3 10.0 6.5 10.3 7.3 13.2 1.3
М5 7.0 10.0 3.8 0.0 13.0 7.5 11.8 4.8 8.0
М7 14.5 13.3 7.3 15.2 0.2 18.2 14.7 24.7 5.3
М8 9.2 7.8 7.7 7.5 16.3 0.0 12.2 8.7 5.2
М9 5.0 11.2 8.5 9.2 14.2 11.3 0.0 14.3 10.3
М12 12.3 11.0 16.3 14.8 16.8 14.3 18.5 0.2 9.3
РД 19.7 14.8 11.5 15.2 8.7 19.5 18.7 24.2 1.7

обучение с шумом, распознавание с шумом
М1 0.0 11.2 5.7 14.0 14.2 17.0 4.3 11.8 8.3
М2 3.3 0.0 2.2 5.0 8.3 11.5 7.2 8.2 1.2
М4 5.3 10.2 0.0 11.3 5.3 16.3 7.5 12.0 2.3
М5 8.0 10.2 3.3 0.0 11.5 10.2 8.5 4.7 8.2
М7 11.7 12.2 5.3 11.8 0.0 26.8 12.3 25.7 0.8
М8 7.8 8.5 5.7 4.7 10.0 0.0 11.7 8.8 6.0
М9 5.3 9.3 8.2 9.2 10.3 20.2 0.0 19.5 13.2
М12 8.8 11.2 7.7 8.0 8.7 14.5 10.0 0.0 6.2
РД 10.5 11.2 5.8 11.2 4.5 14.8 15.2 19.7 0.0
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Средняя ошибка при распознавании записей диктора, на которых прово
дилось обучение, равна 0.3 %, а средняя ошибка для записей других дикторов
— 11.8 %. Во втором случае и обучение, и распознавание проводилось на запи
сях с шумом. На записях, на которых проводилось обучение, ошибок не было, а
средняя ошибка для записей других дикторов равна 9.7 %. Из этих результатов
видно, что для обоих вариантов распознавания ошибка получается выше, чем
при использовании записей без шума. Также проводился эксперимент, в кото
ром обучение проводилось на записях без шума, а распознавания на записях
с шумом. Для этого варианта количество ошибок получалось в несколько раз
больше, чем для предыдущих, поэтому в дальнейшем такой вариант исполь
зоваться не будет.

Далее был проведён аналогичный эксперимент, но с тем отличием, что
для обучения использовались записи с семью различными наложенными вари
антами шума. Для первого эксперимента средняя ошибка при распознавании
записей диктора, на которых проводилось обучение, равна 0.0 %, а средняя
ошибка для записей других дикторов — 8.5 %. Для второго эксперимента на
записях, на которых проводилось обучение, ошибок не было, а средняя ошибка
для записей других дикторов равна 8.2 %. Как видно из результатов, использо
вание нескольких вариантов шумов заметно улучшает качество распознавания.
Результаты данных экспериментов приведены в таблице 40.

После этого было проведено обучение нейронной сети на 3 дикторах в
условиях шума и последующее распознавания записей. Первый эксперимент
предполагает использование одного варианта шума при обучении, а второй экс
перимент — 3 варианта шума. В обоих случаях средняя величина ошибки при
распознавании записей диктора, на которых проводилось обучение, равна 0.0 %.
Для случая распознавания записей других дикторов ошибка равна 2.8 % для
первого эксперимента и 2.5 % для второго. Подробные результаты эксперимен
тов приведены в таблице 41.

Из полученных в данном и предыдущих экспериментах результатов
можно сделать вывод, что использование дополнительных вариантов шума,
наложенных на одни и те же исходные записи помогает улучшить обучение
нейронной сети и, как следствие, качество распознавания речевых команд. То
есть практика показывает, что чем больше вариантов шума используется, тем
лучше получаются результаты. Единственное ограничение — это вычислитель
ная мощность компьютера, используемого при обучении нейронной сети.
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Таблица 40 — Результаты распознавания слов для случая записей с шумом
при распознавании на обучающем наборе из одного диктора с 7 вариантами
шума, в таблице указан процент неправильных распознаваний
Набор Диктор для распознавания
обучения М1 М2 М4 М5 М7 М8 М9 М12 РД

обучение с шумом, распознавание без шума
М1 0.0 10.2 5.8 10.8 10.3 13.5 7.3 11.7 10.3
М2 3.7 0.0 2.5 5.0 9.2 9.5 7.8 5.2 1.2
М4 4.5 7.3 0.2 6.3 5.8 8.5 8.7 9.8 2.3
М5 6.0 8.3 2.2 0.0 7.0 4.7 7.0 4.2 5.7
М7 12.2 12.3 6.0 15.5 0.0 21.2 9.3 29.0 4.3
М8 6.0 5.7 3.7 3.3 7.8 0.0 9.2 8.8 4.2
М9 4.7 10.5 7.3 7.3 12.0 7.5 0.0 10.0 11.7
М12 8.7 9.8 10.8 11.0 9.2 10.0 7.5 0.0 5.2
РД 13.3 10.8 5.7 8.2 4.3 12.3 15.2 19.3 0.0

обучение с шумом, распознавание с шумом
М1 0.0 8.5 4.0 9.5 13.7 13.3 3.8 8.3 7.2
М2 2.5 0.0 2.7 5.5 5.8 12.5 5.8 5.0 1.7
М4 6.0 7.3 0.0 9.5 5.2 13.3 8.3 11.3 2.0
М5 5.7 8.2 1.5 0.0 7.8 7.8 7.3 4.7 4.8
М7 10.7 12.2 5.7 13.2 0.0 24.2 10.7 20.5 1.3
М8 5.0 8.2 3.3 4.2 8.2 0.0 8.7 10.7 3.8
М9 4.3 10.5 5.7 6.7 7.2 15.7 0.0 13.0 6.8
М12 7.8 11.5 7.0 6.5 7.3 12.5 5.3 0.0 5.8
РД 10.8 13.5 5.3 10.5 3.5 15.5 14.3 13.5 0.0

Результаты эксперимента на записях с наложенным шумом при обучении
на 7 дикторах приведены в таблице 42.

В данном эксперименте при обучении использовалось 3 варианта шума.
При распознавании слов из обучающей выборки средняя ошибка равна 0.0 %,
а для распознавания слов из тестовой выборки получается в среднем 1.1 %
ошибок.

В таблице 43 приведены суммарные результаты распознавания записей с
шумом при обучении на различном числе дикторов и различном количестве
наложенных шумов.
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Таблица 41 — Результаты распознавания слов для случая записей с шумом
при распознавании на обучающем наборе из трёх дикторов с 1 и 3 вариантами
шума, в таблице указан процент неправильных распознаваний
Набор Диктор для распознавания
обучения М1 М2 М4 М5 М7 М8 М9 М12 РД

1 вариант шума
М1,М2,М4 0.0 0.0 0.2 4.0 2.7 7.3 3.5 2.7 0.8
М2,М4,М5 2.5 0.0 0.2 0.0 2.7 4.5 3.8 1.3 0.5
М4,М5,М7 3.5 4.3 0.2 0.0 0.0 5.7 3.8 4.0 0.3
М5,М7,М8 2.8 3.5 1.2 0.0 0.0 0.0 4.2 2.0 0.5
М7,М8,М9 2.7 3.7 1.2 1.0 0.0 0.0 0.0 2.0 0.2
М8,М9,М12 2.3 4.3 1.5 1.0 3.5 0.0 0.0 0.0 3.5
М9,М12,РД 2.3 4.3 1.0 2.3 2.8 6.5 0.0 0.0 0.0
М12,РД,М1 0.0 4.7 1.2 2.3 2.8 6.5 2.2 0.0 0.0
РД,М1,М2 0.0 0.0 1.5 0.8 1.8 6.7 2.5 1.8 0.0

3 варианта шума
М1,М2,М4 0.0 0.0 0.2 2.0 2.8 7.3 2.8 2.3 1.7
М2,М4,М5 0.8 0.0 0.2 0.0 2.3 3.7 2.7 2.2 1.3
М4,М5,М7 2.5 4.2 0.2 0.0 0.0 5.0 3.7 2.0 0.5
М5,М7,М8 2.3 3.0 1.2 0.0 0.0 0.0 3.2 2.0 0.7
М7,М8,М9 2.5 3.5 1.0 0.5 0.0 0.0 0.0 2.5 0.2
М8,М9,М12 3.3 4.5 2.3 0.7 3.3 0.0 0.0 0.0 2.7
М9,М12,РД 2.8 4.7 1.0 1.2 2.7 5.7 0.0 0.0 0.0
М12,РД,М1 0.0 2.3 1.5 1.7 2.3 4.8 1.8 0.0 0.0
РД,М1,М2 0.0 0.0 0.7 1.7 1.8 8.2 1.8 1.8 0.0

Из результатов можно сделать вывод, аналогичный выводу в предыду
щем подразделе, что процент ошибок стабильно снижается по тем же причинам
при увеличении количества дикторов в обучающей базе. Также можно сделать
вывод, что увеличение количества накладываемых шумов приводит к уменьше
нию числа ошибок, но этот эффект от увеличения обучающей базы выражен
менее заметно. Большое количество шумов в обучающей выборке уменьшает эф
фект переобучения для определённого типа шума, что уменьшает число ошибок
при распознавании записей с другим шумом. Другими словами, «шумонезави
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Таблица 42 — Результаты распознавания слов для случая записей с шумом
при распознавании на обучающем наборе из семи дикторов с 1 и 3 вариантами
шума, в таблице указан процент неправильных распознаваний
Набор Диктор для распознавания
обучения М1 М2 М4 М5 М7 М8 М9 М12 РД

1 вариант шума
М1,М2,М4,М5,М7,М8,М9 0.0 0.0 0.2 0.0 0.0 0.0 0.0 1.3 0.3
М2,М4,М5,М7,М8,М9,М12 1.3 0.0 0.2 0.0 0.0 0.0 0.0 0.0 0.2
М4,М5,М7,М8,М9,М12,РД 1.3 2.0 0.2 0.0 0.0 0.0 0.0 0.0 0.0
М5,М7,М8,М9,М12,РД,М1 0.0 1.8 0.3 0.0 0.0 0.0 0.0 0.0 0.0
М7,М8,М9,М12,РД,М1,М2 0.0 0.0 0.5 0.2 0.0 0.0 0.0 0.0 0.0
М8,М9,М12,РД,М1,М2,М4 0.0 0.0 0.2 0.2 1.3 0.0 0.0 0.0 0.0
М9,М12,РД,М1,М2,М4,М5 0.0 0.0 0.2 0.0 1.0 3.0 0.0 0.0 0.0
М12,РД,М1,М2,М4,М5,М7 0.0 0.0 0.2 0.0 0.0 2.3 1.5 0.0 0.0
РД,М1,М2,М4,М5,М7,М8 0.0 0.0 0.2 0.0 0.0 0.0 1.7 0.7 0.0

3 варианта шума
М1,М2,М4,М5,М7,М8,М9 0.0 0.0 0.2 0.0 0.0 0.0 0.0 0.8 0.3
М2,М4,М5,М7,М8,М9,М12 1.0 0.0 0.2 0.0 0.0 0.0 0.0 0.0 0.2
М4,М5,М7,М8,М9,М12,РД 1.7 2.0 0.2 0.0 0.0 0.0 0.0 0.0 0.0
М5,М7,М8,М9,М12,РД,М1 0.0 1.2 0.2 0.0 0.0 0.0 0.0 0.0 0.0
М7,М8,М9,М12,РД,М1,М2 0.0 0.0 0.2 0.3 0.0 0.0 0.0 0.0 0.0
М8,М9,М12,РД,М1,М2,М4 0.0 0.0 0.2 0.2 1.5 0.0 0.0 0.0 0.0
М9,М12,РД,М1,М2,М4,М5 0.0 0.0 0.2 0.0 1.2 3.0 0.0 0.0 0.0
М12,РД,М1,М2,М4,М5,М7 0.0 0.0 0.2 0.0 0.0 2.2 1.5 0.0 0.0
РД,М1,М2,М4,М5,М7,М8 0.0 0.0 0.2 0.0 0.0 0.0 1.5 0.7 0.0

симость» аналогична дикторонезависимости и достигается путём увеличения
количества разных шумов в обучающей выборке.

И результаты экспериментов с шумом, и результаты без шума оказалась
самыми лучшими при использовании CNN. К недостаткам этого алгоритма
можно отнести большую вычислительную сложность обучения сети. При этом,
само распознавания происходит практически мгновенно.
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Таблица 43 — Суммарные результаты распознавания на обучающей выборке и
на тестовой выборке при обучении на различном числе дикторов для случаев
записей слов без шума и с шумом, в таблице указан процент неправильных
распознаваний
Число Наличие Число Процент ошибок
дикторов шума шумов обучающая выборка тестовая выборка

1 диктор
без шума

1 0.3 11.8
7 0.0 8.5

с шумом
1 0.3 9.7
7 0.0 8.2

3 диктора с шумом
1 0.0 2.8
3 0.0 2.5

7 дикторов с шумом
1 0.0 1.2
3 0.0 1.1
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4.5 Исследование возможности применения CNN для
распознавания отдельных фраз

Для распознавания речевых команд в форме фраз использовалась такая
же архитектура нейронных сетей, как и для слов, описанная в подразделе
4.2. При этом, был произведён подбор параметров CNN, которые во многом
оказались схожими с параметрами, найденными для распознавания слов. Оп
тимальный размер пачки равен 330, т.е. в неё включены все записи фраз.
Оптимальное количество итераций — 10000 и скорость обучения 0.0001. По
дробные результаты подбора приведены ниже в таблице 44.

Таблица 44 — Подбор количества итераций и скорости обучения для CNN при
распознавании фраз, в таблице указан процент неправильных распознаваний
Скорость Количество итераций
обучения 100 1000 3000 10000 30000
0.00001 55.60 26.90 24.40 22.50 21.20
0.00003 36.50 24.30 22.40 22.30 20.40
0.0001 31.80 23.10 23.00 20.40 20.30
0.0003 61.40 41.30 39.20 22.20 21.30
0.001 90.90 22.60 23.40 22.80 30.00
0.003 90.90 75.40 45.40 44.90 63.20
0.01 90.90 90.90 90.90 90.90 90.90

Вначале проводился эксперимент по распознаванию записей того же дик
тора, на котором происходило обучение нейронной сети. Постановка задачи
аналогична случаю распознавания слов и описана в начале подраздела 4.3. Ре
зультаты этих распознаваний приведены на рисунке 4.6.

Видно, что достаточно обучиться на 9 записях, чтобы ошибка стала ниже
5 %, на 15 записях, чтобы стала ниже 2 % и на 21 записи для 1 % ошибок.

Аналогично распознаванию слов проводилось распознавание фраз при
обучении нейронной сети на данных одного диктора в условиях без шума. При
распознавании слов из обучающей выборки в среднем получается 0.0 % ошибок,
а для распознавания слов из тестовой выборки — 18.0 % ошибок. Подробные
результаты приведены в таблице 45.
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Рисунок 4.6 — Результаты распознавания фраз с помощью CNN при обучении
на других записях соответствующего диктора, в таблице указан процент

неправильных распознаваний

Таблица 45 — Результаты распознавания фраз с помощью CNN на обучающем
наборе из одного диктора в условиях без шума, в таблице указан процент
неправильных распознаваний
Набор Диктор для распознавания
обучения АП ВП ЛД МЛ НМ ОР ОП
АП 0.0 31.2 61.2 20.3 36.4 43.6 13.9
ВП 21.5 0.0 12.1 21.5 3.0 9.4 9.7
ЛД 37.6 7.9 0.0 21.8 13.0 21.2 18.8
МЛ 10.0 10.3 13.3 0.0 5.5 15.5 2.1
НМ 30.0 6.4 11.2 22.1 0.0 18.2 7.3
ОР 41.2 9.4 18.2 24.8 9.4 0.0 10.3
ОП 16.1 10.3 23.0 11.2 9.7 17.9 0.0

Далее было проведено распознавание фраз с помощью трёх дикторов. При
распознавании фраз из обучающей выборки в среднем получается 0.0 % ошибок,
а для распознавания слов из тестовой выборки — 6.9 % ошибок. Подробные
результаты приведены в таблице 46.

Для распознавания несколькими дикторами были составлены несколько
наборов данных для обучения. Каждый набор состоит из записей фраз 6 различ
ных дикторов. Далее на нейронных сетях, обученных на приведённых наборах,
производились распознавания на обучающей и тестовой выборках. Как видно
из таблицы 47, для случая фраз без шума средний результат лучше, чем при
распознавании одним или тремя дикторами.
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Таблица 46 — Результаты распознавания фраз с помощью CNN на обучающем
наборе из трёх дикторов в условиях без шума, в таблице указан процент
неправильных распознаваний
Набор Диктор для распознавания
обучения АП ВП ЛД МЛ НМ ОР ОП
АП,ВП,ЛД 0.0 0.0 0.0 5.2 1.5 12.4 2.7
ВП,ЛД,МЛ 10.0 0.0 0.0 0.0 2.4 7.9 1.2
ЛД,МЛ,НМ 12.7 5.8 0.0 0.0 0.0 8.8 3.0
МЛ,НМ,ОР 13.6 5.8 5.5 0.0 0.0 0.0 1.5
НМ,ОР,ОП 26.4 4.8 7.0 11.8 0.0 0.0 0.0
ОР,ОП,АП 0.0 3.6 9.7 6.1 4.2 0.0 0.0
ОП,АП,ВП 0.0 0.0 3.6 5.8 3.0 6.1 0.0

Таблица 47 — Результаты распознавания фраз с помощью CNN на обучающем
наборе из шести дикторов в условиях без шума, в таблице указан процент
неправильных распознаваний
Набор Диктор для распознавания
обучения АП ВП ЛД МЛ НМ ОР ОП
АП,ВП,ЛД,МЛ,НМ,ОР 0.0 0.0 0.0 0.0 0.0 0.0 1.5
ВП,ЛД,МЛ,НМ,ОР,ОП 10.0 0.0 0.0 0.0 0.0 0.0 0.0
ЛД,МЛ,НМ,ОР,ОП,АП 0.0 2.4 0.0 0.0 0.0 0.0 0.0
МЛ,НМ,ОР,ОП,АП,ВП 0.0 0.0 3.3 0.0 0.0 0.0 0.0
НМ,ОР,ОП,АП,ВП,ЛД 0.0 0.0 0.0 5.5 0.0 0.0 0.0
ОР,ОП,АП,ВП,ЛД,МЛ 0.0 0.0 0.0 0.0 0.6 0.0 0.0
ОП,АП,ВП,ЛД,МЛ,НМ 0.0 0.0 0.0 0.0 0.0 5.8 0.0

При распознавании слов из обучающей выборки ошибок нет, а для распо
знавания слов из тестовой выборки в среднем получается 4.2 % ошибок.

В таблице 48 приведены суммарные результаты распознавания фраз без
шума при обучении на различном количестве дикторов.

Таблица 48 — Суммарные результаты распознавания при обучении на наборе
из различного числа дикторов для случая фраз без шума
Количество дикторов 1 2 3 4 5 6
Процент ошибок 18.0 11.4 6.9 5.4 4.8 4.2
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Как и при распознавании слов, можно сделать вывод, что процент ошибок
стабильно снижается при увеличении количества дикторов в обучающей базе
из-за уменьшения дикторозависимости.

После этого производилось обучение и распознавание фраз в условиях
шума кабины пилотов. Шум моделировался аналогично моделированию для
случая слов — для каждой из фраз использовался уникальный шум, обес
печивающий одинаковое отношение сигнал/шум, как и в эксперименте по
распознаванию отдельных слов в условиях шума.

В начале проводился эксперимент по распознаванию записей того же
диктора, записи которого использовались в качестве обучающей выборки. Ре
зультаты этих распознаваний приведены на рисунке 4.7. По столбцам отложено
количество записей для каждого слова, содержащихся в обучающей выборке,
а в столбцах указан используемый уровень шума. Приведённые результаты яв
ляются усреднёнными значениями по всем использованным дикторам.

Рисунок 4.7 — Усреднённые результаты распознавания фраз с помощью CNN
в условиях различных уровней шума при обучении на том же дикторе, в

таблице указан процент неправильных распознаваний

В данных результатах, аналогично результатам распознавания слов, вид
но плавное повышение процента ошибок при увеличении уровня шума, при
этом по величине повышение оказывается не очень большим. Например, при
использовании 13 записей в обучающей выборке при отсутствии шума получа
ется 2.4 % ошибок, а при отношении сигнал/шум равном 1 получается 6.4 %
ошибок. Аналогичные значения при обучении на 9 записях равны 4.2 и 9.8 %
соответственно. Данные результаты показывают, к каким величинам ошибок
нужно стремиться при распознавании фраз с шумом других дикторов для ис
ключения эффекта дикторозависимости.
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Далее отношение сигнал/шум принималось равным 4. Также были экс
перименты с наложением нескольких различных вариантов шумов на одни и
те же записи. Для начала было проведено обычное распознавание фраз одним
диктором с наложением одного варианта шума. В таблице 49 представлено 2
варианта эксперимента.

Таблица 49 — Результаты распознавания фраз для случая записей с шумом
при распознавании на обучающем наборе из одного диктора с 1 вариантом
шума, в таблице указан процент неправильных распознаваний
Набор Диктор для распознавания
обучения АП ВП ЛД МЛ НМ ОР ОП

обучение с шумом, распознавание без шума
АП 0.0 38.5 45.5 15.2 34.8 50.0 11.8
ВП 40.3 0.6 16.7 31.2 15.8 21.2 17.3
ЛД 47.0 19.4 0.0 24.5 15.8 22.4 24.5
МЛ 20.0 17.0 22.1 0.6 19.7 15.8 1.2
НМ 41.2 7.6 15.8 25.2 0.0 12.4 10.3
ОР 48.2 14.2 23.0 36.4 17.3 0.0 18.8
ОП 22.1 16.4 33.9 17.0 18.2 26.7 0.6

обучение с шумом, распознавание с шумом
АП 0.0 36.1 46.1 21.5 37.6 49.4 17.6
ВП 33.6 0.0 12.1 24.2 10.9 20.9 11.5
ЛД 44.8 14.8 0.0 26.1 14.8 33.9 19.1
МЛ 12.7 18.5 17.9 0.0 12.1 20.3 3.6
НМ 37.3 8.5 10.6 23.6 0.0 29.1 10.6
ОР 47.3 13.3 20.6 33.9 15.2 0.0 17.0
ОП 21.5 18.5 23.3 11.8 14.2 22.4 0.0

В первом случае обучение проводилось на фразах с шумом, а распозна
вались фразы без шума. Средняя ошибка при распознавании записей диктора,
на которых проводилось обучение, равна 0.3 %, а средняя ошибка для запи
сей других дикторов — 23.6 %. Во втором случае и обучение, и распознавание
проводилось на записях с шумом. На записях, на которых проводилось обуче
ние, ошибок не было, а средняя ошибка для записей других дикторов равна
22.4 %. Из этих результатов видно, что для обоих вариантов распознавания
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ошибка получается выше, чем при использовании записей без шума. Более то
го, аналогично распознаванию слов распознавание записей с шумом показало
меньшую ошибку, чем распознавание записей без шума. В дальнейшем будет
использоваться только распознавание записей с шумом.

Далее был проведён аналогичный эксперимент, но с тем отличием, что
для обучения использовались записи с 5 и 10 наложенными различными вари
антами шума. Для первого эксперимента с 5 вариантами шума средняя ошибка
при распознавании записей диктора, на которых проводилось обучение, равна
0.0 %, а средняя ошибка для записей других дикторов — 21.1 %. Для второ
го эксперимента с 10 вариантами шума на записях, на которых проводилось
обучение, ошибок не было, а средняя ошибка для записей других дикторов рав
на 20.8 %. Как видно из приведённых результатов, использование нескольких
вариантов шумов заметно улучшает качество распознавания по сравнению с 1
вариантом шума. Результаты данных экспериментов приведены в таблице 50.

После этого было проведено обучение нейронной сети на 3 дикторах в
условиях шума и последующее распознавания записей. Первый эксперимент
предполагает использование одного варианта шума при обучении, а второй экс
перимент — 5 вариантов шума. В обоих случаях средняя величина ошибки при
распознавании записей диктора, на которых проводилось обучение, равна 0.0 %.
Для случая распознавания записей других дикторов ошибка равна 11.5 % для
первого эксперимента и 10.4 % для второго. Подробные результаты экспери
ментов приведены в таблице 51.

Здесь также видно улучшение при увеличении вариантов шума в обуча
ющей выборке.

Результаты эксперимента на фразах с наложенным шумом при обучении
на 7 дикторах приведены в таблице 52.

В данном эксперименте при обучении использовались один и два варианта
шума. Большее количество шумов не удалось использовать из-за ограничений
вычислительной мощности компьютера. Для обоих вариантов обучения, при
распознавании фраз из обучающей выборки ошибок нет. При использовании
одного варианта шума, для распознавания фраз из тестовой выборки получа
ется в среднем 8.4 % ошибок, а при использовании двух вариантов шума —
7.0 % ошибок.
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Таблица 50 — Результаты распознавания фраз для случая записей с шумом
при распознавании на обучающем наборе из одного диктора с 5 и 10
вариантами шума, в таблице указан процент неправильных распознаваний
Набор Диктор для распознавания
обучения АП ВП ЛД МЛ НМ ОР ОП

5 вариантов шума
АП 0.0 35.5 43.9 17.9 40.0 42.7 15.8
ВП 33.0 0.0 9.4 23.3 10.9 22.7 13.0
ЛД 42.1 10.3 0.0 23.3 12.1 28.8 18.8
МЛ 11.5 14.5 13.6 0.0 13.3 17.6 3.0
НМ 42.7 10.9 13.0 23.3 0.0 27.3 10.9
ОР 47.0 11.5 19.4 33.0 11.2 0.0 13.0
ОП 23.0 14.2 21.2 12.4 12.1 23.6 0.0

10 вариантов шума
АП 0.0 37.0 45.8 18.5 38.5 44.5 15.2
ВП 35.2 0.0 16.7 23.9 10.9 19.7 10.9
ЛД 40.0 10.6 0.0 20.9 10.9 28.8 15.5
МЛ 11.8 13.0 12.7 0.0 9.7 16.7 2.4
НМ 44.8 10.9 10.9 23.3 0.0 27.9 10.9
ОР 48.2 15.8 22.4 29.4 14.2 0.0 12.4
ОП 23.6 13.6 19.7 9.7 10.6 17.0 0.0

В таблице 53 приведены итоговые результаты распознавания фраз в усло
виях шума при обучении на различном числе дикторов и различном количестве
наложенных шумов.

Здесь получается вывод, полностью аналогичный выводу, полученному в
экспериментах распознавания слов в условиях шума: процент ошибок стабильно
снижается при увеличении количества дикторов в обучающей базе и увеличе
ние числа накладываемых шумов приводит к уменьшению числа ошибок, но
уменьшение меньше, чем при увеличении количества дикторов.

В целом, результаты распознавания фраз очень похожи на результаты
распознавания слов, как в условиях без шума, так и в условиях с шумом.
Единственное отличие — это заметно большее количество ошибок. Это можно
объяснить тем, что при произношении фраз большую роль играет длительность
паузы между словами, в то время как при распознавании слов такой проблемы
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Таблица 51 — Результаты распознавания фраз для случая записей с шумом
при распознавании на обучающем наборе из трёх дикторов с 1 и 5 вариантами
шума, в таблице указан процент неправильных распознаваний
Набор Диктор для распознавания
обучения АП ВП ЛД МЛ НМ ОР ОП

1 вариант шума
АП,ВП,ЛД 0.0 0.0 0.0 8.2 6.4 20.3 6.4
ВП,ЛД,МЛ 14.5 0.0 0.0 0.0 6.1 17.3 3.9
ЛД,МЛ,НМ 16.4 7.0 0.0 0.0 0.0 17.9 1.8
МЛ,НМ,ОР 17.6 7.0 7.9 0.0 0.0 0.0 1.5
НМ,ОР,ОП 28.2 9.7 11.2 15.8 0.0 0.0 0.0
ОР,ОП,АП 0.0 9.1 20.6 7.0 12.4 0.0 0.0
ОП,АП,ВП 0.0 0.0 12.7 8.2 9.1 18.5 0.0

5 вариантов шума
АП,ВП,ЛД 0.0 0.0 0.0 8.2 8.2 17.3 4.5
ВП,ЛД,МЛ 13.6 0.0 0.0 0.0 7.6 14.2 0.9
ЛД,МЛ,НМ 15.5 5.8 0.0 0.0 0.0 18.2 2.4
МЛ,НМ,ОР 17.9 8.2 5.8 0.0 0.0 0.0 1.2
НМ,ОР,ОП 27.6 6.4 9.1 13.6 0.0 0.0 0.0
ОР,ОП,АП 0.0 7.3 15.8 7.9 11.2 0.0 0.0
ОП,АП,ВП 0.0 0.0 12.1 6.7 10.6 13.3 0.0

не возникает. Но, в любом случае, сети CNN показали лучшие результаты для
задачи распознавания фраз.
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Таблица 52 — Результаты распознавания фраз для случая записей с шумом
при распознавании на обучающем наборе из семи дикторов с 1 и 2 вариантами
шума, в таблице указан процент неправильных распознаваний
Набор Диктор для распознавания
обучения АП ВП ЛД МЛ НМ ОР ОП

1 вариант шума
АП,ВП,ЛД,МЛ,НМ,ОР 0.0 0.0 0.0 0.0 0.0 0.0 2.4
ВП,ЛД,МЛ,НМ,ОР,ОП 16.7 0.0 0.0 0.0 0.0 0.0 0.0
ЛД,МЛ,НМ,ОР,ОП,АП 0.0 5.5 0.0 0.0 0.0 0.0 0.0
МЛ,НМ,ОР,ОП,АП,ВП 0.0 0.0 5.2 0.0 0.0 0.0 0.0
НМ,ОР,ОП,АП,ВП,ЛД 0.0 0.0 0.0 7.9 0.0 0.0 0.0
ОР,ОП,АП,ВП,ЛД,МЛ 0.0 0.0 0.0 0.0 5.5 0.0 0.0
ОП,АП,ВП,ЛД,МЛ,НМ 0.0 0.0 0.0 0.0 0.0 15.8 0.0

2 варианта шума
АП,ВП,ЛД,МЛ,НМ,ОР 0.0 0.0 0.0 0.0 0.0 0.0 1.2
ВП,ЛД,МЛ,НМ,ОР,ОП 13.9 0.0 0.0 0.0 0.0 0.0 0.0
ЛД,МЛ,НМ,ОР,ОП,АП 0.0 6.1 0.0 0.0 0.0 0.0 0.0
МЛ,НМ,ОР,ОП,АП,ВП 0.0 0.0 6.1 0.0 0.0 0.0 0.0
НМ,ОР,ОП,АП,ВП,ЛД 0.0 0.0 0.0 7.0 0.0 0.0 0.0
ОР,ОП,АП,ВП,ЛД,МЛ 0.0 0.0 0.0 0.0 3.6 0.0 0.0
ОП,АП,ВП,ЛД,МЛ,НМ 0.0 0.0 0.0 0.0 0.0 10.9 0.0

Таблица 53 — Итоговые результаты распознавания на обучающей и тестовой
выборках при обучении на различном числе дикторов в условиях с шумом и
без шума, в таблице приведён процент неправильных распознаваний
Число Наличие Число Процент ошибок
дикторов шума шумов обучающая выборка тестовая выборка

1 диктор

без шума 1 0.3 23.6

с шумом
1 0.0 22.4
5 0.0 21.1
10 0.0 20.8

3 диктора с шумом
1 0.0 11.5
5 0.0 10.4

6 дикторов с шумом
1 0.0 8.4
2 0.0 7.0
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4.6 Улучшение качества распознавания отдельных фраз при
дополнительном обучении

В конце был проведён эксперимент по расширению обучающей выборки
и исследованию изменения качества распознавания. Эксперимент заключался
в следующем. Предположим, что у нас есть обучающая выборка из записей од
ного или нескольких дикторов. Нейронная сеть обучается на данной выборке.
После этого с помощью нейронной сети распознаются записи другого дикто
ра, не входящего в обучающую выборку. Таким образом, реализуется вариант
распознавания по «чужому» диктору.

После этого было проверено изменение качества распознавания команд
при обучении по записям чужого диктора с добавлением небольшого числа за
писей своего диктора, то есть того, чьи записи будут потом распознаваться.
При этом, несмотря на то, что записи из обучающей выборки и записи для
распознавания будут принадлежать одному диктору, это будут разные реализа
ции команд, то есть добавленные к обучающей выборке записи исключаются из
тестовой выборки. В обучающую выборку добавлялось 1, 2, 3, 5, 10 и 15 запи
сей своего диктора. Таким образом, можно учесть некоторые индивидуальные
особенности распознаваемого диктора при добавлении лишь небольшого числа
записей, что достаточно несложно реализуется на практике.

В таблице 54 приведены результаты распознавания в эксперименте для
различных наборов параметров. В строках указано количество использованных
в обучающей выборке «чужих» дикторов. По столбцам отложено количество
записей каждого слова «своего» диктора, добавленных в обучающую выборку.

Как видно из результатов, при добавлении всего по одной реализации
каждой из речевых команд «своего» диктора в обучающую выборку ошибка
распознавания уменьшается более чем в 2 раза с 18.6 до 8.8 %. Дальнейшее
добавление записей снижает ошибку, но величина снижения уже не такая боль
шая. Также, эффект от добавленных записей тем больше, чем меньше дикторов
использовано в обучающей выборке. Это объясняется тем, что при малень
ком числе дикторов в обучающей выборке высока степень переобучения для
конкретного диктора, поэтому добавление записей другого диктора хорошо сни
жает степень такого переобучения. Для обучающих выборок из нескольких
дикторов переобучение меньше, поэтому меньше и улучшение. При добавле
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Таблица 54 — Процент ошибок распознавания фраз при добавлении
различного количества записей к обучающей выборке, состоящей из записей
одного или нескольких дикторов
Число Число добавленных записей
дикторов 0 1 2 3 5 10 15
1 18.0 8.8 7.2 6.4 5.2 3.7 1.9
2 11.4 7.1 6.1 5.2 4.8 3.6 1.6
3 6.9 5.2 4.8 4.3 3.8 3.1 1.2
4 5.4 4.6 3.7 3.7 3.2 2.7 1.1
5 4.8 4.3 4.1 3.9 3.5 2.7 1.2
6 4.2 3.9 3.8 3.7 3.2 2.9 1.2

нии нескольких реализаций слов процент ошибок продолжает снижаться, но
меньшими темпами. Практический результат данного эксперимента состоит в
том, что добавление небольшого числа записей к большой обучающей выборке
заметно влияет на точность распознавания.

4.7 Выводы по разработке алгоритмов на основе нейронных сетей

В данном разделе описаны предложенные алгоритмы распознавания рече
вых команд на основе CNN. В начале описана используемая среда разработки
и применённая параметризация обучающей выборки и распознаваемых рече
вых записей. После этого проведён анализ работоспособности традиционных
нейронных сетей типа одно- и двухслойных персептронов. Средняя полученная
доля неправильно распознанных слов на тестовой выборке получилась высокой
и составила 20–25 %.

Далее была предложена архитектура CNN и проведён подбор парамет
ров данной сети. Затем для нескольких поставленных задач производилось
обучение и проверка результатов работы алгоритма. Первой задачей было
распознавание записей «своего» диктора. Результаты показали, что можно до
биться ошибки распознавания в 2 % при использовании 7 записей каждого слова
в обучающей выборке и ошибки в 0.5 % для 20 записей.
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Вторая задача заключалась в обучении на записях одного или нескольких
дикторов и распознавании записей «чужого» диктора. Здесь удалось получить
долю ошибок равную 5.9 % для обучающей выборки из одного диктора, 1.7 %
для выборки из 3 дикторов и 0.6 % для 7 дикторов. Последний результат яв
ляется очень хорошим, так как результат распознавания «чужого» диктора
вплотную приближается к результату распознавания по «своему» диктору.

Третья задача подразумевала проверку работоспособности CNN при обу
чении и распознавании записей с шумом. Для этого уникальные части шума
кабины пилота добавлялись ко всем записям. При распознавании записей
«своего» диктора количество ошибок увеличилось примерно в 2 раза при
использовании отношения сигнал/шум равного 1. Также было показано ста
бильное, но не очень большое по величине повышение числа ошибок при
увеличении уровня шума. При распознавании записей «чужого» диктора бы
ли получены ошибки равные 9.7 % при обучении на записях одного диктора с
одним добавленным шумом, а если добавлялось 7 различных вариантов шума
в обучающую выборку, то ошибка снижалась до 8.2 %. Для 3 дикторов процент
ошибок был 2.8 % для одно варианта шума и 2.5 % для 3 вариантов. Для 7
дикторов эти значения были соответственно 1.2 и 1.1 %, что является крайне
низким значением при распознавании в условиях шума.

После этого были проведены аналогичные эксперименты для речевых ко
манд в форме фраз. Для распознавания по «своему» диктору было получено
около 1 % ошибок при размере обучающей выборки в 20 записей каждого сло
ва. Распознавание по «чужому» диктору показало 18 % ошибок при обучении
по записям одного диктора, 6.9 % ошибок при 3 дикторах и 4.2 % для 6 дикто
ров. При распознавании записей «своего» диктора в условиях шума получены
результаты аналогичные случаю распознавания слов. При распознавании запи
сей «чужих» дикторов с шумом для 1 диктора получилось от 20.8 до 23.6 %
ошибок и от 7.0 до 8.4 % ошибок для обучающей выборки из записей 6 дикторов.

В конце был рассмотрен способ улучшения качества распознавания за счёт
добавлению к обучающей выборке небольшого количества записей «своего» дик
тора. Получилось, что при добавлении всего 1 реализации каждого слова в
обучающую выборку, состоящую из записей одного диктора, доля ошибок сни
жалась с 18 до 8.8 %, а при добавлении 3 записей до 6.4 %. Для обучающей
выборки из 3 дикторов при добавлении одной записи было зафиксировано сни
жение числа неправильных распознаваний с 6.9 до 5.2 %, а при добавлении 3
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записей до 4.3 %. По результатам видно, что добавление всего лишь 1 запи
си каждого слова «своего» диктора приводит к сильному снижению процента
ошибок распознавания, особенно при обучении на выборках с записями малого
количества дикторов.
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Заключение

Основные результаты работы заключаются в следующем.
1) Разработан автоматический алгоритм разбиения слов на однород

ные части, в основе которого нахождение положения границ частей
производится с помощью многопараметрической оптимизации. Сфор
мулированы критерии, реализующие принцип максимизации меры
сходства фонетического материала внутри части и меры различия
между соседними частями. Для численного решения задачи с высо
ким быстродействием предложены алгоритмы, основанные на методе
динамического программирования. Эксперименты, проведённые на
примерах нескольких слов русского языка, подтвердили работоспособ
ность предложенного подхода и правомерность принятых допущений.

2) Разработан алгоритм улучшения качества эталона, основанный на
выделении и оптимизации главных компонент. Эталон, полученный
с помощью оптимизации коэффициентов при главных компонентах,
показал значительно меньшее число ошибок при распознавании боль
шинства записей. Общее количество ошибок для записей слов с шумом
в наушниках до оптимизации равнялось 5 %, а после оптимизации
уменьшилось до 1.25 %. Также был сделан вывод о том, что для полу
чения приемлемых результатов достаточно использовать только одну
реализацию слова и проводить всего 10 итераций при получении опти
мального эталона, что заметно сокращает время работы программы.

3) Изучены способы и разработаны алгоритмы сжатия информации о па
раметрическом портрете с помощью применения полиномов Чебышёва.
Эксперименты показали, что сжатие может происходить как отдельно
по частотам и по времени, так и по обоим измерениям одновременно.
В последнем случае можно сократить место для хранения парамет
рического портрета в 5–10 раз практически без ухудшения качества
распознавания.

4) Разработаны алгоритмы на основе формулы Байеса и метода коми
тетов, позволяющие заметно уменьшить количество ошибок распо
знавания при использовании нескольких эталонов. Первый алгоритм
использует оценки априорных вероятностей, определяемые по обуча
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ющей выборке, и рассчитывает апостериорные вероятности формулы
Байеса, а второй является модификацией известного метода коми
тетов. Выявленная в ходе тестирования возможность локализации
распознаваемого слова с точностью до малой группы позволяет повы
шать быстродействие систем распознавания на основе иерархических
процедур, в которых последовательно применяются алгоритмы рас
познавания разных видов. Работоспособность обоих разработанных
алгоритмов подтверждается результатами тестирования. При исполь
зовании 7 эталонов, полученных по записям различных дикторов,
достигается заметное снижение процента ошибок в 1.5–2 раза — сред
няя ошибка для алгоритма на основе формулы Байеса снизилась с 8.42
до 5.62 %, а для алгоритма на основе метода комитетов до 5.3 и до
3.13 % при использовании подстройки по времени.

5) Изучены и модифицированы алгоритмы распознавания речевых ко
манд на основе искусственных нейронных сетей глубокого обучения.
Наилучшие результаты показала архитектура нейронных сетей CNN
с двумя слоями свёртки и тремя полностью связанными слоями. При
обучении на словаре из 20 слов без шума на 7 дикторах средняя вели
чина ошибки при распознавании «чужих» дикторов равна 0.6 %. При
обучении в той же конфигурации, но на записях с добавленным шумом,
величина ошибки достигает для «чужого» диктора 1.1 %. Эксперимен
ты по распознаванию фраз при использовании обучающей выборки
из записей 6 дикторов показали 4.2 % ошибок для случая без шума
и 7.0 % для записей с шумом. Получены положительные результаты
в дикторозависимом варианте распознавания без шума и в условиях
шума при использовании небольшого числа записей каждой коман
ды в обучающей выборке. Также получено значительное улучшение
качества распознавания при добавлении всего нескольких реализаций
каждой из речевых команд «своего» диктора в обучающую выборку,
состоящую из записей «чужих» дикторов. При использовании нейрон
ных сетей CNN количество ошибок является заметно более низким,
чем для других алгоритмов, единственный замеченный недостаток —
это длительное время обучения нейронной сети.
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