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Введение

Математические модели динамических систем имеют множество примене-
ний: они могут быть использованы для прогнозирования поведения соответству-
ющих систем, для осуществления адаптивного управления ими, а также для ана-
лиза различных характеристик систем (например, их устойчивости). Несмотря на
то, что методы моделирования линейных стационарных динамических систем хо-
рошо изучены, далеко не все объекты моделирования могут быть описаны при
помощи таких моделей с требуемой точностью. Например, модель движения бес-
пилотного летательного аппарата (БПЛА), предназначенная для использования в
бортовой системе управления в реальном времени должна обеспечивать высокую
точность прогноза траекторий системы на длительные временные интервалы в
разнообразных режимах полета. При этом, свойства летательного аппарата могут
изменяться в процессе функционирования заранее непредсказуемым образом, в
частности, из-за повреждений в их конструкции и отказов оборудования. Адек-
ватная модель подобного объекта является нелинейной, многомерной и нестаци-
онарной динамической системой. Рассмотрим различные подходы к разработке
подобных моделей.

В рамках теоретического подхода к моделированию, математическая мо-
дель рассматриваемого объекта составляется на основе знания его структуры,
принципов функционирования, а также известных фундаментальных соотноше-
ний (например, законов механики, термодинамики и т. д.). Зачастую, имеющихся
знаний свойств моделируемого объекта и внешней среды недостаточно для до-
стижения нужной точности: так, в вышеупомянутой задаче моделирования дви-
жения летательного аппарата сложно учесть все факторы, оказывающие влияние
на его аэродинамические характеристики. Кроме того, полученная модель не об-
ладает свойством адаптивности— она является фиксированной в процессе функ-
ционирования системы. Изменения свойств летательного аппарата во время по-
лета снизят точность модели, а следовательно, и системы управления, и могут
привести к возникновению критической ситуации.

В рамках эмпирического подхода к моделированию, внутренняя структу-
ра объекта моделирования полагается полностью неизвестной, и используются
исключительно экспериментальные данные о реакции системы на внешние воз-
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действия. Выбирается определенный класс моделей, предположительно содер-
жащий модель, достаточно точно описывающую рассматриваемый объект. Для
поиска такой модели формулируется критерий качества, проверяемый на имею-
щихся экспериментальных данных, и решается соответствующая задача оптими-
зации.

По ряду причин в качестве требуемого класса моделей целесообразно вы-
брать класс искусственных нейронных сетей (ИНС) [1—3]. Во-первых, данный
класс моделей является достаточно богатым, т. е. при минимальных предполо-
жениях о свойствах объекта моделирования этот класс содержит сколь угодно
точную модель. Во-вторых, класс нейросетевых моделей заданной архитектуры
параметризован конечным числом вещественных переменных, соответственно,
задача поиска лучшей модели является задачей оптимизации в конечномерном
векторном пространстве. Также, нейронные сети являются гладкими функция-
ми настраиваемых параметров, поэтому, если критерий качества модели являет-
ся гладкой функцией выходов соответствующей сети, то он будет также являться
гладкой функцией параметров. Таким образом, для поиска экстремума критерия
качества могут быть использованы эффективные итеративные методы оптимиза-
ции первого и второго порядков [4—6]. В-третьих, существуютметоды адаптации
[7; 8], позволяющие в режиме реального времени корректировать нейросетевую
модель для сохранения ее адекватности при изменении свойств объекта модели-
рования.

Рассмотрим подробнее вопрос о возможностях класса нейросетевых моде-
лей описывать нелинейные многомерные динамические системы. Прежде всего,
имеются теоретические результаты, показывающие, что нейронные сети прямо-
го распространения с одним или более скрытым слоем позволяют с любой напе-
ред заданной точностью аппроксимировать любую непрерывную функцию мно-
гих переменных на компакте (теорема об универсальной аппроксимации) [9; 10].
На этом свойстве нейронных сетей прямого распространения также основыва-
ется результат [11], показывающий, что рекуррентные нейронные сети Элмана
[12] позволяют с любой заданной наперед точностью, на любом заданном ко-
нечном сегменте времени моделировать управляемые динамические системы в
дискретном времени в компактной области пространства состояний и управле-
ний при условии, что они задаются непрерывно-дифференцируемыми функци-
ями эволюции и наблюдения. В той же работе [11] был получен аналогичный
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результат для непрерывного времени: нейросетевые модели в пространстве со-
стояний и непрерывном времени позволяют с любой заданной наперед точно-
стью, на любом заданном конечном сегменте времени моделировать управляе-
мые динамические системы в непрерывном времени в компактной области про-
странства состояний и управлений при условии, что они задаются непрерывно-
дифференцируемымифункциями эволюции и наблюдения. Схожий результат для
частного случая неуправляемых динамических систем был получен [13]. В работе
[14] был рассмотрен частный случай динамических систем в дискретном време-
ни с затухающей памятью (к ним относятся, например, динамические системы,
функции эволюции которых являются сжимающими отображениями) и было по-
казано, что рекуррентная нейронная сеть позволяет моделировать такие системы
на неограниченных интервалах времени с любой заданной точностью.

Однако, точность нейросетевых моделей на экспериментальных данных, не
используемых при построении модели (обобщающая способность) существенно
зависит от репрезентативности обучающего набора данных, а также от количе-
ства настраиваемых параметров модели. Так, при достаточно малом размере обу-
чающего набора и достаточно большом количестве настраиваемых параметров,
точность модели на тестовом наборе данных может быть крайне низкой (явле-
ние переобучения). Для преодоления данного эффекта применяются различные
методы регуляризации моделей [15—17].

Кроме того, при использовании рекуррентных нейронных сетей Элмана, со-
стояния контекстных нейронов в начальный момент времени для каждой траекто-
рии из обучающего множества являются неизвестными. Аналогично, при исполь-
зовании нейросетевых моделей в пространстве состояний, значения переменных
состояния в начальный момент времени для каждой траектории также являются
неизвестными. В ряде работ [3; 14] начальные значения задаются произвольно,
например, полагаются нулевыми, однако, данный подход оправдан только в слу-
чаях, если априори известно, что прогноз осуществляется для одного и того же на-
чального состояния, либо если предполагается, что неизвестная ДС является си-
стемой с затухающей памятью. В работах [18; 19] было предложено настраивать
значения переменных состояния в начальный момент времени вместе с прочими
параметрами модели в процессе обучения, однако, это существенно усложняет
соответствующую задачу оптимизации.
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Таким образом, традиционный теоретический и эмпирический подходы к
моделированию имеют определенные недостатки. В работах [3; 20] предлагается
гибридный, полуэмпирический нейросетевой подход к моделированию, позволя-
ющий формировать нейросетевую модель с использованием как теоретических
знаний предметной области, так и экспериментальных данных о реакции систе-
мы на внешние воздействия. Данный подход позволяет уменьшить количество
настраиваемых параметров по сравнению с чисто эмпирическими нейросетевы-
ми моделями, сохранив при этом достаточную гибкость и возможность адапта-
ции. В рамках данного подхода в модель одновременно включаются как фикси-
рованные зависимости между величинами, известные с достаточной точностью,
так и неизвестные зависимости, представленные неким параметрическим семей-
ством функций, например, слоистой нейронной сетью прямого распространения.
Полуэмпирический нейросетевой подход может также рассматриваться как ме-
тод регуляризации модели за счет априорных теоретических знаний. Тем не ме-
нее, отсутствуют теоретические результаты, показывающие возможности данно-
го класса моделей применительно к задачам аппроксимации и моделирования ди-
намических систем.

Применительно к моделированию динамических систем, на основе теоре-
тических знаний может быть выбран состав вектора переменных состояния —
таким образом, переменные состояния будут иметь интерпретацию в терминах
предметной области. Тогда начальные значения переменных состояния могут
быть оценены, например, посредством дополнительных измерений или калибро-
вок в ходе эксперимента и включены в обучающее (и тестовое) множество. Да-
же в случае, когда начальные значения переменных состояния настраиваются в
процессе оптимизации вместе с параметрами модели, их теоретическая оценка
послужит хорошим начальным приближением.

Решение задачи Коши для системы обыкновенных дифференциальных
уравнений (ОДУ) в составе полуэмпирической нейросетевой модели в простран-
стве состояний и непрерывном времени может осуществляться при помощи раз-
личных численных методов; соответственно, теоретические знания предметной
области, а также методов вычислительной математики позволяют выбрать наи-
более подходящий метод для конкретной задачи. В свою очередь, чисто эмпири-
ческие модели в пространстве состояний и дискретном времени, такие как сеть
Элмана, игнорируют данные знания, т. е. на соответствующую аппроксимацию
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функции эволюции возлагается не только задача аппроксимации правой части си-
стемыОДУ, но и метода интгерирования, что приводит к излишнему усложнению
подобных моделей. Кроме того, вышеупомянутый полуэмпирический подход об-
ладает существенной гибкостью: он позволяет формировать модель на основе
экспериментальных данных с переменнымшагом по времени (при этом величины
шагов включаются в этот набор данных); одновременно использовать различные
методы интегрирования для разных траекторий из экспериментального набора
данных; наконец, полученную модель можно в дальнейшем использовать в ком-
бинации с иным методом численного интегрирования и любым шагом. Схожий
подход для эмпирических моделей был предложен в работе [21], посвященной
нейронным сетям Рунге-Кутты (Runge-Kutta Neural Networks, RKNN).

Альтернативный способ совместного учета теоретических знаний и экспе-
риментальных данных в рамках нейросетевого подхода к решению начальных и
краевых задач для обыкновенных дифференциальных уравнений, а также урав-
нений в частных производных, был предложен в [22]. Решение соответствующих
уравнений представляется обычной слоистой нейронной сетью прямого распро-
странения, а значения ее параметров ишутся путем минимизации функции ошиб-
ки, состоящей из нескольких членов, которые описывают погрешности удовле-
творения решения дифференциальным уравнениям, начальным и краевым усло-
виям, законам сохранения, а также имеющимся экспериментальным данным. Та-
ким образом, теоретическое знание не вносится в структуру решения, а выступает
своего рода дополнительным источником обучающих примеров. В последующей
работе [23] данный подход был применен для одновременного построения нейро-
сетевого решения задачи Коши для системы ОДУ и идентификации параметров
соответствующеймоделиДС.Функция ошибки при этом сохранила прежний вид,
но минимизация осуществлялась не только по параметрам нейросетевого реше-
ния задачи Коши, но и по параметрам модели. Тем не менее, структура самой мо-
дели не содержала функциональных неопределенностей и не имела нейросетевую
форму. В работе [24] процесс идентификации параметров модели был отделен
от построения нейросетевого решения краевой задачи. Для этого сначала была
построена нейросетевая аппроксимация семейства решений краевой задачи при
всевозможных значениях параметров модели, а затем осуществлен поиск таких
значений параметров, при которых соответствующее нейросетевое решение наи-
лучшим образом соответствует экспериментальным данным. Недостатком такой
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декомпозиции является то, что построение семейства решений возможно лишь
при небольшом количестве параметров.

Как уже было упомянуто выше, эффективные методы обучения нейросете-
вых моделей полагаются на значения первых, а зачастую и вторых производных
критерия качества модели (функции ошибки) по ее параметрам. Следовательно,
необходимы методы оценки требуемых значений производных. Для чисто эмпи-
рических рекуррентных нейросетевых моделей в дискретном времени существу-
ют алгоритмы обратного распространения во времени (BackPropagation Through
Time, BPTT) [25—27], а также рекуррентного обучения в реальном времени (Real-
Time Recurrent Learning, RTRL) [26—28]. Алгоритм BPTT позволяет эффективно
оценивать значения градиента функции ошибки при условии, что все обучающее
множество известно заранее и не пригоден для использования в реальном време-
ни. Алгоритм RTRL предназначен для вычисления чувствительностей перемен-
ных состояния в текущий момент времени на основе их значений в предыдущий
момент времени и позволяет с их помощью в реальном времени обновлять оценки
градиента и аппроксимации матрицы Гессе методом Гаусса-Ньютона. В работах
[3; 20], посвященных полуэмпирическим нейросетевым моделям, для обучения
соответствующих моделей предлагается использовать алгоритм BPTT в дискрет-
ном времени. Поскольку модели в непрерывном времени являются более гибки-
ми с точки зрения возможности применения к ним различных численных мето-
дов интегрирования, актуальной является задача разработки алгоритма вычисле-
ния оценок производных функции ошибки для полуэмпирических нейросетевых
моделей в непрерывном времени, а также анализа точности этих оценок в зави-
симости от используемых численных методов. Представляется целесообразным
использование для этой цели аппарата теории чувствительности динамических
систем [29]. В частности, с использованием сопряженных уравнений в работах
[30; 31] была получена версия алгоритма BPTT для вычисления градиента функ-
ции ошибки для эмпирических нейросетевых моделей в непрерывном времени.

Известно, что задача обучения рекуррентных нейросетевых моделей осу-
ществлению прогноза поведения объекта моделирования на долгих сегментах
времени сопряжена с определенными затруднениями. В их число входят: про-
блема экспоненциально уменьшающейся либо увеличивающейся нормы гради-
ента (vanishing/exploding gradients) [17; 32—34]; проблема бифуркаций настраи-
ваемой модели динамической системы [35—37]; проблема «ложных» оврагов в
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рельефе функции ошибки [38—40]. По этим причинам, лишь для небольшого на-
бора начальных значений настраиваемых параметров удается найти достаточно
глубокийминимум с помощью градиентныхметодов оптимизации. В работах [33;
41—46] для преодоления части этих проблем предлагается использовать специ-
альный класс эмпирических рекуррентных нейросетевых моделей — нейронные
сети долго-краткосрочной памяти (Long-Short Term Memory, LSTM). LSTM-сети
схожи с нейросетевыми моделями в пространстве состояний, такими как сети Эл-
мана, при этом главным их отличием является использование специальных яче-
ек памяти вместо контекстных нейронов, а также наличие отдельных нейронов,
регулирующих процессы «записи», «чтения» и «очистки» ячеек памяти. LSTM-
сети были успешно применены в задачах распознавания речи, языкового моде-
лирования, машинного перевода, поиска аномалий, однако, почти не применя-
лись для идентификации динамических систем [47]. Кроме того, использование
подобной чисто эмпирической нейросетевой модели не позволяет учесть теоре-
тические знания об объекте моделирования, что может привести к ухудшению
обобщающей способности модели. Таким образом, актуальной задачей являет-
ся разработка эффективных методов обучения полуэмпирических нейросетевых
моделей, позволяющих преодолеть указанные выше трудности.

Одним из методов преодоления трудностей, связанных с поиском хорошего
начального приближения для значений параметров в задачах нелинейной оптими-
зации является метод продолжения решения по параметру (метод гомотопии) [48;
49]. В частности, интерес представляют методы продолжения решения по пара-
метру, обладающие глобальной сходимостью почти наверное (globally convergent
probability-one homotopy methods [50; 51]). Ранее метод продолжения решения по
параметру применялся лишь к задаче обучения нейронных сетей прямого распро-
странения [52—55]. Функции гомотопии, используемые в задачах обучения ней-
ронных сетей прямого распространения, значительно менее эффективны при обу-
чении рекуррентных нейронных сетей в связи с их высокой чувствительностью к
величине горизонта прогноза. В работах [56—59] были предложены методы обу-
чения рекуррентных нейросетевых моделей в дискретном времени, основанные
на идеях постепенного увеличения горизонта прогноза. Данные методы показали
высокую эффективность, однако, не имеют должного теоретического обоснова-
ния. В связи с этим, актуальной задачей является разработка функции гомотопии
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для полуэмпирических нейросетевых моделей в непрерывном времени, позволя-
ющей регулировать величину горизонта прогноза.

При синтезе как чисто эмпирических, так и полуэмпирических НС-моделей
одной из критически важных задач является формирование репрезентативного
набора данных, характеризующего поведение моделируемой ДС на всей обла-
сти допустимых значений переменных состояния и управления. Для получения
такого набора данных необходимо сперва разработать план эксперимента а за-
тем осуществить эксперимент с рассматриваемым объектом моделирования, что-
бы получить соответствующие данные. План эксперимента может быть разра-
ботан вручную экспертами в данной предметной области, однако, данная задача
является весьма трудоемкой. Автоматизации данной процедуры посвящена тео-
рия планирования оптимальных экспериментов [60]. Классическая теория пла-
нирования оптимальных экспериментов посвящена преимущественно линейным
регрессионным моделям. В работах [61; 62] теория планирования оптимальных
экспериментов была применена для нахождения наиболее информативных при-
меров для добавления в обучающее множество нейронной сети прямого распро-
странения. Также, в работе [63] данная теория была применена для нахождения
управлений, соответствующих наиболее информативным обучающим примерам
для рекуррентных нейронных сетей, однако, рассматривались в основномжадные
алгоритмы с одношаговым горизонтом прогноза. Все данные методы предпола-
гают чередование следующих шагов: поиска наиболее информативных примеров
для добавления в обучающее множество с использованием текущей модели; сбо-
ра соответствующих экспериментальных данных; переобучения (или адаптации)
модели на новом обучающем множестве. Данный подход зависит от конкретного
вида используемой модели, а также является вычислительно крайне затратным,
и более приспособлен для дообучения существующей модели в процессе эксплу-
атации, нежели для построения новой модели «с нуля». Таким образом, актуаль-
ной является задача разработки эффективного метода планирования оптималь-
ных экспериментов для идентификации нейросетевых моделей управляемых ди-
намических систем в соответствии с критерием оптимальности, не зависящим от
конкретной формымодели, а также позволяющего учесть ограничения на область
значений управлений и переменных состояния системы. Одним из критериев оп-
тимальности эксперимента, не зависящим от вида используемой модели, является
критерий максимума дифференциальной энтропии [64; 65].
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Для оценки работоспособности предлагаемого подхода рассматривается за-
дача моделирования движения маневренного самолета. Решение данной задачи
имеет большую практическую ценность, поскольку получаемая модель может
быть использована, например, при решении задач управления с прогнозирующей
моделью (Model Predictive Control, MPC) [66]. В качестве примера конкретно-
го объекта моделирования рассматривался маневренный самолет F-16, исходные
данные для которого были взяты из [67; 68].

Традиционная для динамики полета теоретическая модель движения само-
лета [69] представляет собой систему обыкновенных дифференциальных уравне-
ний, содержащую в правой части неизвестные нелинейные функции нескольких
аргументов, описывающие соответствующие аэродинамические коэффициенты
сил и моментов. Классический подход к идентификации данной системы [70—
73] основывается на использовании линеаризованной модели возмущенного дви-
жения ЛА, а зависимости для аэродинамических сил и моментов представляются
в виде разложения их в ряд Тейлора, с оставлением в нем только членов первого
порядка. Решение задачи идентификации сводится к восстановлению по экспе-
риментальным данным зависимостей, описывающих коэффициенты упомянуто-
го разложения. В качестве экспериментальных данных используются результаты
продувок масштабной модели ЛА в аэродинамической трубе либо результаты мо-
делирования обтекания ЛА при помощи численных методов газовой динамики.
Точность полученной таким образом модели ограничена малыми отклонениями
от опорного режимами полета и недостаточна для описания движения самолета
при больших углах атаки и иных сложных маневрах.

В работах [74—76] был предложен подход, в рамках которого для иденти-
фикации аэродинамических коэффициентов используются данные летных экспе-
риментов: сначала на основе значений измеряемых величин и теоретической мо-
дели движения оцениваются значения аэродинамических коэффициентов в каж-
дый момент времени, а затем осуществляется аппроксимация соответствующих
таблично заданных функций при помощи ортогональных многочленов многих
переменных. Использование данных летных экспериментов позволяет получить
не только обобщенную модель движения для летательных аппаратов некоторого
класса, но и повысить точность обобщенной модели за счет ее дополнительной
настройки на данных летных экспериментов для каждого конкретного экземпля-
ра ЛА этого класса. Кроме того, открывается возможность осуществления адап-
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тации модели к изменениям объекта моделирования в процессе его эксплуатации.
Тем не менее, у этого подхода имеются определенные недостатки: во-первых, для
его применения необходимо наличие большого количества измеряемых величин,
а соответственно и измерительных приборов; во-вторых, значения наблюдаемых
величин имеют определенную погрешность измерений, которая влияет на точ-
ность получаемых оценок значений аэродинамических коэффициентов в каждый
момент времени. Несмотря на то, что аппроксимация этих оценок позволит сгла-
дить некоторые зашумленные значения, при данном подходе не учитывается яв-
ным образом динамика изменения состояния системы с течением времени.

Применение к данной задаче рекуррентных нейросетевых моделей, обуча-
емых с использованием данных летных экспериментов, позволило бы явным об-
разом учесть динамику системы, а также открыло бы возможность применения
соответствующих методов адаптации. Более того, обучение полуэмпирических
нейросетевых моделей, построенных на основе теоретической модели движения
и содержащих нейросетевые модули прямого распространения, соответствую-
щие неизвестным аэродинамическим коэффициентам, позволило бы одновремен-
но решить задачу идентификации этих аэродинамических коэффициентов.

Целью данной работы является распространение полуэмпирического ней-
росетевого подхода к моделированию управляемых динамических систем, а так-
же методов обучения полуэмпирических НС-моделей на случай непрерывного
времени.

Для достижения поставленной цели решаются следующие задачи:
1. Распространить полуэмпирический нейросетевой подход к моделирова-

нию управляемых динамических систем с сосредоточенными парамет-
рами на случай непрерывного времени.

2. Разработать алгоритм вычисления оценок значений производных функ-
ции ошибки для полуэмпирических нейросетевых моделей в простран-
стве состояний и непрерывном времени.

3. Разработать алгоритм обучения полуэмпирических нейросетевых моде-
лей в пространстве состояний и непрерывном времени.

4. Разработать алгоритм планирования экспериментов для идентификации
нейросетевых моделей управляемых динамических систем в соответ-
ствии с критерием оптимальности, не зависящим от конкретной формы
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модели, а также позволяющего учесть ограничения на область значений
управлений и переменных состояния системы.

5. Осуществить вычислительные эксперименты для оценки эффективности
разработанного класса моделей и методов их обучения применительно к
задаче моделирования движения маневренного самолета.

Методы исследования. В данной работе использовались методы нейросе-
тевого моделирования, идентификации динамических систем, численные мето-
ды оптимизации, метод продолжения решения по параметру, численные методы
решения систем обыкновенных дифференциальных уравнений и методы теории
чувствительности.

Научная новизна:
1. Полуэмпирический нейросетевой подход к математическому модели-

рованию динамических систем распространен на случай непрерывного
времени. Проведен анализ возможностей класса полуэмпирических ней-
росетевых моделей для задач аппроксимации функций и моделирования
управляемых динамических систем с сосредоточенными параметрами.
Показано, что в общем случае подобные полуэмпирические модели не
являются универсальными аппроксиматорами непрерывных функций,
однако, они позволяют с любой заданной точностью аппроксимировать
функции того вида, который был задан, исходя из теоретических зна-
ний об объекте моделирования. Также показаны условия, при которых
свойство универсальной аппроксимации сохраняется. На основе уста-
новленных аппроксимационных свойств полуэмпирических нейросете-
вых моделей прямого распространения показывается, что полуэмпири-
ческие нейросетевые модели в пространстве состояний и непрерывном
времени могут с любой заданной наперед точностью, на любом заданном
конечном сегменте времени моделировать управляемые динамические
системы в непрерывном времени в компактной области пространства со-
стояний и управлений при условии, что они задаются непрерывными,
локально Липшицевыми функциями эволюции и наблюдения и удовле-
творяют соответствующим предположениям, сформированным на осно-
ве теоретических знаний предметной области, лежащим в основе моде-
ли.
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2. Предложен алгоритм оценки значений градиента и матрицы Гессе функ-
ции ошибки для полуэмпирической нейросетевой модели в пространстве
состояний и непрерывном времени, который можно рассматривать как
непрерывную версию алгоритма RTRL. Несмотря на то, что предлагае-
мые выражения для функции ошибки и ее производных являются точны-
ми, использование численных методов для решения соответствующих
задач Коши и для вычисления определенного интеграла по времени, а
также для интерполяции целевых значений наблюдаемых выходов вно-
сит в них определенную погрешность. Эта погрешность зависит от вы-
бранных численных методов, значений шагов интегрирования, а также
от частоты дискретизации наблюдений. В данной работе осуществлен
анализ асимптотического поведения этих погрешностей в зависимости
от величины шагов по времени в предположении отсутствия неустрани-
мой погрешности. Также на основе сопряженных уравнений разработан
алгоритм оценки значений градиента и матрицы Гессе функции ошибки
для полуэмпирической нейросетевой модели в пространстве состояний и
непрерывном времени, который можно рассматривать как непрерывную
версию алгоритма BPTT.

3. Разработан численный алгоритм обучения полуэмпирических нейросе-
тевых моделей в пространстве состояний и непрерывном времени на ос-
нове метода продолжения решения по параметру с функцией гомотопии,
в качестве параметра которой выступает величина горизонта прогноза.

4. Разработан численный алгоритм планирования экспериментов для иден-
тификации нейросетевых моделей управляемых динамических систем,
предполагающий декомпозицию управляющих сигналов на две состав-
ляющие — опорный маневр и возмущающее воздействие. Предлагается
метод получения опорных маневров путем решения задачи оптимально-
го управления в соответствии с критерием максимизации дифференци-
альной энтропии прогнозируемого распределения обучающих примеров
в рассматриваемой компактной области значений переменных состояния
и управления. Для синтеза возмущающих воздействий предлагается ис-
пользование полигармонических сигналов, оптимальных в соответствии
с критерием минимизации пик-фактора.
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Теоретическая и практическая значимость работы. Класс полуэмпири-
ческих нейросетевых моделей в пространстве состояний позволяет снизить коли-
чество настраиваемых параметров и повысить обобщающую способность эмпи-
рических моделей посредством учета априорных теоретических знаний предмет-
ной области в структуре модели. Рассмотрение данных моделей в непрерывном
времени позволяет повысить их гибкость с точки зрения возможности примене-
ния к ним различных численных методов интегрирования. Алгоритм обучения на
основе метода продолжения решения по параметру с использованием функции
гомотопии с регулируемой величиной горизонта прогноза позволяет эффектив-
но обучать полуэмпирические нейросетевые модели в пространстве состояний
и непрерывном времени осуществлению прогноза поведения объекта моделиро-
вания на долгих сегментах времени, снижая чувствительность к начальному при-
ближению для значений параметров. Алгоритм планирования экспериментов для
идентификации нейросетевых моделей управляемых динамических систем поз-
воляет автоматизировать процесс сбора репрезентативного обучающего набора,
необходимого для обучения модели. Рассмотренный класс моделей может быть
применен к задачам идентификации и управления с прогнозирующей моделью
для нелинейных, многомерных и нестационарных динамических систем. Таким
образом, этот подход может быть использован для разработки систем управления
движением перспективных маневренных беспилотных летательных аппаратов. В
соавторстве с Тюменцевым Ю. В. разработан и зарегистрирован соответствую-
щий программный комплекс «Нейросетевое полуэмпирическое моделирование
управляемого движения летательных аппаратов» (свидетельство о государствен-
ной регистрации программы для ЭВМ№2015611386).

Достоверность полученных результатов обеспечивается корректностью
применения математического аппарата, а также результатами многочисленных
вычислительных экспериментов.

Апробация работы. Основные результаты работы докладывались на сле-
дующих всероссийских и международных научных конференциях:

– 11-ая и 17-ая Всероссийская научная конференция «Нейрокомпьютеры и
их применение» (Москва, 2013 и 2019);

– 11-ая, 12-ая и 13-ая Международная конференция «Авиация и космонав-
тика» (Москва, 2012, 2013 и 2014);
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– 15-ая, 16-ая, 17-ая, 19-ая и 20-ая Всероссийская научно-техническая кон-
ференция «Нейроинформатика» (Москва, 2013, 2014, 2015, 2017 и 2018);

– 29th Congress of the International Council of the Aeronautical Sciences, ICAS
(St. Petersburg, 2014);

– 11-ая и 12-аяМеждународная научно-практическая конференция «Совре-
менные информационные технологии и ИТ-образование» (Москва, 2016
и 2017);

– 8th Annual International Conference on Biologically Inspired Cognitive
Architectures, BICA (Moscow, 2017).

Публикации. Основные результаты по теме диссертации изложены в 21
публикации, в том числе: 6 статей в журналах из перечня ВАК РФ [77—82], 6
статей в изданиях, индексируемых в базе данных Scopus [83—88], 1 статья в жур-
нале, индексируемом в базе данныхWeb of Science [89], 8 публикаций в изданиях,
индексируемых в РИНЦ [90—97].

Объем и структура работы. Диссертация состоит из введения, четырёх
глав, заключения и двух приложений. Полный объём диссертации составляет
155 страниц с 35 рисунками и 5 таблицами. Список литературы содержит 132 на-
именования.
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Глава 1. Традиционный подход к моделированию динамических систем

1.1 Теоретический и эмпирический подходы к моделированию

В рамках теоретического подхода к моделированию, математическая мо-
дель для каждого конкретного объекта составляется на основе знания его струк-
туры, принципов функционирования, а также известных фундаментальных со-
отношений (например, законов механики, термодинамики и т.д.). В данной ра-
боте рассматриваются детерминированные управляемые нелинейные динамиче-
ские системы с сосредоточенными параметрами. Традиционным классом матема-
тических моделей таких систем являются системы обыкновенных дифференци-
альных уравнений в пространстве состояний:

dx(t)
dt

= f(x(t), u(t))

y(t) = g(x(t))
, (1.1)

где t ∈ T — время; u : T → U — управление; x : T → X — траектория в про-
странстве состояний; y : T → Y — наблюдаемые выходы; f : X × U → Rnx и
g : X → Y—нелинейные вектор-функции. Здесь и далее применительно к задаче
моделирования динамических систем будут использоваться следующие обозна-
чения: T = [0, T ] ⊂ R—рассматриваемый сегмент времени; U ⊂ Rnu — замкну-
тое ограниченное множество допустимых управлений; X ⊂ Rnx — замкнутое
ограниченное множество допустимых состояний; Y ⊂ Rny — множество допу-
стимых выходов.

Здесь, nu и U определяются имеющимися органами управления; ny и Y
определяются имеющимися датчиками; T определяется требованиями к точно-
сти модели для конкретной прикладной задачи. В свою очередь, nx и X , а также
f и g являются неизвестными, и подлежат определению. При этом, функции f и g
должны удовлетворять определенным требованиям для того, чтобы модель (1.1)
могла применяться в прикладных задачах, таких как прогнозирование будущего
состояния объекта и управление объектом.
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Прежде всего, рассмотрим вопрос существования и единственности реше-
ния соответствующей задачи Коши

dx(t)
dt

= fu(t, x(t)), x(0) = x0, (1.2)

где функция fu(t, x(t)) ≡ f(x(t),u(t)) получается подстановкой управления u в
правую часть (1.1). В связи с необходимостью учета разрывного управления u,
правую часть fu нельзя полагать непрерывной по t, соответственно, по аналогии
с [98; 99], вводится иное понятие решения задачи Коши, допускающее смягчение
требований к правой части.

Определение 1. Решением задачи Коши (1.2) на промежутке S ⊆ T , содержащем
0, называется абсолютно непрерывная на каждом сегменте [t0, t1] ⊆ S функция

x : S → X , удовлетворяющая интегральному уравнению x(t) = x0+
t∫
0

f(s, x(s)) ds

для всех t ∈ S .

Интеграл понимается в смысле Лебега.
Приведем соответствующие условия существования и единственности ре-

шения задачи Коши (см. [99]). Здесь и далее используется Евклидова норма. Так-
же используется обозначение Ao для совокупности всех внутренних точек мно-
жества A.

Теорема 1. Пустьфункция fu : T ×X → Rnx удовлетворяет следующим условиям
Каратеодори:

– fu(t∗, ·) : X → Rnx непрерывна при почти всех t∗ ∈ T ;
– fu(·, x∗) : T → Rnx интегрируема для каждого фиксированного x∗ ∈ X .

Тогда, ∀x0 ∈ X o существует непустой сегмент S ⊆ T , содержащий 0, на кото-
ром существует решение x задачи Коши (1.2).

Теорема 2. Пусть выполняются условия Теоремы 1, и, кроме того, пусть fu явля-
ется Липшицевой по x, т. е. существует интегрируемая функция m : T → R⩾0,
такая, что ∥fu(t, x′)−fu(t, x′′)∥ ⩽ m(t)∥x′−x′′∥ для всех t ∈ T , x′ ∈ X , x′′ ∈ X . То-
гда, ∀x0 ∈ X o существует непустой сегмент S ⊆ T , содержащий 0, на котором
существует единственное решение x задачи Коши (1.2).

Для того, чтобы fu удовлетворяла условиям Теорем 1 и 2, накладываются
следующие требования на f и u:
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– u должна быть интегрируемой, f должна быть Липшицевой по u— тогда
их композиция fu(·, x∗) будет интегрируемой;

– f должна быть Липшицевой по x— тогда и fu(t∗, ·) будет Липшицевой.
В дальнейшем рассматриваются только управления u, для которых решения x су-
ществуют на всем сегменте T . Таким образом, решение x является абсолютно
непрерывным на T , а следовательно и ограниченным на нем. При этом, функция
f непрерывна по u, а управление u является ограниченным— следовательно, про-
изводная dx

dt ограничена и решение x будет являться Липшицевым. Предполагает-
ся, что g также является Липшицевой. Тогда из замкнутости и ограниченности X
следует, что Y также является замкнутым и ограниченным.

Формирование теоретических моделей вида (1.1) сопряжено с серьезными
трудностями, для их получения требуется располагать значительным объемом
знаний о моделируемом объекте, что далеко не всегда возможно. Кроме того,
полученная модель может оказаться непригодной для решения некоторой кон-
кретной поставленной задачи. Во-первых, эта модель может содержать величины
и зависимости, в значениях которых имеются существенные неопределенности,
что, соответственно, препятствует получению точного и надежного решения. Во-
вторых, даже если модель сформирована полностью и факторы неопределенно-
сти в ней отсутствуют, она может не удовлетворять требованиям адаптивности.

В рамках эмпирического подхода к моделированию, объект моделирования
рассматривается как «черный ящик», внутренняя структура которого неизвестна.
При этом, модель формируется на основе имеющихся экспериментальных дан-
ных о реакции системы на внешние воздействия, посредством поиска модели,
наиболее соответствующей этим данным, в некотором классе моделей. Рассмот-
рим вопрос о корректности постановки задачи моделирования неизвестной ди-
намической системы вида (1.1). Ниже приведена соответствующая Теорема 3 (ее
доказательство дано в [99]).

Теорема 3. Пусть fu : T × X → Rnx удовлетворяет условиям Теоремы
2. Пусть решение x : T → X соответствующей задачи Коши для систе-
мы дифференциальных уравнений с правой частью fu и начальным условием
x(0) = x0 содержится в X вместе с замыканием своей ε-окрестности K =

{x′ | ∥x′ − x(t)∥ ⩽ ε для t ∈ T }, где ε — положительное вещественное число.
Пусть также f̂u : T ×X → Rnx удовлетворяет условиям Теоремы 2, в том числе
удовлетворяет условию Липшица ∥̂fu(t, x′) − f̂u(t, x′′)∥ ⩽ m(t)∥x′ − x′′∥ для всех
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x′, x′′ ∈ X , всех t ∈ T и некоторой интегрируемой функцииm : T → R⩾0. Кроме
того, пусть

max

∥∥x0 − x̂0∥∥ , supt∈T

∥∥∥∥∥∥
t∫

0

fu(s, x(s))− f̂u(s, x(s)) ds

∥∥∥∥∥∥
 e

T∫
0

l(s) ds
⩽ ε

2
.

Тогда, на всем сегменте T существует единственное решение x̂ задачи Коши для
системы дифференциальных уравнений с правой частью f̂u и начальным условием
x̂(0) = x̂0, и оно равномерно близко к решению исходной задачи Коши:

∥x(t)− x̂(t)∥ ⩽ ε ∀t ∈ T ,

и таким образом содержится в K.

Для формирования модели объекта при данном подходе выбирается опре-
деленный класс моделей и критерий качества модели (основанный на соответ-
ствии экспериментальным данным), а затем осуществляется поиск модели в вы-
бранном классе, наилучшей в смысле этого критерия, т. е. ставится задача опти-
мизации. Подразумевается, что класс моделей параметризован конечномерным
вектором параметров w ∈ Rnw , критерий является ограниченной снизу функцией
E : Rnw → R (функцией ошибки) и оптимизация E → min

w∈Rnw
осуществляется при

помощи численных методов [4—6].
Предполагается, что вместо истинных значений y(t) имеются лишь изме-

ренные ỹ(t) = y(t) + η(t), где η(t) — белый гауссовский шум с ограничен-
ным спектром, т. е. стационарный векторный гауссовский случайный процесс
η(t) имеет математическое ожидание M [η(t)] = 0 и ковариационную функцию
Kη(t1, t2) = sinc(2ω̄(t2 − t1))Σ, где

Σ =

σ
2
1 0. . .
0 σ2ny

 .
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1.2 Искусственные нейронные сети

На сегодняшний день, наиболее подходящим классом моделей нелинейных
многомерных систем (как статических, так и динамических) является класс мо-
делей, основанный на искусственных нейронных сетях (НС). Поскольку методы
нейросетевого моделирования динамических систем имеют много общего с мето-
дами нейросетевой аппроксимации функций, ниже приводится их краткое описа-
ние. В данном разделе x и y обозначают аргументы и значения аппроксимируемой
функции, а не переменные состояния и наблюдаемые выходы динамической си-
стемы, как в остальном тексте; также f обозначает аппроксимируемую функцию,
а не правую часть системы дифференциальных уравнений.

Аппроксимация неизвестной вектор-функции f : X → Y (X ⊂ Rnx, Y ⊂
Rny) осуществляется по набору экспериментальных данных следующего вида:

{⟨px, pỹ⟩}Pp=1 , (1.3)

где P — количество имеющихся пар вход-выход (примеров), x ∈ X — аргумент
функции, ỹ ∈ Y — известное с некоторой погрешностью значение функции f.
Данный набор примеров делится на: обучающее множество, используемое для
настройки параметров модели (обучения); валидационное множество, использу-
емое для настройки гиперпараметров (выбора класса модели, параметров мето-
да оптимизации и т.д.); тестовое множество, используемое для оценки точности
итоговой модели на независимом наборе данных— так называемой обобщающей
способности. Главной задачей всей процедуры настройки является обеспечение
требуемой обобщающей способности для последующего практического примене-
ния. Тестовое множество позволяет избежать переобучения модели, т. е. такой ее
настройки, при которой ошибка на обучающем множестве значительно ниже, чем
на независимом тестовом, что может произойти, например, если модель является
чересчур гибкой и позволяет «запомнить» примеры из обучающего множества,
не выявив никаких соотношений между ними.

В качестве критерия качества аппроксимации примем следующую функ-
цию ошибки:

E =
1

2

P∑
p=1

ny∑
i=1

wE
i (pỹi − pŷi)2, (1.4)
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где pŷi — оценки значений каждого i-го компонента вектора выходов, получен-
ные с помощью нейронной сети, а wE

i —фиксированные веса. Данную функцию
(1.4) требуется минимизировать по вектору параметров нейронной сети. Такой
подход к использованию обучающего множества при формировании функции
ошибки называется «пакетным». Помимо «пакетного» подхода зачастую исполь-
зуется стохастический, в рамках которого в цикле последовательно выполняет-
ся один шаг процедуры минимизации ошибки для каждого отдельного примера
p. Также существует гибридный, «мини-пакетный» подход, последовательно вы-
полняющий одиншаг процедурыминимизации суммарной ошибки для некоторо-
го подмножества примеров. Стохастический и «мини-пакетный» подходы иногда
позволяют ускорить процесс обучения за счет увеличения количества модифика-
ций параметров по отношению к количеству обработанных примеров. Также, в
некоторых случаях такое чередование минимизируемой функции позволяет избе-
жать локальных минимумов. С другой стороны, стохастический подход исклю-
чает возможность параллелизации обработки нескольких обучающих примеров.
Также стохастический и «мини-пакетный» подходы в меньшей степени пригодны
для использования с методами оптимизации второго порядка. Наконец, стохасти-
ческий и «мини-пакетный» подходы затрудняют сходимость метода оптимизации
к минимуму. В данной работе используется лишь «пакетный» подход.

Наиболее распространенным классом нейросетевых моделей (НС-
моделей), предназначенных для аппроксимации функций, является класс
слоистых нейронных сетей прямого распространения (Layered Feedforward
Neural Network, LFNN). Примем следующие обозначения: L ∈ N — количество
слоев сети; Sl ∈ N — количество нейронов в l-ом слое (l = 1, . . . , L); S0 ∈ N —
количество входов сети; a0i ∈ R — значение i-го входа сети (i = 1, . . . , S0). Для
каждого i-го нейрона l-го слоя сети обозначим: nli — взвешенная сумма входов
нейрона; φl

i : R→ R— активационная функция нейрона; ali ∈ R— значение ак-
тивационной функции нейрона (состояние), соответствующее значениям входов.
Значения активационных функций нейронов последнего,L-го, слоя aLi называют-
ся выходами сети. Также w ∈ Rnw — общий вектор параметров сети, состоящий
из смещений bli ∈ R и весов связей ωl

i,j ∈ R (i = 1, . . . , Sl, j = 1, . . . , Sl−1).
Тогда слоистая нейронная сеть прямого распространения представляет собой
параметрическое семейство функций LFNN : RS0 × Rnw → RSL, связывающих
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входы сети a0, ее параметры w и выходы aL следующими соотношениями:

nli = bli +
Sl−1∑
j=1

ωl
i,jal−1j ,

ali = φl
i

(
nli
)
,

 l = 1, . . . , L, i = 1, . . . , Sl. (1.5)

Здесь L-й слой называется выходным, а все остальные слои — скрытыми, по-
скольку они не являются непосредственно связанными с выходами сети. Оцен-
ки значений компонентов вектора выходов pŷi в (1.4) для каждой p-й пары вход-
выход соответствуют значениям активационных функций нейронов выходного
слоя aLi для входов a0 = px.

Возможности данного класса нейросетевых моделей показывает следую-
щая Теорема 4 об универсальной аппроксимации [10].

Теорема 4. Пусть X — замкнутое ограниченное подмножество Rnx, Y — под-
множествоRny , f : X → Y — непрерывная вектор-функция. Пусть LFNN— сло-
истая нейронная сеть прямого распространения (1.5) с одним или более скры-
тым слоем (L > 1), соответствующим числом входов и выходов (S0 = nx,
SL = ny). Пусть активационные функции нейронов выходного слоя являются
тождественными отображениями, а активационные функции нейронов скры-
тых слоев — непостоянные, ограниченные, непрерывные функции. Тогда для лю-
бого положительного вещественного ε существует такое конечное число ней-
ронов каждого скрытого слоя (Sl ∈ N для l = 1, . . . , L − 1) и такие значения
параметров w ∈ Rnw , что

∥f(x)− LFNN(x;w)∥ < ε ∀x ∈ X .

Иными словами, множество функций вида (1.5) всюду плотно в простран-
стве непрерывных вектор-функций на компакте C(X ).

В качестве активационной функции нейронов скрытых слоев может быть
использован, например, гиперболический тангенс:

φl
i(nli) = th(nli) =

en
l
i − e−nli

en
l
i + e−n

l
i

, l = 1, . . . , L− 1, i = 1, . . . , Sl, (1.6)
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или же логистическая функция

φl
i(nli) = logsig(nli) =

1

1 + e−n
l
i

, l = 1, . . . , L− 1, i = 1, . . . , Sl. (1.7)

Обе эти функции удовлетворяют требованиям Теоремы 4, однако, в задачах ап-
проксимации преимущественно используется гиперболический тангенс, посколь-
ку он имеет область значений [−1, 1]; в свою очередь, в задачах классификации ча-
ще используется логистическая функция, имеющая область значений [0, 1]. Акти-
вационные функции нейронов выходного слоя являются тождественными отоб-
ражениями:

φL
i (nLi ) = nLi , i = 1, . . . , SL. (1.8)

Поскольку слоистые нейронные сети прямого распространения представля-
ют собой композицию линейных комбинаций и активационных функций, если в
качестве активационных функций используются Липшицевы функции, то функ-
ции, реализуемые сетями, также являются Липшицевыми. Пусть M l

i обозначает
константу Липшица для активационной функции φl

i i-го нейрона l-го слоя сети
вида (1.5). В частности, для гиперболического тангенса и тождественного отоб-
ражения данная константа равна 1. Далее, по аналогии с [1], оценим константу
Липшица сети:

M̄ ⩽
L∏
l=1

√√√√ Sl∑
i=1

[
M l

i

]2(Sl−1∑
j=1

[
ωl

i,j

]2)
. (1.9)

Несмотря на то, что, согласно Теореме 4, нейронной сети с одним скры-
тым слоем достаточно для аппроксимации произвольной непрерывной функции
на компакте, сети с большим числом скрытых слоев в ряде случаев позволяют
достичь той же точности аппроксимации с использованием меньшего количества
параметров. В то же время, при обучении сетей с большим количеством скры-
тых слоев, рельеф функции ошибки становится более сложным (например, мо-
жет увеличиться количество локальных минимумов), что создает трудности для
алгоритмов обучения.

Включение дополнительных связей между входами сети a0 и нейронами
скрытых слоев al для 1 < l < L также зачастую позволяет уменьшить количе-
ство используемых нейронов. Данная модификация класса моделей (1.5) сохраня-
ет свойство универсальной аппроксимации, поскольку содержит исходный класс
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моделей в качестве частного случая (при нулевых значениях весов дополнитель-
ных связей).

Класс моделей (1.5) также может быть расширен до класса нейронных се-
тей старших порядков (Higher Order Neural Networks, HONN) [100]. Так, напри-
мер, путем замены выражения для взвешенной суммы nli с линейной комбинации
на квадратичную форму, может быть получен класс нейронных сетей второго по-
рядка:

nli = bli +
Sl−1∑
j=1

ωl
i,jal−1j +

Sl−1∑
j=1

Sl−1∑
k=1

ωl
i,j,kal−1j al−1k , (1.10)

где ωl
i,j,k — дополнительные параметры данного класса моделей. Данная моди-

фикация также сохраняет свойство универсальной аппроксимации, поскольку со-
держит исходный класс моделей в качестве частного случая. Стоит отметить, что
количество настраиваемых параметров экспоненциально увеличивается с ростом
порядка сети.

Методы минимизации нелинейной функции ошибки (1.4) представляют со-
бой итеративные процедуры поиска в пространстве параметровRnw , в общем слу-
чае не гарантирующие нахождение глобального минимума, и требующие задания
начального приближения значений параметровw0 для старта итерационного про-
цесса.

Один из подходов к заданию начального приближения значений парамет-
ров слоистой нейронной сети прямого распространения (1.5) приведен ниже
[101]:

bli = 0,

ωl
i,j ∼ U

[
−
√

6

Sl−1 + Sl
,

√
6

Sl−1 + Sl

]
.

(1.11)

Также, перед настройкой параметров сети выполняется стандартизация на-
бора экспериментальных данных, т. е. значения входов и целевых выходов по
каждой переменной приводятся к нулевому среднему и некоторому типичному
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диапазону (например, [−1, 1]):

pxi ←
pxi − xmaxi +xmini

2

xmaxi − xmini

, p = 1, . . . , P, i = 1, . . . , nx,

pỹi ←
pỹi − ymaxi +ymini

2

ymaxi − ymini

, p = 1, . . . , P, i = 1, . . . , ny,

(1.12)

где граничные значения xmaxi , xmini , ymaxi , ymini могут быть априорно известны, ли-
бо вычислены по имеющейся выборке. Данный прием снижает обусловленность
матрицы Гессе, а также позволяет использовать типичные значения по умолча-
нию для некоторых параметров алгоритма обучения.

Методы первого порядка, такие как метод градиентного спуска, используют
значение градиента функции ∂E

∂w в точке для определения требуемого изменения
значений параметров w:

w(s+1) ← w(s) − α(s)∂E(w(s))

∂w
, (1.13)

где α(s) — величина шага, которая может быть определена одномерным поиском
вдоль направления антиградиента.

Градиент функции ошибки можно выразить через матрицу Якоби выходов
сети следующим образом:

∂E

∂wi
= −

SL∑
j=1

wE
j

(
ỹj − aLj

) ∂aLj
∂wi

. (1.14)

В свою очередь, более эффективные методы второго порядка, такие как ме-
тод Ньютона, используют значения матрицы Гессе функции ∂2E

∂w2 в точке:

w(s+1) ← w(s) −
[
∂2E(w(s))

∂w2

]−1
∂E(w(s))

∂w
. (1.15)

Матрица Гессе функции ошибки имеет следующий вид:

∂2E

∂wi∂wj
=

SL∑
k=1

wE
k

[
∂aLk
∂wi

∂aLk
∂wj
−
(
ỹk − aLk

) ∂2aLk
∂wi∂wj

]
, (1.16)
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и может быть аппроксимирована через матрицу Якоби выходов сети (аппрокси-
мация Гаусса-Ньютона):

∂2E

∂wi∂wj
≈ Bi,j =

SL∑
k=1

wE
k

∂aLk
∂wi

∂aLk
∂wj

. (1.17)

Метод Левенберга-Марквардта:

w(s+1) ← w(s) −
[
B(w(s)) + µ(s)I

]−1 ∂E(w(s))

∂w
, (1.18)

где I— единичная матрица nw × nw.
Возможность использования методов первого и второго порядков предпо-

лагает соответствующую дифференцируемость функции ошибки по параметрам
w. Поскольку слоистая нейронная сеть прямого распространения (1.5) представ-
ляет собой композицию линейных комбинаций и активационных функций, а в
качестве активационных функций используются гиперболический тангенс, ло-
гистическая функция и тождественное отображение, то функция, реализуемая
сетью, является бесконечно-дифференцируемой. Производные активационных
функций нейронов скрытых слоев имеют вид

φl
i

′
(nli) = 1−

(
φl

i(nli)
)2
,

φl
i

′′
(nli) = −2φl

i(nli)φl
i

′
(nli),

}
l = 1, . . . , L− 1, i = 1, . . . , Sl, (1.19)

в случае гиперболического тангенса (1.6) и

φl
i

′
(nli) = φl

i(nli)
(
1−φl

i(nli)
)
,

φl
i

′′
(nli) = φl

i

′
(nli)

(
1− 2φl

i(nli)
)
,

}
l = 1, . . . , L− 1, i = 1, . . . , Sl, (1.20)

в случае логистической функции (1.7). Производные активационных функций
нейронов выходного слоя (1.8) имеют вид:

φL
i
′
(nLi ) = 1,

φL
i
′′
(nLi ) = 0,

}
i = 1, . . . , SL. (1.21)

Ниже приведены алгоритмы вычисления производных функции ошибки по
параметрам слоистой нейронной сети прямого распространения (1.5). Посколь-
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ку функция ошибки (1.4) представляет собой сумму ошибок для каждой пары
вход-выход, ее градиент и матрица Гессе будут являться суммой градиентов и
матриц Гессе отдельных ошибок. Соответственно, приведенные ниже алгоритмы
описывают процесс вычисления производных для отдельных ошибок, а индекс p
опускается.

Алгоритм обратного распространения для вычисления градиента
функции ошибки (1.4). Вначале выполняется прямое распространение по сло-
ям l = 1, . . . , L, и вычисляются взвешенные суммы nli и значения активационных
функций ali всех нейронов i = 1, . . . , Sl по выражениям (1.5).

Затем вычисляются чувствительности ∂E
∂nli

функции ошибки E к значениям
взвешенных сумм входов нейронов nli. Значения чувствительностей для нейронов
выходного слоя вычисляются непосредственно:

∂E

∂nLi
= −wE

i

(
ỹi − aLi

)
φL

i
′
(nLi ). (1.22)

Значения чувствительностей для нейронов скрытых слоев вычисляются в ходе
обратного распространения по слоям l = L− 1, . . . , 1:

∂E

∂nli
= φl

i

′
(nli)

Sl+1∑
j=1

∂E

∂nl+1
j

ωl+1
j,i . (1.23)

Наконец, значения производныхфункции ошибки по параметрам выражаются че-
рез чувствительности:

∂E

∂bli
=
∂E

∂nli
,

∂E

∂ωl
i,j

=
∂E

∂nli
al−1j .

(1.24)

Также можно продолжить обратное распространение и получить производные
функции ошибки по входам сети:

∂E

∂a0i
=

S1∑
j=1

∂E

∂n1j
ω1

j,i. (1.25)
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Алгоритм прямого распространения для вычисления матрицы Якоби
выходов сети (1.5). В ходе прямого распространения по слоям l = 1, . . . , L, вы-
числяются не только взвешенные суммы nli и значения активационных функций
ali, но и попарные чувствительности всех нейронов

∂nli
∂nmj

.
Значения попарных чувствительностей для нейронов, расположенных в од-

ном слое, вычисляются непосредственно:

∂nli
∂nli

= 1,

∂nli
∂nlj

= 0, i ̸= j.

(1.26)

Поскольку выходы нейронов не поступают на вход нейронов предыдущих слоев,
соответствующие попарные чувствительности тождественно равны нулю:

∂nli
∂nmj

= 0, m > l. (1.27)

Остальные попарные чувствительности вычисляются в ходе прямого распростра-
нения по слоям l = 2, . . . , L:

∂nli
∂nmj

=
Sl−1∑
k=1

ωl
i,kφ

l−1
k

′
(nl−1k )

∂nl−1k

∂nmj
. (1.28)

Наконец, значения производных выходов сети по параметрам выражаются через
попарные чувствительности:

∂aLi
∂bmj

= φL
i
′
(nLi )

∂nLi
∂nmj

,

∂aLi
∂ωm

j,k

= φL
i
′
(nLi )

∂nLi
∂nmj

am−1k .

(1.29)
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Также при помощи прямого распространения можно получить производные вы-
ходов сети по ее входам:

∂n1i
∂a0j

= ω1
i,j,

∂nli
∂a0j

=
Sl−1∑
k=1

ωl
i,kφ

l−1
k

′
(nl−1k )

∂nl−1k

∂a0j
, l = 2, . . . , L,

∂aLi
∂a0j

= φL
i
′
(nLi )

∂nLi
∂a0j

.

(1.30)

Алгоритм обратного распространения для вычисления матрицы Гес-
се функции ошибки (1.4) [102]. В ходе прямого распространения по слоям l =
1, . . . , L, вычисляются взвешенные суммы nli, значения активационных функций
ali и попарные чувствительности всех нейронов

∂nli
∂nmj

, как и в случае матрицы Яко-
би.

Затем, в ходе обратного распространения вычисляются чувствительности
∂E
∂nli

и чувствительности второго порядка ∂2E
∂nli∂nmj

функции ошибки E к значениям
взвешенных сумм входов нейронов nli и nmj . В связи с непрерывностью вторых
производных, порядок дифференцирования не важен, и матрица Гессе является
симметричной. Таким образом, ниже будут рассматриваться лишь выражения для
случаяm ⩽ l. Значения чувствительностей второго порядка для нейронов выход-
ного слоя вычисляются непосредственно:

∂2E

∂nLi ∂nmj
= wE

i

[(
φL

i
′
(nLi )

)2
−
(
ỹi − aLi

)
φL

i
′′
(nLi )

]
∂nLi
∂nmj

. (1.31)

Значения чувствительностей второго порядка для нейронов скрытых слоев вы-
числяются в ходе обратного распространения по слоям l = L− 1, . . . , 1:

∂2E

∂nli∂nmj
= φl

i

′
(nli)

Sl+1∑
k=1

ωl+1
k,i

∂2E

∂nl+1
k ∂nmj

+φl
i

′′
(nli)

∂nli
∂nmj

Sl+1∑
k=1

ωl+1
k,i

∂E

∂nl+1
k

. (1.32)
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Наконец, значения вторых производных функции ошибки по параметрам выра-
жаются через чувствительности второго порядка:

∂2E

∂bli∂bmk
=

∂2E

∂nli∂nmk
,

∂2E

∂bli∂ωm
k,r

=
∂2E

∂nli∂nmk
am−1r ,

∂2E

∂ωl
i,j∂bmk

=
∂2E

∂nli∂nmk
al−1j +

∂E

∂nli
φl−1

j

′
(nl−1j )

∂nl−1j

∂nmk
, l > 1,

∂2E

∂ω1
i,j∂b1k

=
∂2E

∂n1i∂n1k
a0j ,

∂2E

∂ωl
i,j∂ω

m
k,r

=
∂2E

∂nli∂nmk
al−1j am−1r +

∂E

∂nli
φl−1

j

′
(nl−1j )

∂nl−1j

∂nmk
am−1r , l > 1,

∂2E

∂ω1
i,j∂ω

1
k,r

=
∂2E

∂n1i∂n1k
a0ja0r.

(1.33)

Если в ходе прямого распространения дополнительно вычислить производ-
ные по входам ∂a0i

∂a0j
и ∂nli

∂a0j
, то можно продолжить обратное распространение и полу-

чить вторые производные функции ошибки по входам сети. Значения чувстви-
тельностей второго порядка для нейронов выходного слоя вычисляются непо-
средственно:

∂2E

∂nLi ∂a0j
= wE

i

[(
φL

i
′
(nLi )

)2
−
(
ỹi − aLi

)
φL

i
′′
(nLi )

]
∂nLi
∂a0j

. (1.34)

Значения чувствительностей второго порядка для нейронов скрытых слоев вы-
числяются в ходе обратного распространения по слоям l = L− 1, . . . , 1:

∂2E

∂nli∂a0j
= φl

i

′
(nli)

Sl+1∑
k=1

ωl+1
k,i

∂2E

∂nl+1
k ∂a0j

+φl
i

′′
(nli)

∂nli
∂a0j

Sl+1∑
k=1

ωl+1
k,i

∂E

∂nl+1
k

. (1.35)
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Наконец, значения вторых производных функции ошибки по входам выражаются
через чувствительности второго порядка:

∂2E

∂a0i∂a0j
=

S1∑
k=1

ω1
k,i

∂2E

∂n1k∂a0j
,

∂2E

∂bli∂a0k
=

∂2E

∂nli∂a0k
,

∂2E

∂ωl
i,j∂a0k

=
∂2E

∂nli∂a0k
al−1j +

∂E

∂nli
φl−1

j

′
(nl−1j )

∂nl−1j

∂a0k
, l > 1,

∂2E

∂ω1
i,j∂a0k

=
∂2E

∂n1i∂a0k
a0j +

∂E

∂n1i

∂a0j
∂a0k

.

(1.36)

1.3 Нейросетевые модели динамических систем

Большинство нейросетевых моделей описывает поведение динамической
системы в дискретном времени с постоянным шагом дискретизации ∆t на сег-
менте времени [0, T ], при этом uk, xk, yk обозначают значения соответствующих
величин в дискретный момент времени tk = k∆t (k = 0, . . . , K,K =

⌊
T
∆t

⌋
).

Набор экспериментальных данных, требуемых для формирования такихмо-
делей, имеет следующий вид:{{⟨

puk, pỹk
⟩}pK

k=0

}P

p=1
, (1.37)

где P — количество измеренных траекторий, pK—длина соответствующей тра-
ектории, puk — известное управление, поданное на вход, а pỹk — измеренные
выходы.

Основываясь на сделанных предположениях о шуме измерений (1.1), в ка-
честве критерия качества модели на наборе (1.37) целесообразно принять функ-
цию ошибки

E =
1

2

P∑
p=1

pK∑
k=1

ny∑
j=1

wE
j

(
pỹkj −

pŷkj
)2
, (1.38)
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где pŷkj —оценки значений каждого j-го компонента вектора выходных перемен-
ных, полученные с помощью модели, аwE

j —веса, обычно выбираемыеwE
j ∼ 1

σ2
j
.

Данную функцию (1.38) требуется минимизировать по вектору параметров ней-
росетевой модели w ∈ Rnw .

Далее приведены основные классы нейросетевых моделей динамических
систем.

Нелинейная авторегрессионная нейросетевая модель с внешними вхо-
дами. Одним из классов моделей детерминированных нелинейных управляемых
динамических систем в дискретном времени является класс нелинейных авторе-
грессионных моделей с внешними входами (Nonlinear AutoRegressive model with
eXogeneous inputs, NARX) [103]:

ŷk = F(ŷk−1, . . . , ŷk−ly ,uk−1, . . . , uk−lu;w), k ⩾ max {lu, ly} , (1.39)

где F(·;w)— параметрическое семейство функций, lu и ly — количество исполь-
зуемых значений управлений и выходов с предыдущихшагов времени. В качестве
параметрического семейства функций F(·;w) может быть использована, напри-
мер, слоистая нейронная сеть прямого распространения (1.5). Набор эксперимен-
тальных данных (1.37) используется для инициализации значений pŷk = pỹk для
k = 0, . . . ,max {lu, ly} − 1.

q
−1

q
−1

q
−1

q
−1

F(ŷk−1
, . . . , ŷk−ly ,uk−1

, . . . ,uk−lu;w)

ŷk

uk−1

Рисунок 1.1 — Нелинейная авторегрессионная модель с внешними входами

Данный подход имеет определенные недостатки: во-первых, заранее неиз-
вестен размер временного окна, достаточный для моделирования рассматривае-
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мой системы с требуемой точностью; во-вторых, для учета долгосрочных зави-
симостей может потребоваться произвольно большой размер временного окна;
в-третьих, если рассматриваемая система является нестационарной, то необходи-
мый размер временного окна может меняться с течением времени.

Нейросетевая модель в пространстве состояний. Альтернативным клас-
сом моделей детерминированных нелинейных управляемых динамических си-
стем в дискретном времени является класс моделей в пространстве состояний:

zk+1 = F(zk,uk;wf)

ŷk = G(zk;wg)
, (1.40)

где zk ∈ Z ⊂ Rnz — вектор переменных состояния модели, w =
(
wfT ,wgT

)T
—

общий вектор параметров модели, состоящий из векторовwf ∈ Rnwf иwg ∈ Rnwg ,
а F(·;wf) иG(·;wg)—параметрические семейства функций. В качестве парамет-
рических семейств функций F(·;wf) и G(·;wg) снова могут быть использованы
слоистые нейронные сети прямого распространения (1.5). Частным случаем клас-
са моделей (1.40) является класс рекуррентных нейронных сетей Элмана [12], при
этом переменные состояния zk зачастую называются контекстными нейронами.

Количество переменных состояния nz является неизвестным, и выбирает-
ся достаточно большим для того, чтобы иметь возможность моделирования ДС с
требуемой точностью. Значения переменных состояния в начальный момент вре-
мени для каждой p-й траектории pz0 также являются неизвестными. Существует
несколько подходов к заданию начальных значений переменных состояния:

– значения задаются произвольно, например, полагаются нулевыми [3; 14].
Данный подход оправдан в случаях, если прогноз всегда (при обучении,
тестировании и эксплуатации модели) осуществляется для одного и то-
го же начального состояния, либо если предполагается, что неизвестная
ДС является системой с затухающей памятью, т. е. последовательности
выходов, соответствующие различным начальным состояниям и одина-
ковым последовательностям управлений, асимптотически сходятся (фор-
мальное определение дано в [14]);

– значения подлежат оптимизации вместе с настраиваемыми параметрами
модели [18; 19]. При этом задача оптимизации усложняется; кроме того,
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количество дополнительных переменных, равное Pnz, зависит от коли-
чества траекторий в наборе экспериментальных данных.

q
−1

F(zk,uk;wf) G(zk;wg)

zk+1

uk

ŷk

Рисунок 1.2 — Нелинейная модель в пространстве состояний

Нейронные сети долго-краткосрочной памяти (Long-Short Term
Memory, LSTM). Данный класс моделей предназначен для моделирования
систем со значительными задержками между управляющими воздействиями
и их наблюдаемыми эффектами, т. е. систем с долгосрочными зависимостями.
LSTM-сети (см. рис. 1.3) схожи с нейросетевыми моделями в пространстве
состояний, такими как сети Элмана, при этом главным их отличием является
использование так называемых ячеек памяти вместо контекстных нейронов
[33; 41—46]. Ячейки памяти состоят из одного нейрона с сигмоидальной акти-
вационной функцией, осуществляющего нелинейное преобразование входов,
и последовательно соединенного с одним линейным нейроном, замкнутым
рекуррентной связью с самим собой, позволяющим накапливать и сохранять в
памяти соответствующее состояние. На вход ячейки памяти поступают текущие
значения внешних входов и значения выходов всех ячеек памяти в предыдущий
момент времени. Для регулирования процесса «записи» и «чтения» из ячейки
памяти используются входные и выходные вентили— нейроны с логистической
активационной функцией (1.7) (имеющей область значений [0, 1]), выходы кото-
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рых перемножаются со входами и выходами линейного нейрона, таким образом
«включая» или «выключая» соответствующие операции. Для регулирования
процесса «очистки» ячейки памяти используются вентили забывания — также
нейроны с логистической активационной функцией, выходы которых пере-
множаются со значением линейного нейрона, передаваемым по рекуррентной
связи. Наборы ячеек памяти с общими входными и выходными вентилями, а
также вентилями забывания группируются в блоки памяти. Входами вентилей
некоторого блока памяти являются: текущие значения всех внешних входов,
значения выходов всех ячеек памяти всех блоков на предыдущем шаге, а также
значения выходов линейных нейронов всех ячеек памяти рассматриваемого
блока.

u
k

q
−1

q
−1

ȳ
k+1

Рисунок 1.3 — Нейронная сеть долго-краткосрочной памяти с одной ячейкой
памяти
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На рис. 1.3 показана структура простейшей LSTM-сети с единственным
блоком памяти, содержащим одну ячейку памяти. Использованы следующие обо-
значения: квадратные элементы соответствуют внешним входам (переменным
управления), наблюдаемым выходам и элементам задержки; круглые элементы
соответствуют нейронам и элементам, реализующим произведения; активацион-
ные функции нейронов схематически изображены внутри круглых элементов (на-
пример, линейные и сигмоидальные функции); стрелки, связывающие элементы,
соответствуют связям между элементами; стрелки, не имеющие исходного эле-
мента, соответствуют смещениям.

LSTM-сети были успешно применены в задачах распознавания речи, язы-
кового моделирования, машинного перевода, поиска аномалий, однако, почти не
применялись для идентификации динамических систем [47].

1.4 Методы обучения рекуррентных нейросетевых моделей

Для обучения рекуррентных нейросетевых моделей могут быть использо-
ваны те же методы оптимизации, что и для сетей прямого распространения, од-
нако, требуются соответствующие алгоритмы вычисления производных по па-
раметрам. Поскольку функция ошибки (1.38) представляет собой сумму ошибок
для каждой траектории, ее градиент и матрица Гессе будут являться суммой гра-
диентов и матриц Гессе отдельных ошибок. Соответственно, приведенные ниже
алгоритмы описывают процесс вычисления производных для отдельных ошибок,
а индекс p опускается.

Алгоритм обратного распространения во времени [25—27] для вычис-
ления градиента функции ошибки (1.38). Вначале выполняется прямое распро-
странение во времени k = 0, . . . , K, и вычисляются выходы ŷkj , j = 1, . . . , ny (а
также состояния zki , i = 1, . . . , nz для модели в пространстве состояний) по соот-
ветствующим выражениям (1.39) либо (1.40).

Для авторегрессионной модели (1.39) значения чувствительности функции
ошибки к значениям выходов вычисляются в ходе обратного распространения во
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времени k = K, . . . , 1:

∂E

∂ŷK+1
i

= 0,

∂E

∂ŷki
= −wE

i

(
ỹki − ŷki

)
+

+

ly∑
l=1

ny∑
r=1

∂E

∂ŷk+l
r

∂Fr(ŷk+l−1, . . . , ŷk+l−ly ,uk+l−1, . . . , uk+l−lu;w)
∂ŷki

.

(1.41)

Для модели в пространстве состояний (1.40) значения чувствительности функции
ошибки к значениям выходов вычисляются непосредственно:

∂E

∂ŷki
= −wE

i

(
ỹki − ŷki

)
, (1.42)

а значения чувствительности функции ошибки к значениям состояний вычисля-
ются в ходе обратного распространения во времени k = K, . . . , 1:

∂E

∂zK+1
i

= 0,

∂E

∂zki
=

ny∑
j=1

∂E

∂ŷkj

∂Gj(zk;wg)

∂zki
+

nz∑
j=1

∂E

∂zk+1
j

∂Fj(zk, uk;wf)

∂zki
.

(1.43)

Наконец, значения производных функции ошибки по параметрам выража-
ются через чувствительности. Для авторегрессионной модели (1.39) они имеют
вид:

∂E

∂wi
=

K∑
k=1

ny∑
j=1

∂E

∂ŷkj

∂Fj(ŷk−1, . . . , ŷk−ly , uk−1, . . . , uk−lu;w)
∂wi

, (1.44)

а для модели в пространстве состояний (1.40):

∂E

∂wg
i

=
K∑
k=1

ny∑
j=1

∂E

∂ŷkj

∂Gj(zk;wg)

∂wg
i

,

∂E

∂wf
i

=
K∑
k=1

nz∑
j=1

∂E

∂zkj

∂Fj(zk−1, uk−1;wf)

∂wf
i

.

(1.45)

Алгоритм рекуррентного обучения в реальном времени [26—28] для
вычисления матрицы Якоби выходов сети (1.40). В ходе прямого распростра-
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нения во времени k = 0, . . . , K, вычисляются не только состояния zki и выходы
ŷkj , но и соответствующие матрицы Якоби состояний ∂zkj

∂wf
i

и выходов ∂ŷkj
∂wi

.
Для авторегрессионной модели (1.39) матрицы Якоби выходов вычисляют-

ся в ходе прямого распространения во времени k = 0, . . . , K:

∂ŷkj
∂wi

= 0, k = 0, . . . ,max {lu, ly} − 1,

∂ŷkj
∂wi

=
∂Fj(ŷk−1, . . . , ŷk−ly ,uk−1, . . . , uk−lu;w)

∂wi
+

+

ly∑
l=1

ny∑
r=1

∂Fj(ŷk−1, . . . , ŷk−ly ,uk−1, . . . , uk−lu;w)
∂ŷk−lr

∂ŷk−lr

∂wi
, k = max {lu, ly} , . . . , K.

(1.46)

Для модели в пространстве состояний (1.40) матрицы Якоби состояний вы-
числяются в ходе прямого распространения во времени k = 0, . . . , K:

∂z0j
∂wf

i

= 0,

∂zkj
∂wf

i

=
∂Fj(zk−1, uk−1;wf)

∂wf
i

+

nz∑
r=1

∂Fj(zk−1, uk−1;wf)

∂zk−1r

∂zk−1r

∂wf
i

,

(1.47)

а матрицы Якоби выходов выражаются через матрицы Якоби состояний:

∂ŷkj
∂wg

i

=
∂Gj(zk;wg)

∂wg
i

,

∂ŷkj
∂wf

i

=

nz∑
r=1

∂Gj(zk;wg)

∂zkr
∂zkr
∂wf

i

.

(1.48)

Также в ходе прямого распространения могут вычисляться частичные сум-
мы градиента функции ошибки:

∂E

∂wi
= −

K∑
k=1

ny∑
j=1

wE
j

(
ỹkj − ŷkj

) ∂ŷkj
∂wi

, (1.49)
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и частичные суммы аппроксимации матрицы Гессе (аппроксимация Гаусса-
Ньютона):

∂2E

∂wi∂wj
≈ Bi,j =

K∑
k=1

ny∑
r=1

wE
r

∂ŷkr
∂wi

∂ŷkr
∂wj

. (1.50)

Таким образом, алгоритм RTRL может быть использован для настройки парамет-
ров в реальном времени, в отличие от алгоритма BPTT, осуществляющего обрат-
ное распространение от заранее определенного конечного момента времени.

При рассмотрении некоторой фиксированной p-й траектории длины pK из
набора экспериментальных данных (1.37), рекуррентные НС-модели в дискрет-
ном времени могут трактоваться как нейронные сети прямого распространения,
представляющие собой pK последовательно соединенных копий правой части F.
Таким образом, сложности, возникающие при обучении нейронных сетей прямо-
го распространения с большим числом скрытых слоев, возникают и при обучении
рекуррентных НС-моделей, и проявляются еще более сильно. К этим проблемам
относятся:

1. проблема экспоненциально уменьшающейся либо увеличивающейся
нормы градиента [17; 32—34]. Например, для модели (1.40) чувстви-
тельность состояния на шаге времени k к значению состояния на шаге
l (l < k) имеет следующий вид (в матричной записи):

∂zk

∂zl
=

k−1∏
r=l

∂F(zr, ur;wf)

∂zr
. (1.51)

Если для всех r = l, . . . , k − 1 максимальное по модулю собственное
значение матрицы ∂F(zr,ur;wf )

∂zr меньше единицы, то норма чувствительно-
сти ∂zk

∂zl будет убывать экспоненциально с ростом k − l. Таким образом,
норма слагаемых градиента функции ошибки, соответствующих позд-
ним шагам по времени k будут значительно превышать норму слагае-
мых градиента, соответствующих ранним шагам по времени. Следова-
тельно, при обучении сети методами первого порядка долгосрочные за-
висимости будут восстанавливаться существенно медленнее, чем крат-
косрочные. В свою очередь, собственные значения, большие единицы
для всех шагов времени, являются необходимым условием экспоненци-
ального роста нормы градиента функции ошибки с ростом длины траек-
тории, что может привести к расходимости оптимизационной схемы.
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В частности, если функция F является слоистой нейронной сетью пря-
мого распространения (1.5), то матрица Якоби ∂F(zr,ur;wf )

∂zr соответствует
матрице Якоби выходов сети по ее входам (в матричной записи):

∂aL

∂a0
= diag

{
φL′(nL)

}
ωL · · · diag

{
φ1′(n1)

}
ω1. (1.52)

Если все активационные функции φl имеют производную, ограничен-
ную константой ηl, а максимальные по модулю собственные значения
λlmax матриц весов ωl удовлетворяют соотношению

∏L
l=1 λ

l
maxη

l < 1, то и
максимальное по модулю собственное значение матрицы ∂aL

∂a0 будет мень-
ше единицы. Для тождественной активационной функции, а также ги-
перболического тангенса производная ограничена единицей.
Приведенные рассуждения верны и для иных рекуррентных НС-
моделей, в частности, модели (1.39).
Одним из путей к решению данной проблемы является использование
методов оптимизации второго порядка [17; 104]. Выбор хорошего на-
чального приближения для значений параметров также существенно
снижает влияние данной проблемы.

2. проблема бифуркаций настраиваемой модели динамической системы
[35—37]. Настраиваемая НС-модель является динамической системой, и
в процессе обучения могут происходить качественные изменения ее фа-
зового портрета. Если данные изменения затрагивают рассматриваемые
траектории (например, меняется точка притяжения), то при достаточно
большой длине траекторий это может привести к значительному измене-
нию значения функции ошибки при малом изменении параметров, т. е. к
значительному росту нормы градиента.
Для того, чтобы гарантировать отсутствие бифуркаций в процессе обу-
чения НС-модели, необходимо иметь очень хорошее начальное при-
ближение для значений параметров, при котором ДС, реализуемая НС-
моделью, изначально имела бы требуемое асимптотическое поведение.
В связи со сложностью нахождения такого начального приближения, бо-
лее целесообразной представляется модификация алгоритмов оптимиза-
ции, направленная на сохранение их устойчивости при больших значе-
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ниях нормы градиента, например, посредством ограничения величины
шага.

3. проблема «ложных» оврагов в рельефе функции ошибки [38—40]. Дан-
ные овраги называются «ложными», поскольку они не зависят от целе-
вых значений наблюдаемых выходов ỹk, и определяются лишь началь-
ными состояниями z0 и управлениями uk. Были рассмотрены причины
возникновения таких оврагов в некоторых частных случаях. Так, напри-
мер, если в некоторой области значений параметров начальное состо-
яние ДС (1.40) z0 является отталкивающей неподвижной точкой с гло-
бальным бассейном отталкивания, то сколь угодно малое управление uk

приводит с ростом длины траектории K к неограниченному удалению
состояния zk от начального, а следовательно, к неограниченному росту
значений выходов ŷ и ошибок ∥ỹk − ŷk∥. При этом, данная область зна-
чений параметров содержит прямую, на которой значения весов связей
между управлениями uk и нейронами сети F равны нулю, т. е. ДС (1.40)
не зависит от управления. Для параметров, лежащих на этой прямой, ДС
останется в неподвижной точке начального состояния на всех шагах вре-
мени, и ошибка будет сравнительно небольшой. Данная прямая образует
«ложный» овраг в рельефе функции ошибки.
Следует отметить, что данная проблема в значительной степени реша-
ется использованием достаточно большого количества P траекторий с
различными начальными состояниями и управлениями в качестве обу-
чающего множества. Дело в том, что для каждой отдельной траектории
«ложные» овраги будут расположены в различных областях простран-
ства параметров, поэтому овраги в рельефе суммарной функции ошибки
(1.38) будут иметь существенно меньшую амплитуду. Также предлагает-
ся использование различных методов регуляризации, модифицирующих
функцию ошибки таким образом, чтобы наклонить дно оврага в некото-
ром направлении.
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Глава 2. Полуэмпирический нейросетевой подход к моделированию
динамических систем

2.1 Идея полуэмпирического нейросетевого подхода к моделированию

Как уже было упомянуто выше, традиционный теоретический и эмпириче-
ский подходы к моделированию имеют определенные недостатки. Так, при фор-
мировании теоретических моделей зачастую не удается достичь требуемой точ-
ности в связи со сложностью учета всех зависимостей между рассматриваемыми
величинами; кроме того, при данном подходе отсутствует возможность адапта-
ции модели в реальном времени в случае изменения свойств объекта моделиро-
вания или среды, в которой он функционирует. В свою очередь, при формирова-
нии эмпирических моделей возникают трудности, связанные с необходимостью
сбора и обработки большого количества экспериментальных данных, а также с
выбором используемого класса моделей — использование неподходящего клас-
са моделей может привести к получению неэкономичной, переобученной модели,
не способной к обобщению.

В данной работе предлагается гибридный, полуэмпирический подход к мо-
делированию, позволяющий формировать модель с использованием как теорети-
ческих знаний предметной области, так и экспериментальных данных о реакции
системы на внешние воздействия (модели типа «серый ящик» [3; 20]).

Для начала рассмотрим полуэмпирический подход к аппроксимации функ-
ций. В рамках эмпирического подхода, рассмотренного в разделе 1.2, имеется
таблично-заданная функция, единственным предположением о которой является
ее непрерывность. Далее, выбирается параметрическое семейство функций, обла-
дающее свойством универсальной аппроксимации (множество функций, всюду
плотное в пространстве непрерывных функций на компакте), например, семей-
ство нейронных сетей прямого распространения (1.5) и осуществляется поиск
такой функции в этом семействе, которая минимизирует выбранную функцию
ошибки. В рамках полуэмпирического подхода предполагается наличие допол-
нительных априорных знаний о неизвестной функции, помимо ее непрерывности
— за счет таких знаний выбирается более узкий класс параметрических функ-
ций, что позволяет упростить задачу минимизации функции ошибки. Подобный
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учет априорного теоретического знания имеет регуляризующий эффект и позво-
ляет снизить количество настраиваемых параметров модели, сохранив при этом
ее точность. Полуэмпирическая модель представляет собой параметрическое се-
мейство функций, элементы которого являются композициями:

– некоторых фиксированных функций, отражающих точное знание отдель-
ных зависимостей;

– функций, принадлежащих некоторому параметрическому семейству спе-
циального вида (взвешенные линейные комбинации, тригонометриче-
ские многочлены и т. д.), отражающего знание общего характера отдель-
ных зависимостей;

– функций, принадлежащих некоторому параметрическому семейству об-
щего вида (нейронные сети прямого распространения, многочлены и
т. д.), всюду плотному в пространстве непрерывных функций на компак-
те, и отражающему отсутствие каких-либо знаний об отдельных зависи-
мостях.

В свою очередь, на основе имеющихся экспериментальных данных осуществля-
ется настройка параметров модели и ее структурная корректировка, необходимые
для достижения требуемой точности, а также для адаптации модели (в случае, ес-
ли неизвестная функция является нестационарной).

В общем случае, подобные полуэмпирические модели не являются универ-
сальными аппроксиматорами непрерывныхфункций, однако, как показывает сле-
дующая Теорема, они позволяют с любой заданной точностью аппроксимировать
функции того вида, который был задан, исходя из теоретических знаний об объ-
екте моделирования.

Теорема 5. Пусть m > 0 — целое число. Пусть Xi — замкнутые ограни-
ченные подмножества Rnxi , а Yi — подмножества Rnyi для i = 1, . . . ,m.
Пусть также Z — подмножество Rnz . Пусть Fi — подпространство про-
странства непрерывных вектор-функций из Xi в Yi, а F̂i — множество
вектор-функций, всюду плотное в Fi. Пусть G — подпространство простран-
ства Липшицевых вектор-функций из Y1 × · · · × Ym в Z , а Ĝ — множе-
ство вектор-функций, всюду плотное в G. Тогда множество вектор-функций
Ĥ =

{
ĝ(̂f1(x1), . . . , f̂m(xm)) | xi ∈ Xi, f̂i ∈ F̂i, ĝ ∈ Ĝ

}
всюду плотно в простран-

ствеH = {g(f1(x1), . . . , fm(xm)) | xi ∈ Xi, fi ∈ Fi, g ∈ G}.
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Доказательство. Поскольку множества вектор-функций F̂i всюду плотны в про-
странствах Fi, для любой вектор-функции fi ∈ Fi и любого εi > 0 существует
такая вектор-функция f̂i ∈ F̂i, что∥∥∥fi(xi)− f̂i(xi)∥∥∥ < εi, ∀xi ∈ Xi.

Аналогично, для любой вектор-функции g ∈ G и любого ε > 0 существует такая
вектор-функция ĝ ∈ Ĝ, что

∥g(y1, . . . , ym)− ĝ(y1, . . . , ym)∥ < ε, ∀yi ∈ Yi, i = 1, . . . ,m.

В соответствии с предположением данной Теоремы, любая функция g ∈ G удо-
влетворяет условию Липшица

∥g(y1, . . . , yi, . . . , ym)− g(y1, . . . , ŷi, . . . , ym)∥ ⩽Mi ∥yi − ŷi∥ ,

где Mi — соответствующая константа Липшица. Воспользовавшись неравен-
ством треугольника, получим∥∥∥g(f1(x1), . . . , fm(xm))− ĝ(̂f1(x1), . . . , f̂m(xm))∥∥∥ ⩽∥∥∥g(f1(x1), . . . , fm(xm))− g(̂f1(x1), . . . , f̂m(xm))∥∥∥+

+
∥∥∥ĝ(̂f1(x1), . . . , f̂m(xm))− ĝ(̂f1(x1), . . . , f̂m(xm))∥∥∥ ⩽∥∥∥g(f1(x1), . . . , fm(xm))− g(̂f1(x1), f2(x2), . . . , fm(xm))∥∥∥+

+
∥∥∥g(̂f1(x1), f2(x2), . . . , fm(xm))− g(̂f1(x1), f̂2(x2), f3(x3), . . . , fm(xm))∥∥∥+

+ · · ·+

+
∥∥∥g(̂f1(x1), . . . , f̂m−1(xm−1), fm(xm))− g(̂f1(x1), . . . , f̂m(xm))∥∥∥+

+
∥∥∥ĝ(̂f1(x1), . . . , f̂m(xm))− ĝ(̂f1(x1), . . . , f̂m(xm))∥∥∥ <
<

m∑
i=1

Mi

∥∥∥fi(xi)− f̂i(xi)∥∥∥+ ε <
m∑
i=1

Miεi + ε,

что и требовалось доказать.

Тем не менее, при определенных условиях свойство универсальной аппрок-
симации сохраняется.
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Теорема 6. Пусть X — замкнутое ограниченное подмножество Rnx, F — про-
странство непрерывных вектор-функций из X в Rny , а F̂ —множество вектор-
функций, всюду плотное в F . Пусть G — подпространство пространства Лип-
шицевых вектор-функций изRny вRny , имеющих непрерывную обратную вектор-
функцию, а Ĝ — множество вектор-функций, всюду плотное в G. Тогда множе-
ство вектор-функций Ĥ =

{
ĝ(̂f(x)) | x ∈ X , f̂ ∈ F̂ , ĝ ∈ Ĝ

}
всюду плотно в F .

Доказательство. В соответствии с предположениями данной Теоремы, для лю-
бой вектор-функции g ∈ G существует непрерывная обратная вектор-функция
g−1. Следовательно, для любой непрерывной вектор-функции f ∈ F композиция
g−1 ◦ f является непрерывной. Значит, существует такая f̂ ∈ F̂ , что∥∥∥f̂(x)− g−1(f(x))∥∥∥ < ε1, ∀x ∈ X .

Поскольку g является Липшицевой,∥∥∥g(̂f(x)))− f(x)∥∥∥ =
∥∥∥g(̂f(x)))− g(g−1(f(x)))∥∥∥ ⩽M

∥∥∥f̂(x)− g−1(f(x))∥∥∥ < Mε1,

гдеM — соответствующая константа Липшица. Также, существует такая ĝ ∈ Ĝ,
что

∥ĝ(y)− g(y)∥ < ε2, ∀y ∈ Rny .

Наконец, воспользовавшись неравенством треугольника, получаем∥∥∥ĝ(̂f(x)))− f(x)∥∥∥ ⩽
∥∥∥ĝ(̂f(x)))− g(̂f(x)))∥∥∥+ ∥∥∥g(̂f(x)))− f(x)∥∥∥ < ε2 +Mε1,

что и требовалось доказать.

Перейдем к задаче моделирования динамических систем вида (1.1). Рас-
смотрим конечное множество траекторий неизвестной динамической системы:

E = {⟨pu, px, py⟩}Pp=1 , (2.1)

где P — количество траекторий; pu : [0, pT ] → U — известные управления, по-
данные на вход; px : [0, pT ] → X — неизвестные траектории в пространстве со-
стояний; py : [0, pT ]→ Y — неизвестные траектории в пространстве выходов.

Применительно к данной задаче, на основе теоретических знаний может
быть выбран состав вектора переменных состояния — таким образом, перемен-
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ные состояния будут иметь интерпретацию в терминах предметной области. То-
гда начальные значения переменных состояния prescriptpx(0) могут быть оцене-
ны, например, посредством дополнительных измерений или калибровок в ходе
эксперимента. Как было упомянуто в разделе 1.3, начальные значения перемен-
ных состояния могут настраиваться в процессе оптимизации вместе с параметра-
ми модели, однако, даже в этом случае их теоретическая оценка послужит хоро-
шим начальным приближением. Соответственно, набор экспериментальных дан-
ных, требуемых для формирования модели дополняется оценками px̃0 значений
переменных состояния в начальный момент времени. Кроме того, в набор дан-
ных включаются значения моментов времени ptk, в которых были произведены
соответствующие наблюдения pỹk. Таким образом, требуемый набор эксперимен-
тальных данных принимает следующий вид:

Ẽ =
{⟨

px̃0, pu,
{⟨

ptk, pỹk
⟩}pK

k=0

⟩}P

p=1
. (2.2)

При этом, pt0 = 0; pt
pK = pT ; p∆tk = ptk+1 − ptk; ∆t = max

p,k

p∆tk.

Выбрав в качестве переменных состояния величины, имеющие интерпрета-
цию в терминах предметной области, зачастую возможно использовать теорети-
ческие знания о внутренней структуре объекта моделирования и выделить неко-
торые соотношения между ними, а также управлениями и наблюдаемыми выхо-
дами, известные с достаточной точностью, а затем зафиксировать их в составе
функций f̂ и ĝ, как и в рассмотренном ранее случае аппроксимации функции. Так,
в данной работе во всех задачах связь переменных состояния с наблюдаемыми
выходами точно известна, и поэтому функция ĝ является фиксированной и сов-
падает с функцией g теоретической модели (1.1) ДС. Функция f̂ в данных задачах
включает как известные зависимости, входящие в состав теоретической модели
f, так и нейросетевые аппроксимации неизвестных зависимостей.

Рассмотрим следующий класс моделей в непрерывном времени:

dx̂(t)
dt

= f̂(x̂(t), u(t);wf)

ŷ(t) = ĝ(x̂(t);wg)
, (2.3)

где x̂ : T → X — оценка траектории в пространстве состояний; ŷ : T → Rny —
оценка значений наблюдаемых выходов; f̂ : X×U×Wf → Rnx и ĝ : X×Wg → Rny
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— параметрические семейства функций, например, слоистые нейронные сети
прямого распространения или полуэмпирические нейросетевые модели. Предпо-
лагается, что Wf ⊂ Rnwf и Wg ⊂ Rnwg — замкнутые ограниченные множества
допустимых значений параметров. Также вводится обозначение w ∈ W для об-
щего вектора параметров, гдеW =Wf ×Wg и nw = nwf + nwg .

Прежде чем сформулировать Теорему, показывающую возможности данно-
го класса моделей, вводятся следующие обозначения и определения. Обозначим
черезS неизвестную ДС вида (1.1); аналогично, обозначим через Ŝ полуэмпири-
ческую НС-модель ДС вида (2.3).

Определение 2. Для рассматриваемой ДСS, будем называть ε-корректными та-
кие пары начальных состояний x0 и управлений u, что: вектор-функция u инте-
грируема; соответствующая траектория x существует на всем сегменте времени
T и содержится в X вместе с замыканием своей ε-окрестности.

Определение 3. Будем говорить, что Ŝ моделирует S с горизонтом прогноза T
и точностью ε, если существует такое δ > 0, что для любых ε-корректных (отно-
сительно S) x0 и u, а также любого x̂0 ∈ Bδ(x0), соответствующие траектории x̂
и ŷ существуют, и удовлетворяют условию

∥x(t)− x̂(t)∥ < ε

∥y(t)− ŷ(t)∥ < ε
∀t ∈ [0, T ].

Также вводится обозначение Lipn (A) для пространства Липшицевых по
всем аргументам вектор-функций из A в Rn. Затем, формулируется следующая
Теорема 7.

Теорема 7. Пусть F и F̂ — подмножества Lipnx
(X × U), G и Ĝ — подмноже-

ства Lipny
(X ). Предположим, что F̂ плотно в F , а Ĝ плотно в G. Тогда для

любых f ∈ F и g ∈ G, любых T > 0 и ε > 0 существуют такие f̂ ∈ F̂ и ĝ ∈ Ĝ,
что соответствующая система Ŝ моделирует S с горизонтом прогноза T и
точностью ε.

Доказательство. Рассмотрим произвольные ε-корректные относительно S на-
чальные состояния x0 и управления u, а также произвольный x̂0 ∈ Bδ(x0) для неко-
торого δ > 0. В соответствии с Определением 2, вектор-функция u является ин-
тегрируемой. Тогда, для любых f ∈ F и f̂ ∈ F̂ , функции fu(t, x(t)) ≡ f(x(t),u(t))
и f̂u(t, x(t)) ≡ f̂(x(t),u(t)) удовлетворяют всем условиям Теоремы 2, так как:
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– вектор-функция u интегрируема, а вектор-функции f и f̂ Липшицевы по
u, следовательно их композиции fu(·, xast) и f̂u(·, xast) являются интегри-
руемыми для каждого фиксированного x∗ ∈ X ;

– вектор-функции f и f̂ являются Липшицевыми по x, следовательно
вектор-функции fu(t∗, ·) и f̂u(t∗, ·) также являются Липшицевыми для каж-
дого t∗ ∈ T .

Таким образом, существуют единственные решения x и x̂ задач Коши для систем
ОДУ с правыми частями fu, f̂u и начальными условиями x(0) = x0, x̂(0) = x̂0,
соответственно. В соответствии с Определением 2, решение x существует на всем
сегменте T и содержится в X вместе с замыканием своей ε-окрестности.

Поскольку множество вектор-функций F̂ плотно в F , то для любой вектор-
функции f ∈ F и любого положительного εf существует такая вектор-функция
f̂ ∈ F̂ , что

∥f(x∗,u∗)− f̂(x∗, u∗)∥ < εf , ∀x∗ ∈ X , ∀u∗ ∈ U .

Далее, оценим сверху величину ошибки аппроксимации правой части си-
стемы ОДУ на всем интервале времени, на истинной траектории x(t):

sup
t∈[0,T ]

∥∥∥∥∥∥
t∫

0

fu(s, x(s))− f̂u(s, x(s)) ds

∥∥∥∥∥∥ ⩽ sup
t∈[0,T ]

t∫
0

∥∥∥fu(s, x(s))− f̂u(s, x(s))∥∥∥ ds =
=

T∫
0

∥∥∥fu(s, x(s))− f̂u(s, x(s))∥∥∥ ds < T∫
0

εf ds = Tεf .

Как было установлено ранее, вектор-функция f̂u удовлетворяет следующе-
му условию Липшица:∥∥∥f̂u(t, x′)− f̂u(t, x′′)∥∥∥ ⩽ mf(t) ∥x′ − x′′∥ , ∀x′, x′′ ∈ X , ∀t ∈ T ,

для некоторой интегрируемой функции mf : T → R⩾0. Также, в соответствии с
предположением данной Теоремы, вектор-функция ĝ ∈ Ĝ удовлетворяет условию
Липшица

∥ĝ(x′)− ĝ(x′′)∥ ⩽M g ∥x′ − x′′∥ , ∀x′, x′′ ∈ X ,

для некоторой константыM g ⩾ 0.
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Обозначим M̄ g = max{1,M g} и положим

δ =
ε

3M̄ g
e
−

T∫
0

mf (s) ds
,

εf =
δ

T
.

Таким образом, из Теоремы 3 о корректности постановки задачи моделирования
следует, что на всем сегменте T существует единственное решение x̂ задачи Ко-
ши для системы дифференциальных уравнений с правой частью f̂u и начальным
условием x̂(0) = x̂0, и оно равномерно близко к решению исходной задачи Коши:

∥x(t)− x̂(t)∥ ⩽ 2ε

3M̄ g
< ε ∀t ∈ T .

Также это означает, что решение x̂ содержится в X .
Поскольку множество вектор-функций Ĝ плотно в G, то для любой вектор-

функции g ∈ G и любого положительного εg существует такая вектор-функция
ĝ ∈ Ĝ, что

∥g(x∗)− ĝ(x∗)∥ < εg ∀x∗ ∈ X .

Положим εg = ε
3 , тогда

∥y(t)− ŷ(t)∥ = ∥g(x(t))− ĝ(x̂(t))∥ ⩽ ∥g(x(t))− ĝ(x(t))∥+
+ ∥ĝ(x(t))− ĝ(x̂(t))∥ < εg +M g∥x(t)− x̂(t)∥ <

<
ε

3
+M g 2ε

3M̄ g
⩽ ε, t ∈ T ,

что и требовалось доказать.

Схожие результаты для случая чисто эмпирических нейросетевых моделей
были получены в работе [11].

Решение задачи Коши для системы ОДУ в составе модели (2.3) может осу-
ществляться при помощи различных численных методов; соответственно, теоре-
тические знания предметной области, а также методов вычислительной матема-
тики позволяют выбрать наиболее подходящий метод для конкретной задачи. В
свою очередь, чисто эмпирические модели в пространстве состояний вида (1.40)
игнорируют данные знания, т. е. на используемое в них параметрическое семей-
ство функций F возлагается не только задача аппроксимации правой части систе-
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мы ОДУ, но и метода интгерирования, что приводит к излишнему усложнению
подобных моделей. Кроме того, вышеупомянутый полуэмпирический подход об-
ладает существенной гибкостью: он позволяет формировать модель на основе
экспериментальных данных с переменным шагом по времени; одновременно ис-
пользовать различныеметоды интегрирования для разных траекторий из экспери-
ментального набора данных; наконец, полученную модель можно в дальнейшем
использовать в комбинации с иным методом численного интегрирования и лю-
бым шагом. В качестве примера использования подобного подхода можно при-
вести нейронные сети Рунге-Кутты на основе явного метода Рунге-Кутты 4-го
порядка точности [21].

2.2 Процедура формирования полуэмпирических нейросетевых моделей

Процедура формирования полуэмпирических НС-моделей состоит из сле-
дующих этапов:

1. формирование теоретической модели с непрерывным временем (1.1) для
исследуемой ДС;

2. сбор экспериментальных данных (2.2), характеризующих поведение ДС;
3. оценка точности теоретической модели ДС на доступных данных;
4. преобразование исходной модели с непрерывным временем в модель с

дискретным временем;
5. формирование НС-представления для полученной модели с дискретным

временем;
6. обучение нейросетевой модели;
7. оценка точности обученной нейросетевой модели;
8. корректировка НС-модели за счет структурных изменений в ней.
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Проиллюстрируем данную процедуру на примере неизвестной динамиче-
ской системы, описываемой следующими уравнениями в форме (1.1):

dx1(t)

dt
= −(x1(t) + 2x2(t))

2 + u(t),

dx2(t)

dt
= 8.322109 sin x1(t) + 1.135x2(t),

y(t) = x2(t).

(2.4)

В соответствии с первымшагом процедуры, составим исходную теоретиче-
скую модель с непрерывным временем. Как было упомянуто ранее, во всех слу-
чаях управление u считается точно известным. Предположим, что имеется точ-
ное априорное знание поведения переменной x1 —соответственно, модель будет
включать в себя первое уравнение из (2.4) в неизменном виде. Предположим так-
же, что имеется неполное знание поведения переменной x2—будем имитировать
данный факт, включив в модель измененную версию второго уравнения из (2.4.
Наконец, предположим, что точно известна зависимость наблюдаемой перемен-
ной y от переменных состояния. Таким образом, получим исходную теоретиче-
скую модель следующего вида:

dx̂1(t)

dt
= −(x̂1(t) + 2x̂2(t))

2 + u(t),

dx̂2(t)

dt
= 8.32x̂1(t),

ŷ(t) = x̂2(t).

(2.5)

Набор экспериментальных данных в данном простом примере состоит из
одной траектории на временном сегменте t ∈ [0, 100], с постоянным шагом дис-
кретизации ∆t = 0.025. Начальные условия являются точно известными: x̃01 =

x1(0) = 0 и x̃02 = x2(0) = 0. Управление uk представляет собой последователь-
ность ступенек случайной амплитуды. Значения наблюдаемых выходов y подвер-
жены воздействию аддитивного белого гауссовского шума с ограниченным спек-
тром η, т. е. ỹk = y(tk) + η(tk). Среднеквадратическое отклонение (СКО) шума
η равно σ = 0.01. Критерием качества модели принимается среднеквадратиче-
ская ошибка моделирования. В идеальном варианте, когда НС-модель абсолютно
точно воспроизводит неизвестную ДС, ошибка моделирования будет полностью
определяться шумом, воздействующим на выход системы. Из этого следует, что
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сопоставление ошибки моделирования с СКО шума позволяет судить о степени
успешности решения задачи моделирования рассматриваемой системы, а задан-
ное значение СКО шума можно принять за целевое значение ошибки моделиро-
вания.

После того, как теоретическая модель построена, необходимо оценить ее
точность, используя доступные данные. Для этого численно решается соответ-
ствующая задача Коши для заданного начального состояния и управления. В дан-
ном примере с этой целью будут использованы явная одношаговая схема Эйлера
первого порядка точности, а также явная многошаговая схема Адамса четвертого
порядка точности [105]. Как показывает вычислительный эксперимент, средне-
квадратическая ошибка теоретической модели равняется 0.13947 при использова-
нии метода Эйлера и 0.071429 при использовании метода Адамса, что многократ-
но превышает целевое значение 0.01. Для повышения точности модели попро-
буем осуществить ее корректировку с использованием доступных данных, т. е.
выполнить обучение соответствующей модели в НС-форме.

Следующий шаг данной процедуры состоит в переходе от исходной моде-
ли с непрерывным временем, т. е. от дифференциальных уравнений, к модели с
дискретным временем, т. е. к разностным уравнениям. Алгоритмической базой
для дискретизации моделей с непрерывным временем являются численные мето-
ды решения обыкновенных дифференциальных уравнений в сочетании с опытом
решения различных видов задач такого рода [105]. Для перевода системы (2.5) к
дискретному времени воспользуемся теми же самыми двумя явными разностны-
ми схемами: схемойЭйлера первого порядка и схемойАдамса четвертого порядка
точности. Полученные модели в дискретном времени будут иметь вид

x̄k+1
1 = x̄k1 +∆t

[
−(x̄k1 + 2x̄k2)

2 + uk
]
,

x̄k+1
2 = x̄k2 +∆t

[
8.32x̄k1

]
,

ȳk = x̄k2,

(2.6)
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для схемы Эйлера и

rk1 = −(x̄k1 + 2x̄k2)
2 + uk,

rk2 = 8.32x̄k1,

x̄k+4
1 = x̄k+3

1 +
∆t

24

[
55rk+3

1 − 59rk+2
1 + 37rk+1

1 − 9rk1
]
,

x̄k+4
2 = x̄k+3

2 +
∆t

24

[
55rk+3

2 − 59rk+2
2 + 37rk+1

2 − 9rk2
]
,

ȳk = x̄k2,

(2.7)

для схемы Адамса.
Шаг, следующий за дискретизацией теоретической модели, состоит в пре-

образовании полученной разностной модели в нейросетевую форму. С этой це-
лью соотношения разностной модели интерпретируются в терминах элементов
нейросетевых моделей. В результате получается рекуррентная нейронная сеть,
взаимно однозначно соответствующая интерпретируемой разностной модели.
Различные модели с непрерывным временем приводят к различным разностным
моделям, а те, в свою очередь, к различным рекуррентным сетям с достаточно
сложной и разнообразной, в общем случае, топологией связей в них. Непосред-
ственное решение задач обучения для таких сетей потребовало бы, соответствен-
но, разнообразных вариантов методов обучения, согласованных с архитектурой
полученных рекуррентных сетей. Чтобы унифицировать подход к их обучению
и уйти от необходимости каждый раз подстраивать алгоритм обучения под спе-
цифику той или иной рекуррентной сети, осуществляется приведение получа-
емых рекуррентных НС-моделей к единообразному виду. В работах [106; 107]
был предложен алгоритм, позволяющий преобразовать модель ДС в дискретном
времени, заданную в форме бондграфа к модели в пространстве состояний ви-
да (1.40), называемую канонической формой модели. Полученная НС-модель ка-
нонического вида представляет собой слоистую сеть прямого распространения,
замкнутую внешними рекуррентными связями с единичными задержками от вы-
ходов к входам этой сети (рис. 2.1). На рис. 2.1 и на последующих рисунках обо-
значение q−1 соответствует элементу единичной задержки.

Поскольку в данной работе рассматриваемая исходная теоретическая мо-
дель в непрерывном времени дана в нормальной форме Коши, соответствующие
модели в дискретном времени, полученные применением явных одношаговых
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Рисунок 2.1 — Каноническая форма рекуррентной нейронной сети

разностных схем, имеют каноническую форму (1.40). В случае применения яв-
ных многошаговых схем, для преобразования в каноническую форму достаточно
ввести дополнительные элементы, реализующие линии задержки для значений
правых частей на предыдущих шагах. Каноническая форма исходной теоретиче-
ской модели, дискретизированной методамиЭйлера (2.6) и Адамса (2.7), показана
на рисунках 2.2 и 2.3, соответственно.

На рис. 2.2–2.9 использованы следующие обозначения: квадратные элемен-
ты соответствуют внешним входам (переменным управления), наблюдаемым вы-
ходам и элементам задержки; круглые элементы соответствуют нейронам; акти-
вационные функции нейронов схематически изображены внутри круглых эле-
ментов (например, линейные, квадратичные и сигмоидальные функции); стрел-
ки, связывающие элементы, соответствуют связям между элементами; стрелки,
не имеющие исходного элемента, соответствуют смещениям; значения весов со-
ответствующих связей и смещений подписаны рядом со стрелками; стрелки, вы-
деленные цветом, соответствуют связям с настраиваемыми значениями весов.

Переход от разностного к сетевому представлениюмодели позволяет сохра-
нить в полученнойНС-модели в явном виде локализацию выполняемыхфункций,
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Рисунок 2.2 — Каноническая форма исходной теоретической модели (2.6),
дискретизированной с использованием явного метода Эйлера

q
−1

q
−1

u
k

1
−1

1

2

1 1

−

59∆t

24

ȳ
k+1

q
−1

q
−1

q
−1

q
−1

q
−1

q
−1

55∆t

24

37∆t

24

−

9∆t

24

55∆t

24
−

59∆t

24

37∆t

24

−

9∆t

24

8.32

Рисунок 2.3 — Каноническая форма исходной теоретической модели (2.7),
дискретизированной с использованием явного метода Адамса
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которая имела место в исходной модели с непрерывным временем и, соответ-
ственно, в отвечающей ей разностной модели. Это дает возможность часть сфор-
мированнойНС-модели зафиксировать и не подвергать изменениям (как структу-
ры, так и параметров этой части) в процессе обучения. Такой подход оправдан для
фрагментов модели, основанных на точном теоретическом знании, т. е. на таком
знании, которое в рамках решаемой прикладной задачи не вызывает сомнений.
Те же части модели, которые такие сомнения могут вызывать (т. е. неточности
в них могут считаться причиной неудовлетворительных характеристик модели),
подлежат корректировке, как параметрической, так и структурной, выполняемой,
как отмечено выше, на модульной основе. Таким образом, в процессе обучения
для НС-модели полуэмпирического типа («серый ящик») настройке (обучению)
подвергается, как правило, только часть модели при фиксированной структуре
настраиваемой части, тогда как остальные ее фрагменты остаются неизменными,
сохраняющие структуру связей и значения параметров такими, какие были полу-
чены при переводе теоретической модели из разностной в сетевую форму.

Если попытаться проанализировать причины низкой точности теоретиче-
ской модели, то можно сформулировать следующие утверждения и предположе-
ния. Как уже отмечалось, первое из уравнений исходной теоретической модели
точно описывает характер изменения величины x1(t). Но относительно второго
уравнения из (2.5) такой уверенности нет, следовательно, именно данное урав-
нение не позволяет получить требуемую точность описания объекта. Возможные
причины такого положения дел состоят в следующем:

– значение 8.32 числового параметра в этом уравнении может быть неточ-
ным, т. е. следует попытаться подобрать другое значение данного пара-
метра;

– вызывает сомнения линейный характер зависимости, используемый в
правой части данного уравнения, т. е. если корректировка значения чис-
лового параметра из предыдущего пункта не позволит получить реше-
ние с требуемой точностью, необходимо попытаться использовать какое-
либо нелинейное соотношение в правой части данного уравнения;

– отсутствие переменной x2 в правой части второго уравнения также мо-
жет послужить причиной недостаточной точности модели, т. е. если ме-
ры, предложенные в двух предыдущих пунктах, не дадут требуемого ре-
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Рисунок 2.4 — Каноническая форма полуэмпирической модели (метод Эйлера)
с настраиваемым коэффициентом

зультата, следует попытаться переформулировать правую часть уравне-
ния с привлечением x2.

Для проверки первой из трех гипотез относительно причин неудовлетвори-
тельной работы исходной модели, заменим во втором уравнении (2.5) фиксиро-
ванный коэффициент 8.32 единственным настраиваемым параметром— весом w
(см. рис. 2.4 и 2.5), а затем выполним обучение соответствующейНС-модели. При
этом начальное значение для веса w целесообразно выбирать равным w0 = 8.32.
Обучение осуществляется по методуЛевенберга-Марквардта, вычисление матри-
цы Якоби осуществляется по алгоритму RTRL. Подстройка значения коэффици-
ента w позволила несколько улучшить точность модели, но совершенно недоста-
точно: ошибка моделирования снизилась с 0.13947 до 0.13593 для метода Эйлера
и с 0.07143 до 0.07104 для метода Адамса при целевом значении 0.01.

Если при фиксированной структуре настраиваемой (обучаемой) части НС-
модели только за счет обучения не удается получить от модели приемлемых
характеристик, это означает, что в настраиваемой части необходимы структур-
ные изменения. Эти изменения осуществляются на основе ранее сформулирован-
ных гипотез, представляющих собой соображения о возможных причинах неудо-
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Рисунок 2.5 — Каноническая форма полуэмпирической модели (метод Адамса)
с настраиваемым коэффициентом

влетворительного поведения модели, а также о путях устранения этих причин.
Структурная корректировка осуществляется на модульной основе: объектом ее
является некоторая часть модели, заменяемая на другой ее вариант, отвечающий
одной из сформулированных гипотез. Эта часть может рассматриваться как до-
статочно автономный модуль, взаимодействующий с остальными частями моде-
ли через соответствующие связи. Такой модуль может реализовываться спосо-
бом, наиболее пригодным с точки зрения реализуемых им функций. То, как ре-
ализуется данный модуль, не влияет, в общем случае, на оставшуюся часть НС-
модели. Такие корректировки локальны, они непосредственно затрагивают толь-
ко часть формируемой НС-модели, не меняя остальных ее частей. Такого рода
модульность и пошаговый процесс внесения структурных изменений (путем по-
следовательного применения предлагаемых гипотез) в модель существенно об-
легчают формирование НС-модели, обладающей требуемыми характеристиками.

Воспользуемся вторым предложением из списка, приведенного выше, на-
правленным на повышение точности модели, а именно, заменим второе уравне-
ние (2.5) с линейной зависимостью в его правой части от величины x1 на урав-
нение с нелинейной зависимостью. Эта зависимость вводится в нейросетевую
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Рисунок 2.6 — Каноническая форма полуэмпирической модели (метод Эйлера),
уточненная путем введения нелинейности по x1 в (2.5)

модель путем замены в ней фрагмента для упомянутой линейной зависимости
(нейрон, отвечающий правой части второго уравнения (2.5), на нелинейную за-
висимость, которая задается сетью (1.5) с одним скрытым слоем из 10 нейронов
с гиперболическим тангенсом в качестве активационной функции (число нейро-
нов подобрано в вычислительном эксперименте). Структурная схема НС-модели,
отвечающая данному варианту применительно к схеме дискретизации Эйлера по-
казана на рис. 2.6. Изменения в НС-модели, основанной на схеме Адамса, носят
аналогичный характер.

Результаты обучения данной модели с помощью того же метода
Левенберга-Марквардта показывают, что введение нелинейности по x1 в
уравнение (2.5) позволило улучшить точность модели совсем незначительно, а
именно, ошибка снизилось с 0.13593 до 0.12604 для метода Эйлера и с 0.07104

до 0.03883 для метода Адамса. Это означает, что только за счет введения нели-
нейной зависимости от x1 в правой части второго уравнения (2.5) требуемой
точности добиться нельзя, необходимо, очевидно, учитывать зависимость не
только от x1, но и от x2, т. е. необходимо реализовать третье предложение из
списка, представленного выше. Эта зависимость вводится в нейросетевую мо-
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Рисунок 2.7 — Каноническая форма полуэмпирической модели (метод Адамса),
уточненная путем введения нелинейности по x1 в (2.5)

дель путем добавления в ее структуру связи от x2 к введенному на предыдущем
шаге фрагменту модели в виде однослойной сети. Структурная схема сети,
отвечающая данному варианту НС-модели для схемы дискретизации Эйлера
показана на рис. 2.8, аналогично модификация выполняется в случае схемы
Адамса.

Введение дополнительной связи по x2 помимо связи по x1 во второе урав-
нение (2.5) позволило решить поставленную задачу. Точность модели после обу-
чения теперь составляет 0.01394 для метода Эйлера и 0.01219 для метода Адамса.

Для сравнения с традиционным подходом, продемонстрируем результаты
обучения NARX-модели. Лучшая точность 0.02821 в данном примере была до-
стигнута сетью с 3 нейронами и 5 задержками в рекуррентной связи. Из этого
сравнения видно неоспоримое преимущество полуэмпирической модели над эм-
пирической по достижимой точности решения: даже для метода Эйлера точность
составляет 0.01394 против 0.02821 для NARX, в случае метода Адамса точность
еще выше— она равна 0.01219, при этом возможно еще большее повышение точ-
ности за счет применения более эффективных разностных схем.
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Рисунок 2.8 — Каноническая форма полуэмпирической модели (метод Эйлера),
уточненная путем введения зависимости от x2 в (2.5)
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Рисунок 2.9 — Каноническая форма полуэмпирической модели (метод Адамса),
уточненная путем введения зависимости от x2 в (2.5)
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Таблица 1 — Ошибка моделирования для каждого этапа процедуры
формирования модели

Теор НС-1 НС-2 НС-3 Эмпир
Эйлер 0.13947 0.13593 0.12604 0.01394 –
Адамс 0.07143 0.07104 0.03883 0.01219 –
NARX – – – – 0.02821

Результаты для каждого этапа моделирования представлены в табл. 1, где
сопоставляются данные, полученные с использованием методов Эйлера и Адам-
са, а также с помощью чисто эмпирической модели типа NARX. В таблице ис-
пользованы следующие сокращения: Теор — результаты для исходной теорети-
ческой модели (2.5); НС-1, НС-2, НС-3— результаты для полуэмпирических НС-
моделей, полученных после первого, второго и третьегошагов корректировки, со-
ответственно; Эмпир— результаты для чисто эмпирической модели типа NARX.

2.3 Полуэмпирическая нейросетевая модель движения маневренного
самолета

В данном разделе рассматриваются лишь вопросы формирования структу-
ры полуэмпирических нейросетевых моделей движения самолета; методам обу-
чения соответствующих моделей посвящена следующая глава работы. Для оцен-
ки работоспособности предлагаемого подхода рассмотрим задачу моделирования
движения маневренного самолета. Предполагается, что полет осуществляется с
дозвуковыми скоростями на небольших высотах, соответственно, воздух счита-
ется несжимаемой сплошной средой. Также предполагается, что самолет является
абсолютно твердым телом, имеет постоянную массу, которая распределена сим-
метрично относительно плоскости симметрии самолета, а центр тяжести совпада-
ет с центром масс. Сделанные предположения позволяют рассматривать движе-
ние самолета как материальной точки, расположенной в его центре масс, и опи-
сываемое системой обыкновенных дифференциальных уравнений вида (1.1). По-
скольку поведение системы будет исследоваться на сравнительно небольших сег-
ментах времени, пренебрежем влиянием кривизны поверхности Земли и ее вра-
щением, и будем использовать правую прямоугольную декартову стартовую си-



65

стему координат. Наконец, предположим, что можно пренебречь влиянием ветра.
Решение данной задачи имеет большую практическую ценность, поскольку полу-
чаемая модель может быть использована, например, при решении задач управле-
ния с прогнозирующей моделью.

Традиционная для динамики полета теоретическая модель движения само-
лета [69] представляет собой систему обыкновенных дифференциальных урав-
нений, состоящую из динамических и кинематических уравнений перемещения
центра масс, динамических и кинематических уравнений вращения вокруг цен-
тра масс, а также уравнений, описывающих динамику двигателя и приводов. В
правых частях данной системы уравнений содержатся неизвестные нелинейные
функции нескольких аргументов, описывающие соответствующие аэродинами-
ческие коэффициенты сил и моментов. Классический подход к идентификации
данной системы [70—73] основывается на использовании линеаризованной мо-
дели возмущенного движения ЛА. При этом зависимости для аэродинамических
сил и моментов, действующих на ЛА, представляются в виде разложения их в ряд
Тейлора, с оставлением в нем только членов первого порядка (в редких случаях –
еще и членов второго порядка). В таком варианте решение задачи идентификации
сводится к восстановлению по экспериментальным данным зависимостей, опи-
сывающих коэффициенты упомянутого разложения. Точность полученной таким
образоммодели ограничена малыми отклонениями от опорного режимами полета
и недостаточна для описания движения самолета при больших углах атаки и про-
чих сложных маневрах. Вышеупомянутые аэродинамические коэффициенты сил
и моментов, входящие в состав модели движения, являются существенно нели-
нейными функциями — в качестве примера на рис. 2.10 показаны зависимости
коэффициента момента тангажа от углов атаки и скольжения для трех значений
углов отклонения управляемого стабилизатора (соответствующие данные взяты
для маневренного самолета F-16, [67]).

Для того, чтобы с высокой точностью представить данные зависимости в
составе модели движения, необходимо использовать их нелинейную аппроксима-
цию. В качестве параметрического семейства функций для подобной аппрокси-
мации целесообразно использовать семейство нейронных сетей прямого распро-
странения вида (1.5), поскольку они позволяют с любой заданной наперед точ-
ностью аппроксимировать нелинейные функции многих переменных в рассмат-
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а) δв = 0◦

б) δв = −25◦ в) δв = 25◦

Рисунок 2.10 — Зависимость аэродинамического коэффициента момента
тангажаmz от углов атаки α и скольжения β при фиксированной угловой
скорости тангажа ωz = 0 ◦/с, воздушной скорости V = 150 м/с и указанных

углах отклонения управляемого стабилизатора δв.
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риваемой замкнутой и ограниченной области значений аргументов (см. Теорему
4).

В рамках традиционного подхода к идентификации аэродинамических ко-
эффициентов в качестве экспериментальных данных используются результаты
продувок масштабной модели ЛА в аэродинамической трубе и решается зада-
ча аппроксимации таблично заданных аэродинамических коэффициентов сил и
моментов. Другим возможным способом получения соответствующих экспери-
ментальных данных является моделирование обтекания ЛА при помощи числен-
ных методов газовой динамики. В обоих случаях определенный набор факторов
может приводить к пониженной точности получаемой модели.

В серии работ [74—76] был предложен подход, в рамках которого для иден-
тификации аэродинамических коэффициентов используются данные летных экс-
периментов. В рамках этого подхода сначала на основе значений измеряемых ве-
личин (высоты полета, воздушной скорости, линейных ускорений, скоростного
напора, углов атаки и скольжения, угловых скоростей, углов отклонения управ-
ляемых поверхностей и т. д.) и теоретической модели движения оцениваются зна-
чения аэродинамических коэффициентов в каждый момент времени. Затем, как
и в случае с данными трубных экспериментов, осуществляется аппроксимация
соответствующих таблично заданных функций. В этих работах для аппроксима-
ции нелинейных функций используется метод наименьших квадратов для линей-
ной регрессии, где в качестве регрессоров выступают ортогональные многочле-
ны многих переменных. Несмотря на то, что данный подход позволяет исклю-
чить вышеупомянутые факторы, вносящие дополнительные погрешности в мо-
дель, он также имеет определенные недостатки. Во-первых, для его применения
необходимо наличие большого количества измеряемых величин, а соответствен-
но и измерительных приборов. Во-вторых, значения наблюдаемых величин име-
ют определенную погрешность измерений, которая влияет на точность получае-
мых оценок значений аэродинамических коэффициентов в каждый момент вре-
мени. Несмотря на то, что аппроксимация этих оценок позволит сгладить некото-
рые зашумленные значения, при данном подходе не учитывается явным образом
динамика изменения состояния системы с течением времени.

В предлагаемом подходе в качестве экспериментальных данных также ис-
пользуются данные летных экспериментов, однако с их помощью решается за-
дача идентификации неизвестной динамической системы, что позволяет преодо-
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леть указанные недостатки. При этом, в отличие от чисто эмпирического под-
хода к моделированию динамических систем, восстановлению подлежит не мо-
дель динамической системы общего вида (такая как (1.40)), а модель, структура
которой основана на имеющихся теоретических знаниях об объекте моделирова-
ния, более того, восстановлению подлежат лишь те части теоретической моде-
ли, которые не известны с требуемой точностью — в данном случае, аэродина-
мические коэффициенты. Таким образом, вначале на основе теоретических зна-
ний фиксируется структура полуэмпирической нейросетевой модели движения
ЛА, включающая отдельные нейросетевые модули прямого распространения, со-
ответствующие неизвестным зависимостям аэродинамических коэффициентов, а
затем решается задача обучения полной рекуррентной нейросетевой модели. Как
уже было упомянуто выше, это способствует снижению количества требуемых
параметров модели и повышает ее обобщающую способность. Кроме того, по-
сле завершения процесса обучения может быть использована не только полная
модель движения, но и ее составляющие: из нее могут быть извлечены отдель-
ные нейросетевые модули, соответствующие определенным аэродинамическим
коэффициентам. Идентифицированные подобным образом аэродинамические ко-
эффициенты можно подвергнуть дальнейшему анализу, например, вычислить их
производные по различным параметрам движения ЛА для определения характе-
ристик устойчивости и управляемости самолета.

Оба подхода, основанных на использовании данных летных эксперимен-
тов, позволяют получить не только обобщенную модель движения для летатель-
ных аппаратов некоторого класса, но и повысить точность обобщенной модели за
счет ее дополнительной настройки на данных летных экспериментов для каждого
конкретного экземпляра ЛА этого класса. Кроме того, открывается возможность
осуществления адаптации модели к изменениям объекта моделирования в про-
цессе его эксплуатации. Подобные непредсказуемые изменения могут быть вы-
званы, например, повреждениями конструкции или отказами оборудования ЛА,
и, в случае использования неадаптивной модели в составе системы управления,
могут привести к возникновению критических ситуаций.

Полуэмпирическая нейросетевая модель продольного углового движе-
ния летательного аппарата.
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Теоретическая модель продольного углового движения ЛА представляет
собой следующую систему обыкновенных дифференциальных уравнений:

α̇ = ωz −
qSCy(α, δв, ωz)−mg

mV
,

ω̇z =
qSbAmz(α, δв, ωz)

Jzz
,

T 2
в δ̈в = −2Tвζвδ̇в − δв + δв, упр,

(2.8)

гдеα—угол атаки, град;ωz —угловая скорость тангажа, град/с; V —скорость са-
молета, м/с;m—масса самолета, кг; Jzz —момент инерции самолета относитель-
но боковой оси, кг·м2; S—площадь крыла самолета, м2; bA — средняя аэродина-
мическая хорда, м; q = ρV 2/2 — скоростной напор, Па; ρ— плотность воздуха,
кг/м3; g—ускорение силы тяжести, м/с2; Cy,mz —безразмерные коэффициенты
нормальной силы и момента тангажа; δв — угол отклонения управляемого ста-
билизатора, град; Tв, ζв — постоянная времени и коэффициент относительного
демпфирования привода управляемого стабилизатора, δв, упр — командный сиг-
нал на привод цельноповоротного управляемого стабилизатора.

В соответствии с процедурой, описанной выше в разделе 2.2, преобразуем
данную теоретическую модель в нормальную форму Коши, и приведем к дис-
кретному времени при помощи явной разностной схемы Эйлера:

αk+1 = αk +∆t

[
ωk
z −

qSCy(α
k, δkв , ω

k
z )−mg

mV

]
,

ωk+1
z = ωk

z +∆t
qSbA
Jzz

mz(α
k, δkв , ω

k
z ),

δk+1
в = δkв +∆tδ̃kв ,

δ̃k+1
в = δ̃kв +∆t

−2Tвζвδ̃kв − δkв + δkв, упр
T 2
в

.

(2.9)

Теперь сформируем нейросетевое представление модели (2.9), заменив
неизвестные нелинейные функции Cy и mz на два нейросетевых модуля вида
(1.5). Структурная схема полученной модели показана на рис. 2.11. На рис. 2.12
приведена для сравнения структурная схема чисто эмпирической, нелинейной ав-
торегрессионной нейросетевой модели с внешними входами.

Также может быть использована модель с аналогичной архитектурой, но
общими для обоих нейросетевых модулей скрытыми слоями — данный выбор
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δkв, упр
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Рисунок 2.11 — Полуэмпирическая модель продольного углового движения ЛА
(метод Эйлера)

δkв, упр

q−1 q−1 q−1 q−1 q−1 q−1

αk+1 ωk+1
z

Рисунок 2.12 — Эмпирическая NARX модель продольного углового движения
ЛА
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бывает обусловлен предположением о том, что реализуемые ими соотношения (в
данном случае, аэродинамические коэффициенты) могут быть эффективно пред-
ставлены в форме композиций элементов, значительная часть которых являются
общими. В таком случае использование общих скрытых слоев позволит умень-
шить количество нейронов, требуемых для достижения необходимой точности.
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Полуэмпирическая нейросетевая модель продольного траекторного
движения летательного аппарата.

Теоретическая модель продольного траекторного движения ЛА представ-
ляет собой следующую систему обыкновенных дифференциальных уравнений:

ẋc = V cosΘ,

Ḣ = V sinΘ,

ϑ̇ = ωz,

V̇ =
Rxa

m
,

Θ̇ =
Rya

mV
,

ω̇z =
MRz

Jzz
,

T 2
в δ̈в = −2Tвζвδ̇в − δв + δв, упр,

˙̄P =
P̄упр − P̄
τдвиг

,

(2.10)

где xc — положение центра масс самолета в стартовой системе координат, м; H
— высота полета, м; ϑ— угол тангажа, град; V — скорость самолета, м/с; Θ —
угол наклона траектории, град; ωz — угловая скорость тангажа, град/с; Rxa

, Rya

— результирующая сила лобового сопротивления и подьемная сила, Н; MRz
—

результирующий момент тангажа, Н·м; m — масса самолета, кг; Jzz — момент
инерции самолета относительно боковой оси, кг·м2; δв —угол отклонения управ-
ляемого стабилизатора, град; δв, упр — командный сигнал на привод цельнопово-
ротного управляемого стабилизатора; Tв, ζв — постоянная времени и коэффици-
ент относительного демпфирования привода управляемого стабилизатора; P̄упр,
P̄ — командное и текущее значение относительной тяги двигателя, %; τдвиг —
постоянная времени двигателя, с.

Результирующие силы Rxa
и Rya выражаются через результирующие про-

дольную и нормальную силы (Rx и Ry) следующим образом:

Rxa
= Rx cosα−Ry sinα,

Rya = Rx sinα+Ry cosα,
(2.11)

где α = ϑ−Θ— угол атаки, град.
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В свою очередь, результирующие силы Rx и Ry, а также моментMRz
опре-

деляются соотношениями вида:

Rx = P (H,M, P̄ )− qSCx(V, α, δв, ωz)−mg sinϑ,
Ry = qSCy(V, α, δв, ωz)−mg cosϑ,

MRz
= qSbAmz(V, α, δв, ωz),

(2.12)

где S — площадь крыла самолета, м2; bA — средняя аэродинамическая хорда,
м; q = ρV 2/2 — скоростной напор, Па; ρ — плотность воздуха, кг/м3; M = V

a

— число Маха; a — местная скорость звука, м/с; g — ускорение силы тяжести,
м/с2; Cx, Cy,mz —безразмерные коэффициенты продольной и нормальной сил, а
также момента тангажа;P —функция, описывающая зависимость тяги двигателя
от числа Маха, высоты полета и текущего уровня тяги (высотно-скоростные и
дроссельные характеристики двигателя).

Уравнение, определяющее динамику двигателя при изменении режима его
работы, включено в математическуюмодель (2.10). Оно задает соотношение меж-
ду текущим P̄ и командным P̄упр значениями относительной тяги двигателя. За-
висимость величины P̄упр от текущего значения P̄ и относительного положения
рычага управления двигателем δруд имеет следующий вид:

P̄ ∗упр =

64.94δруд, 0 ⩽ δруд ⩽ 0.77,

217.38δруд − 117.38, 0.77 < δруд ⩽ 1.0,
(2.13)

P̄упр =


60, P̄ ∗упр ⩾ 50 и P̄ < 50,

40, P̄ ∗упр < 50 и P̄ ⩾ 50,

P̄ ∗упр в остальных случаях.

(2.14)

Зависимость постоянной времени τдвиг двигателя от текущего P̄ и команд-
ного P̄упр значения относительной тяги определяется соотношениями:

1

τ ∗двиг
=


1.0, P̄упр − P̄ ⩽ 25,

0.1, P̄упр − P̄ ⩾ 50,

1.9− 0.036(P̄упр − P̄ ), в остальных случаях,

(2.15)
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1

τдвиг
=

5, P̄ ⩾ 50,

1
τ∗двиг

, в противном случае.
(2.16)

Функция P (H,M, P̄ ) из (2.12) задается следующим образом:

P =

PМГ + (PМ − PМГ)
P̄
50 , P̄ < 50,

PМ + (PМФ − PМ) P̄−5050 , P̄ ⩾ 50,
(2.17)

где PМГ, PМ и PМФ — величина тяги двигателя на режимах «малый газ», «макси-
мал» и «форсаж», соответственно. Значения этих величин, представляющие со-
бой таблично заданные функции высоты полета и числа Маха, взяты из [67] (с.
93, табл. VI).

Значения параметров атмосферы (плотность воздуха ρ и скорость звука a)
для данной высоты полетаH , требуемые для модели (2.10)—(2.17), принимаются
согласно международной стандартной атмосфере (МСА):

T = T0 − LH,

ρ = ρ0

(
T

T0

) g
LR−1

,

a =
√
κRT ,

(2.18)

где T —температура на высоте полета, К; T0 —температура на уровне моря, К; L
— скорость падения температуры, К/м; ρ0 — плотность воздуха на уровне моря,
кг/м3; R— удельная газовая постоянная для сухого воздуха, Дж/кг·К; κ— пока-
затель адиабаты для воздуха. Ускорение силы тяжести g считается постоянным и
равным его значению на уровне моря.

Нейросетевая форма дискретизированной теоретической модели (2.10)—
(2.18), структурно схожа с рассмотренным выше случаем модели продольного
движения, но является слишком громоздкой для графического представления.
Данная модель содержит три настраиваемых нейросетевых модуля вида (1.5), со-
ответствующих неизвестным функциям Cx, Cy и mz, а также один фиксирован-
ный преднастроенный модуль, описывающий высотно-скоростные и дроссель-
ные характеристики двигателя P .
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Полуэмпирическая нейросетевая модель полного углового движения
летательного аппарата.

Теоретическая модель полного углового движения ЛА представляет собой
следующую систему обыкновенных дифференциальных уравнений:

γ̇ = ωx − ωy tgϑ cos γ + ωz tgϑ sin γ,

ϑ̇ = ωy sin γ + ωz cos γ,

ψ̇ = ωy
cos γ
cosϑ

− ωz
sin γ
cosϑ

,

α̇ = ωz − (ωx cosα− ωy sinα) tg β −
Rya

mV cos β
,

β̇ = ωx sinα+ ωy cosα+
Rza

mV
,

ω̇x = c3MRx
+ c4MRy

− ωz(c1ωy + c2ωx),

ω̇y = c4MRx
+ c9MRy

+ ωz(c2ωy − c8ωx),

ω̇z = c7MRz
− c5ωxωy + c6(ω

2
x − ω2

y),

T 2
в δ̈в = −2Tвζвδ̇в − δв + δв, упр,

T 2
э δ̈э = −2Tэζэδ̇э − δэ + δэ, упр,

T 2
н δ̈н = −2Tнζнδ̇н − δн + δн, упр,

(2.19)

где γ, ϑ и ψ—углы крена, тангажа и рысканья, град; α и β—углы атаки и сколь-
жения, град; ωx, ωy и ωz — угловые скорости крена, рысканья и тангажа, град/с;
V — скорость самолета, м/с; Rya, Rza — результирующие подъемная и боковая
силы, Н; MRx

, MRy
и MRz

— результирующие моменты крена, рысканья и тан-
гажа, Н·м; m— масса самолета, кг; δв, δэ и δн — углы отклонения управляемого
стабилизатора, элеронов и руля направления, град; δв, упр, δэ, упр и δн, упр—команд-
ный сигнал на приводы управляемого стабилизатора, элеронов и руля направле-
ния; Tв, Tэ, Tн и ζв, ζэ, ζн —постоянные времени и коэффициенты относительного
демпфирования приводов управляемого стабилизатора, элеронов и руля направ-
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ления. Константы c1, …, c8 определяются следующими соотношениями:

Γ = JxxJyy − J2
xy,

Γc1 = (Jzz − Jyy)Jyy − J2
xy,

Γc2 = (Jxx + Jyy − Jzz)Jxy,
Γc3 = Jyy,

Γc4 = Jxy,

c5 =
Jyy − Jxx

Jzz
,

c6 =
Jxy
Jzz

,

c7 =
1

Jzz
,

Γc8 = Jxx(Jxx − Jzz) + J2
xy,

Γc9 = Jxx,

(2.20)

где Jxx, Jyy, Jzz и Jxy — компоненты тензора инерции самолета, кг·м2.
Результирующие подъемная и боковая силы Rya и Rza выражаются через

результирующие продольную, нормальную и поперечную силы (Rx,Ry иRz) сле-
дующим образом:

Rya = Rx sinα +Ry cosα,

Rza = −Rx cosα sin β +Ry sinα sin β +Rz cos β.
(2.21)

В свою очередь, результирующие силы Rx, Ry и Rz, а также моментыMRx
,

MRy
иMRz

определяются соотношениями вида:

Rx = −qSCx(α, β, δв, ωz)−mg sinϑ,
Ry = qSCy(α, β, δв, ωz)−mg cos γ cosϑ,
Rz = qSCz(α, β, δэ, δн, ωx, ωy) +mg sin γ cosϑ,

MRx
= qSlmx(α, β, δв, δэ, δн, ωx, ωy),

MRy
= qSlmy(α, β, δв, δэ, δн, ωx, ωy),

MRz
= qSbAmz(α, β, δв, ωz),

(2.22)
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где S—площадь крыла самолета, м2; bA —средняя аэродинамическая хорда, м; l
— размах крыла, м; q = ρV 2/2— скоростной напор, Па; ρ— плотность воздуха,
кг/м3; g—ускорение силы тяжести, м/с2; Cx, Cy, Cz,mx,my,mz —безразмерные
коэффициенты продольной, нормальной и поперечной сил, а также моментов кре-
на, рысканья и тангажа.

Нейросетевая форма дискретизированной теоретической модели (2.19)—
(2.22) структурно схожа с рассмотренным выше случаем модели продольного
движения, но является слишком громоздкой для графического представления.
Данная модель содержит пять настраиваемых нейросетевых модулей вида (1.5),
соответствующих неизвестным функциям Cy,Cz,mx,my иmz, а также один фик-
сированный преднастроенный модуль, соответствующий аэродинамическому ко-
эффициенту продольной силы Cx. Необходимость отдельной настройки модуля,
реализующего аэродинамический коэффициент продольной силы, вызвана отсут-
ствием в данной модели органов управления, позволяющих эффективно воздей-
ствовать на разгон/торможение вдоль продольной оси ЛА, вследствие чего отсут-
ствует возможность получить репрезентативное обучающее множество для дан-
ного НС-модуля.
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Глава 3. Методы обучения полуэмпирических нейросетевых моделей
динамических систем

Полуэмпирическая нейросетевая модель вида (2.3), в отличие от моделей,
приведенных в разделе 1.3, является моделью в непрерывном, а не дискретном
времени, поэтому и предлагаемые методы ее обучения также формулируются в
непрерывном времени. Несмотря на то, что при реализации данных алгоритмов
на ЭВМ разностная аппроксимация все же потребуется, данные формулировки
дают дополнительную гибкость в выборе используемых разностных схем. Осно-
вываясь на сделанных ранее предположениях о шуме измерений (1.1), критерием
качества полуэмпирической нейросетевой модели вида (2.3) на наборе (2.2) целе-
сообразно принять функцию ошибки

E(w) =
1

2

P∑
p=1

pT∫
0

ny∑
j=1

wE
j (pỹj(t)− pŷj(t))2 dt, (3.1)

где pT =

pK∑
k=0

p∆tk — величина сегмента времени, pỹj(t) — целевые значения на-

блюдаемых выходов, pŷj(t)—оценки значений наблюдаемых выходов, получен-
ные с помощью модели, а wE

j — веса, обычно выбираемые обратно пропорцио-
нальными дисперсии шума измерений.

Данную функцию (3.1) требуется минимизировать по вектору парамет-
ров нейросетевой модели w ∈ Rnw . Для этого могут быть применены, в
частности, методы оптимизации, описанные в разделе 1.2, такие как метод
Левенберга-Марквардта (1.18). Соответственно, функция ошибки должна быть
дважды непрерывно-дифференцируемой по настраиваемым параметрам.

Градиент функции ошибки (3.1) имеет вид:

∂E(w)
∂wi

= −
P∑
p=1

pT∫
0

ny∑
j=1

wE
j (pỹj(t)− pŷj(t))

∂ pŷj(t)
∂wi

dt, (3.2)
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а матрица Гессе функции ошибки равна:

∂2E(w)
∂wi∂wk

=
P∑
p=1

pT∫
0

ny∑
j=1

wE
j

[
∂ pŷj(t)
∂wi

∂ pŷj(t)
∂wk

− (pỹj(t)− pŷj(t))
∂2 pŷj(t)
∂wi∂wk

]
dt. (3.3)

АппроксимацияматрицыГессе (аппроксимация Гаусса-Ньютона) может быть по-
лучена путем отбрасывания члена, содержащего вторые производные:

∂2E(w)
∂wi∂wk

=
P∑
p=1

pT∫
0

ny∑
j=1

wE
j

∂ pŷj(t)
∂wi

∂ pŷj(t)
∂wk

dt. (3.4)

Поскольку функция ошибки (3.1) представляет собой сумму ошибок для
каждой траектории, а ее градиент (3.2) и матрица Гессе (3.3) являются суммой
градиентов и матриц Гессе отдельных ошибок, приведенные ниже алгоритмы
описывают процесс вычисления производных для отдельных ошибок, а индекс
p опускается.

Для модели (2.3) матрицыЯкоби состояний ∂x̂j(t)
∂wf

i

вычисляются посредством
решения задачи Коши:

∂x̂j(0)
∂wf

i

= 0,

d

dt

∂x̂j(t)
∂wf

i

=
∂ f̂j(x̂(t),u(t);wf)

∂wf
i

+

nx∑
l=1

∂ f̂j(x̂(t),u(t);wf)

∂x̂l(t)
∂x̂l(t)
∂wf

i

,

(3.5)

а матрицы Якоби выходов выражаются через матрицы Якоби состояний:

∂ŷj(t)
∂wf

i

=

nx∑
l=1

∂ĝj(x̂(t);wg)

∂x̂l(t)
∂x̂l(t)
∂wf

i

,

∂ŷj(t)
∂wg

i

=
∂ĝj(x̂(t);wg)

∂wg
i

.

(3.6)
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Аналогично, вторые производные состояний ∂2x̂j(t)
∂wf

i ∂w
f
k

вычисляются посредством
решения задачи Коши:

∂2x̂j(0)
∂wf

i ∂w
f
k

= 0,

d

dt

∂2x̂j(t)
∂wf

i ∂w
f
k

=
∂2f̂j(x̂(t),u(t);wf)

∂wf
i ∂w

f
k

+

nx∑
l=1

[
∂ f̂j(x̂(t),u(t);wf)

∂x̂l(t)
∂2x̂l(t)
∂wf

i ∂w
f
k

+

+
∂2f̂j(x̂(t),u(t);wf)

∂wf
i ∂x̂l(t)

∂x̂l(t)
∂wf

k

+
∂2f̂j(x̂(t),u(t);wf)

∂x̂l(t)∂wf
k

∂x̂l(t)
∂wf

i

+

+

nx∑
r=1

∂2f̂j(x̂(t),u(t);wf)

∂x̂l(t)∂x̂r(t)
∂x̂l(t)
∂wf

i

∂x̂r(t)
∂wf

k

]
,

(3.7)

а вторые производные выходов выражаются через вторые производные состоя-
ний:

∂2ŷj(t)
∂wf

i ∂w
f
k

=

nx∑
l=1

[
∂ĝj(x̂(t);wg)

∂x̂l(t)
∂2x̂l(t)
∂wf

i ∂w
f
k

+

nx∑
r=1

∂2ĝj(x̂(t);wg)

∂x̂l(t)∂x̂r(t)
∂x̂l(t)
∂wf

i

∂x̂r(t)
∂wf

k

]
,

∂2ŷj(t)
∂wf

i ∂w
g
k

=

nx∑
l=1

∂2ĝj(x̂(t);wg)

∂x̂l(t)∂wg
k

∂x̂l(t)
∂wf

i

,

∂2ŷj(t)
∂wg

i∂w
g
k

=
∂2ĝj(x̂(t);wg)

∂wg
i∂w

g
k

.

(3.8)

Вычисление производных при помощи решения приведенных выше задач
Коши представляет собой непрерывный аналог алгоритма рекуррентного обуче-
ния в реальном времени.

В свою очередь, алгоритм обратного распространения во времени также
имеет аналог для случая непрерывного времени, основанный на использовании
сопряженных уравнений [30; 31; 108]. Для получения этих уравнений система
ОДУ (2.3), определяющая динамику полуэмпирической НС-модели, трактуется
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как набор ограничений. Вводится лагранжиан

L(w) =
T∫

0

1

2

ny∑
i=1

wE
i (ỹi(t)− ĝi(x̂(t);wg))2−

−
nx∑
i=1

λi(t)

(
dx̂i(t)
dt
− f̂i(x̂(t),u(t);wf)

)
dt, (3.9)

где λ : [0, T ] → Rnx — множители Лагранжа. Отметим, что поскольку прогнози-
руемые значения переменных состояния модели x̂ фактически вычисляются по-
средством решения системы ОДУ (2.3), введенные ограничения выполняются на
всем сегменте времени, и при любых значениях множителей Лагранжа второй
член в (3.9) тождественно равен нулю. Следовательно, градиент и матрица Гессе
функции ошибки совпадают с градиентом и матрицей Гессе лагранжиана. Полу-
чим выражения для градиента лагранжиана:

∂L(w)
∂wg

l

=

T∫
0

ny∑
i=1

wE
i (ỹi(t)− ĝi(x̂(t);wg))

(
−∂ĝi(x̂(t);w

g)

∂wg
l

)
dt, (3.10)

∂L(w)
∂wf

l

=

T∫
0

ny∑
i=1

wE
i (ỹi(t)− ĝi(x̂(t);wg))

(
−

nx∑
j=1

∂ĝi(x̂(t);wg)

∂x̂j(t)
∂x̂j(t)
∂wf

l

)
−

−
nx∑
i=1

∂λi(t)

∂wf
l

(
dx̂i(t)
dt
− f̂i(x̂(t),u(t);wf)

)
−

−
nx∑
i=1

λi(t)

(
d

dt

∂x̂i(t)
wf

l

− ∂ f̂i(x̂(t),u(t);wf)

∂wf
l

−
nx∑
j=1

∂ f̂i(x̂(t),u(t);wf)

∂x̂j(t)
∂x̂j(t)
∂wf

l

)
dt.

(3.11)

Интегрируя по частям

T∫
0

λi(t)
d

dt

∂x̂i(t)
wf

l

dt = λi(T )
∂x̂i(T )
∂wf

l

− λi(0)
∂x̂i(0)
∂wf

l

−
T∫

0

dλi(t)

dt

∂x̂i(t)
∂wf

l

dt,
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подставляя полученное выражение в (3.11) и исключая тождественно равные ну-
лю члены, получим:

∂L(w)
∂wf

l

=

T∫
0

nx∑
i=1

[(
dλi(t)

dt
+

nx∑
j=1

λj(t)
∂ f̂j(x̂(t),u(t);wf)

∂x̂i(t)
−

−
ny∑
j=1

wE
j (ỹj(t)− ĝj(x̂(t);wg))

∂ĝj(x̂(t);wg)

∂x̂i(t)

)
∂x̂i(t)
∂wf

l

+

+λi(t)
∂ f̂i(x̂(t),u(t);wf)

∂wf
l

]
dt+

nx∑
i=1

λi(0)
∂x̂i(0)
∂wf

l

− λi(T )
∂x̂i(T )
∂wf

l

. (3.12)

Как было упомянуто выше, множители Лагранжа в данном случае могут прини-
мать произвольные значения, поэтому можно выбрать их следующим образом:

λi(T ) = 0,

dλi(t)

dt
=

ny∑
j=1

wE
j (ỹj(t)− ĝj(x̂(t);wg))

∂ĝj(x̂(t);wg)

∂x̂i(t)
−

nx∑
j=1

λj(t)
∂ f̂j(x̂(t),u(t);wf)

∂x̂i(t)
.

(3.13)

Обыкновенные дифференциальные уравнения (3.13) называются сопряженными
уравнениями и решаются в обратном времени. Учтем также, что начальное со-
стояние не зависит от параметров wf , а следовательно ∂x̂i(0)

∂wf
l

≡ 0. Таким образом,
выражение (3.12) упрощается до

∂L(w)
∂wf

l

=

T∫
0

nx∑
i=1

λi(t)
∂ f̂i(x̂(t),u(t);wf)

∂wf
l

dt. (3.14)

Чтобы получить выражения для матрицы Гессе лагранжиана, продиффе-
ренцируем (3.10) и (3.14):

∂2L(w)
∂wg

l ∂w
g
r
=

T∫
0

ny∑
i=1

wE
i

[
∂ĝi(x̂(t);wg)

∂wg
l

∂ĝi(x̂(t);wg)

∂wg
r

−

− (ỹi(t)− ĝi(x̂(t);wg))
∂2ĝi(x̂(t);wg)

∂wg
l ∂w

g
r

]
dt, (3.15)
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∂2L(w)
∂wg

l ∂w
f
r

=

T∫
0

ny∑
i=1

wE
i

nx∑
j=1

[
∂ĝi(x̂(t);wg)

∂wg
l

∂ĝi(x̂(t);wg)

∂x̂j(t)
−

− (ỹi(t)− ĝi(x̂(t);wg))
∂2ĝi(x̂(t);wg)

∂wg
l ∂x̂j(t)

]
∂x̂j(t)
∂wf

r

dt, (3.16)

∂2L(w)
∂wf

l ∂w
f
r

=

T∫
0

nx∑
i=1

[
∂λi(t)

∂wf
r

∂ f̂i(x̂(t),u(t);wf)

∂wf
l

+

+λi(t)

(
∂2f̂i(x̂(t),u(t);wf)

∂wf
l ∂w

f
r

+

nx∑
j=1

∂2f̂i(x̂(t),u(t);wf)

∂wf
l ∂x̂j(t)

∂x̂j(t)
∂wf

r

)]
dt. (3.17)

Соответствующие сопряженные уравнения второго порядка имеют вид

∂λi(T )

∂wf
r

= 0,

d

dt

∂λi(t)

∂wf
r

= −
nx∑
j=1

[
∂λj(t)

∂wf
r

∂ f̂j(x̂(t), u(t);wf)

∂x̂i(t)
+ λj(t)

∂2f̂j(x̂(t),u(t);wf)

∂x̂i(t)∂wf
r

+

+

(
ny∑
k=1

wE
k

[
∂ĝk(x̂(t);wg)

∂x̂i(t)
∂ĝk(x̂(t);wg)

∂x̂j(t)
−

−∂
2ĝk(x̂(t);wg)

∂x̂i(t)∂x̂j(t)
(ỹk(t)− ĝk(x̂(t);wg))

]
+

+

nx∑
k=1

λk(t)
∂2f̂k(x̂(t),u(t);wf)

∂x̂i(t)∂x̂j(t)

)
∂x̂j(t)
∂wf

r

]
.

, (3.18)

и также решаются в обратном времени. Таким образом, для получения оценок
значений градиента и матрицы Гессе лагранжиана, необходимо сначала решить
задачи Коши для систем ОДУ (2.3) и (3.5) в прямом времени, а затем решить за-
дачи Коши для сопряженных уравнений (3.13) и (3.18) в обратном времени и вы-
числить определенные интегралы (3.10), (3.14), (3.15), (3.16), (3.17).

Отметим, что алгоритм обратного распространения во времени явля-
ется более вычислительно эффективным по сравнению с алгоритмом ре-
куррентного обучения в реальном времени, поскольку не требует расчета
вторых производных всех переменных состояния ∂2x̂i(t)

∂wf
l ∂w

f
r
, а лишь линейных
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комбинаций
nx∑
i=1

λi(t)
∂2x̂i(t)
∂wf

l ∂w
f
r
,

nx∑
i=1

λi(t)
∂2x̂i(t)
∂wf

l x̂j(t)
,

ny∑
i=1

(ỹi(t)− ĝi(x̂(t);wg)) ∂2ĝi(x̂(t);wg)
∂wg

l ∂w
g
r

,
ny∑
i=1

(ỹi(t)− ĝi(x̂(t);wg)) ∂2ĝi(x̂(t);wg)
∂wg

l ∂x̂j(t)
, которые могут быть получены при помощи

обычного алгоритма обратного распространения для функций f̂ и ĝ. Например,
в задаче моделирования продольного углового движения самолета данный ал-
горитм позволяет вычислять матрицу Гессе функции ошибки для 472 настраи-
ваемых параметров в 11.8 раз быстрее, чем алгоритм рекуррентного обучения в
реальном времени, и выигрыш в скорости увеличивается с ростом сложности за-
дачи. Однако, алгоритм обратного распространения во времени требует наличия
дополнительной памяти для хранения значений x̂(t) и ∂x̂(t)

∂wf , вычисляемых при пер-
вом проходе в прямом времени. Также, данный алгоритм применим только при
условии, что все обучающее множество известно заранее и не пригоден для ис-
пользования в реальном времени.

Выражения для производных функций f̂ и ĝ по переменным состояния x и
параметрам w предполагаются известными. В случае, если эти функции являют-
ся нейронными сетями прямого распространения вида (1.5), то соответствующие
выражения для производных приведены в разделе 1.2. В случае, если рассматри-
ваются полуэмпирические модели, эти функции имеют более общий вид, однако
их производные в точках могут быть вычислены при помощи автоматического
дифференцирования [109]. В данной работе для этой цели использовалась биб-
лиотека CppAD [110].

Величина функции ошибки оценивается путем численного интегрирования
определенного интеграла в выражении (3.1). Поскольку целевые значения наблю-
даемых выходов являются таблично заданной функцией времени, в случае, когда
узлы интегрирования не совпадают с узлами этой таблицы, осуществляется ее ин-
терполяция либо аппроксимация. Оценки значений наблюдаемых выходов моде-
ли получаются путем численного решения задачи Коши для системы ОДУ (2.3).
В частном случае, когда все шаги p∆tk равны между собой, а для вычисления
определенного интеграла используется метод правых прямоугольников с таким
же шагом, оценка функции ошибки (3.1) эквивалентна традиционной функции
ошибки вида (1.38), т.е. сумме квадратов отклонений. Отметим, что соответству-
ющие вычисления могут быть эффективно распараллелены по P траекториям.

Несмотря на то, что приведенные выше выражения для функции ошибки
и ее производных являются точными, использование численных методов для ре-
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шения соответствующих задач Коши и для вычисления определенного интеграла
по времени, а также для интерполяции целевых значений наблюдаемых выходов
вносит в них определеннуюпогрешность. Эта погрешность зависит от выбранных
численных методов, значений шагов интегрирования, а также от частоты дискре-
тизации наблюдений. Проанализируем асимптотическое поведение погрешности
в зависимости от величины шагов по времени, предположив, что неустранимая
погрешность отсутствует (т.е. отсутствует шум наблюдений). Примем обозначе-
ние Cr

n (A) для пространства r-гладких по всем аргументам вектор-функций изA
в Rn. Введем следующие предположения.

Предположение 1. Управляющие сигналы pu, входящие в множество траекторий
E (2.1), являются кусочно-гладкими вектор-функциями времени, имеющими r-й
порядок гладкости на каждом из промежутков, составляющих область определе-
ния; они имеют конечное множество точек разрыва первого рода.

Предположение 2. Набор экспериментальных данных Ẽ (2.2) содержит извест-
ные управления pu, а также точные значения начальных состояний px̃0 = px(0) и
наблюдаемых выходов pỹk = py(ptk).

Предположение 3. Оценки px̂, ∂ px̂
∂wf и ∂2 px̂

∂wf 2
получаются путем решения задач Коши

для систем ОДУ (2.3), (3.5), (3.7) с помощью явного одношагового метода, имею-
щего r1-й порядок точности при условии, что истинное решение имеет (r1 + 1)-й
порядок гладкости по времени; при этом шаги выбираются таким образом, чтобы
точки разрыва управления совпадали с узлами интегрирования.

Предположение 4. Функции pỹ получаются путем интерполяции измеренных
значений наблюдаемых выходов pỹk по времени методом, имеющим r2-й поря-
док погрешности при условии, что истинные функции имеет (r2 + 1)-й порядок
гладкости по времени.

Предположение 5. Оценки значений функции ошибки E(w) и ее производных
∂E(w)
∂w , ∂2E(w)

∂w2 по параметрам w получаются путем вычисления определенных ин-
тегралов (3.1), (3.2), (3.3) методом, линейно зависящим от значений подынте-
грального выражения в некоторых узлах, имеющим r3-й порядок погрешности
при условии, что подынтегральное выражение имеет r3-й порядок гладкости по
соответствующей переменной, при этом шаг интегрирования не превышает ∆t.

Теперь сформулируем следующую Теорему.
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Теорема 8. ПустьF —подмножествоCr
nx
(X × U),G—подмножествоCr

ny
(X ),

F̂ — подмножество Cr+2
nx

(
X × U ×Wf

)
, Ĝ — подмножество Cr+2

ny
(X ×Wg)

для некоторого r ∈ N. Предположим, что вектор-функции f ∈ F и g ∈ G зада-
ют неизвестную ДСS вида (1.1), а параметрические семейства вектор-функций
f̂ ∈ F̂ и ĝ ∈ Ĝ задают полуэмпирическую НС-модель Ŝ вида (2.3).

Далее, пусть выполняются Предположения 1 и 2. Допустим также, что
для рассматриваемых значений параметров w ∈ W и некоторого ε > 0, набор
экспериментальных данных Ẽ вида (2.2) содержит только ε-корректные отно-
сительно модели Ŝ пары начальных состояний и управлений. Наконец, пусть вы-
полняются Предположения 3–5, причем r1 ⩽ r, r2 < r, r3 ⩽ r.

Тогда, существует такой максимальный шаг ∆t = ∆t(ε) ⩽ ∆t, что
если ограничить им значения шагов численных методов, используемых при ре-
шении задач Коши (2.3), (3.5), (3.7), то полученные оценки значений функ-
ции ошибки и двух ее производных по параметрам будут иметь погрешность
O(∆t

min{r1−1,r2−1,r3}
).

Доказательство. Сперва рассмотрим погрешности, связанные с отдельной p-й
траекторией, при этом будем опускать соответствующий индекс. Обозначим че-
рез τm узлы, используемые при вычислении определенного интеграла (τm ∈
[0, T ]). Поскольку для вычисления подынтегральных выражений потребуются
значения решений соответствующих задач Коши в моменты времени τm, дан-
ные узлы также являются подмножеством узлов, используемых при численном
решении задач Коши. Погрешность именно в этих узлах представляет интерес,
поэтому остальные узлы явным образом рассматриваться не будут.

Поскольку функции u, f и f̂ удовлетворяют условиям Теорем 1 и 2, суще-
ствуют единственные решения соответствующих задач Коши — x и x̂. При этом,
в соответствии с предположением данной Теоремы, эти решения существуют на
всем сегменте [0, T ] и содержатся в X . Из r-гладкости управления u и функ-
ции f следует, что функция x, являющаяся решением задачи Коши для системы
(1.1), будет иметь (r + 1)-й порядок гладкости по времени. В свою очередь, из
r-гладкости функции g следует r-гладкость соответствующей y. Аналогично, в
связи с r-гладкостью управления и (r + 2)-гладкостью функции f̂ соответствую-
щее решение x̂ задачи Коши для системы (2.3) является (r+1)-гладким по време-
ни. Дополнительные два порядка гладкости функции f̂ позволяют также обеспе-
чить r-гладкость правых частей систем ОДУ 3.5 и 3.7, а следовательно и (r + 1)-
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гладкость решений соответствующих задач Коши ∂x̂
∂wf и ∂2x̂

∂wf 2
по времени. Также,

из (r+2)-гладкости ĝ следует, что функции ŷ, ∂ŷ
∂w и

∂2ŷ
∂w2 имеют r-й порядок гладко-

сти. Таким образом, подынтегральные выражения в (3.1), (3.2), (3.3) также имеют
r-й порядок гладкости. Поскольку r > 0, подынтегральные выражения являют-
ся непрерывными, а следовательно, соответствующие определенные интегралы
существуют.

Поскольку функции x̂, ∂x̂
∂wf и ∂2x̂

∂wf 2
имеют (r+1)-й порядок гладкости по вре-

мени и r1 ⩽ r, используемый для решения соответствующих задач Коши явный
одношаговый метод r1-го порядка будет иметь глобальную погрешностьO(∆tr1).
Таким образом, получаем оценки соответствующих значений в дискретном вре-
мени, удовлетворяющие

∥x̂(τm)− x̄m∥ ⩽ C1∆t
r1,∥∥∥∥∂x̂(τm)∂wf

− ∂x̄m

∂wf

∥∥∥∥ ⩽ C2∆t
r1,∥∥∥∥∂2x̂i(τm)∂wf 2

− ∂2x̄mi
∂wf 2

∥∥∥∥ ⩽ C3∆t
r1, i = 1, . . . , nx.

(3.19)

Таким образом, для любого ε > 0 существует такой малый шаг ∆t =

∆t(ε) ⩽ ∆t, что ∥x̂(τm)− x̄m∥ ⩽ ε. В соответствии с предположением данной
Теоремы, решения x̂ содержатся в замкнутой ограниченной области X вместе с
замыканием своей ε-окрестности, а следовательно, приближенные решения x̄ со-
держатся в X . Начальные условия задач Коши (3.5) и (3.7) тождественно равны
нулю, при этом соответствующие решения ∂x̂

∂wf и ∂2x̂
∂wf 2

являются гладкими, а, сле-
довательно, и непрерывными функциями времени, и рассматриваются на ограни-
ченных сегментах времени. Таким образом, значения данных решений принад-
лежат некоторому замкнутому и ограниченному множеству. Также, функция g и
функция ĝ вместе с двумя производными по параметрамw являются непрерывны-
ми функциями вышеупомянутых решений задач Коши и соответствующих пара-
метров (которые, в свою очередь, принадлежат к замкнутой ограниченной обла-
стиW). Из этого следует, что и значения y, ŷ, ∂ŷ

∂w и
∂2ŷ
∂w2 принадлежат замкнутому и

ограниченному множеству. В соответствии с предположением об отсутствии шу-
ма измерений, ỹ(t) = y(t), т. е. значения ỹ, как и значения выражения ∥ỹ(t)− ŷ(t)∥
принадлежат замкнутому и ограниченному множеству.
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Поскольку величины ŷ, ∂ŷ
∂w и ∂2ŷ

∂w2 зависят от x̂, ∂x̂
∂wf и ∂2x̂

∂wf 2
, они также име-

ют определенную погрешность. Так как функция ĝ является (r + 2)-гладкой, в
рассматриваемой замкнутой ограниченной области значений аргументовX она и
обе ее производные будут удовлетворять условию Липшица. Учитывая, что, как
было показано выше, все рассматриваемые величины являются ограниченными
и, принимая во внимание неравенства (3.19), по Лемме 1 получаем:

∥ŷ(τm)− ȳm∥ ⩽ C4∆t
r1,∥∥∥∥∂ŷ(τm)∂w

− ∂ȳm

∂w

∥∥∥∥ ⩽ C5∆t
r1,∥∥∥∥∂2ŷi(τm)∂w2

− ∂2ȳmi
∂w2

∥∥∥∥ ⩽ C6∆t
r1, i = 1, . . . , nx.

(3.20)

В соответствии с предположением об используемом методе интерполяции
целевых значений наблюдаемых выходов как функций времени и с тем, что эти
функции имеют r-й порядок гладкости (r < r2), погрешность интерполяции удо-
влетворяет неравенству

∥ỹ(t)− y̆(t)∥ ⩽ C7∆t
r2
, t ∈ [0, T ]. (3.21)

Тогда из неравенства треугольника следует, что

∥ (ỹ(τm)− ŷ(τm))− (y̆(τm)− ȳm) ∥ = ∥ (ỹ(τm)− y̆(τm)) + (ȳm − ŷ(τm)) ∥ ⩽
⩽ ∥ỹ(τm)− y̆(τm)∥+ ∥ŷ(τm)− ȳm∥ ⩽

⩽ C7∆t
r2
+ C4∆t

r1 ⩽ C8∆t
min{r1,r2}

,

(3.22)

то есть оценка ошибки имеет порядок точности min{r1, r2}.
Оценим погрешности подынтегральных выражений в (3.1), (3.2) и (3.3).

Снова учитывая, что все рассматриваемые величины являются ограниченными
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и, принимая во внимание неравенства (3.20) и (3.22), по Лемме 1 получаем:∣∣∣(ỹj(τm)− ŷj(τm))2 − (y̆j(τm)− ȳmj )2∣∣∣ ⩽ C9∆t
min{r1,r2}

,∣∣∣∣(ỹj(τm)− ŷj(τm)) ∂ŷj(τm)∂wi
−
(
y̆j(τm)− ȳmj

) ∂ȳmj
∂wi

∣∣∣∣ ⩽ C10∆t
min{r1,r2}

,∣∣∣∣(∂ŷj(τm)∂wi

∂ŷj(τm)
∂wk

− (ỹj(τm)− ŷj(τm))
∂2ŷj(τm)
∂wi∂wk

)
−

−

(
∂ȳmj
∂wi

∂ȳmj
∂wk

−
(
y̆j(τm)− ȳmj

) ∂2ȳmj
∂wi∂wk

)∣∣∣∣∣ ⩽ C11∆t
min{r1,r2}

.

(3.23)

Таким образом, и взвешенные суммы этих величин, являющиеся подынтеграль-
ными выражениями в (3.1), (3.2) и (3.3), имеют порядок погрешности min{r1, r2}.

Поскольку истинные подынтегральные выражения имеют r-й порядок глад-
кости по соответствующей переменной и r3 ⩽ r, используемый для вычисления
определенных интегралов метод r3-го порядка будет иметь глобальную погреш-
ность O(∆tr3) при условии, что в вычислениях используются точные значения
подынтегрального выражения. В соответствии с предположением данной Теоре-
мы, метод интегрирования линейно зависит от значений подынтегрального выра-
жения, поэтому, зная порядок погрешности оценок подынтегральных выражений,
и используя Лемму 2, получим min{r1− 1, r2− 1, r3}-й порядок погрешности для
оценок значений функции ошибки и ее производных по параметрам для отдель-
ной p-й траектории из обучающего множества. Суммирование данных оценок по
конечному набору траекторий из обучающего множества не меняет порядок по-
грешности, следовательно,∣∣E(w)− Ē(w)∣∣ ⩽ C12∆t

min{r1−1,r2−1,r3}
,∥∥∥∥∂E(w)

∂w
− ∂Ē(w)

∂w

∥∥∥∥ ⩽ C13∆t
min{r1−1,r2−1,r3}

,∥∥∥∥∂2E(w)∂w2
− ∂2Ē(w)

∂w2

∥∥∥∥ ⩽ C14∆t
min{r1−1,r2−1,r3}

,

(3.24)

что и требовалось доказать.
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В данной работе, в качестве методов решения задачи Коши используется
семейство явных одношаговых методов Рунге-Кутты:

xk+1 = xk +∆t
s∑

i=1

birk,i,

rk,i = fu
(
tk + ci∆t, xk +∆t

i−1∑
j=1

ai,jrk,j
)
,

(3.25)

где s— количество стадий метода, ci — коэффициенты, определяющие положе-
ние промежуточных узлов, а ai,j и bi — соответствующие веса. Так, например,
явная схема Рунге-Кутты четвертого порядка точности имеет вид:

rk,1 = fu(tk, xk),

rk,2 = fu(tk +
∆t

2
, xk +

∆t

2
rk,1),

rk,3 = fu(tk +
∆t

2
, xk +

∆t

2
rk,2),

rk,4 = fu(tk +∆t, xk +∆trk,3),

xk+1 = xk +
∆t

6

(
rk,1 + 2rk,2 + 2rk,3 + rk,4

)
.

(3.26)

Для интерполяции используются сплайны, в частности, кубические сплайны с
граничными условиями типа «отсутствие узла» (not-a-knot), имеющие четвертый
порядок точности. Для вычисления определенных интегралов используются со-
ставные методы семейства Ньютона-Котеса, оценивающие определенный инте-
грал на каждом сегменте [a, b]:

b∫
a

f(x) dx ≈
n∑

i=0

ωif(xi), (3.27)

где xi = a+ ib−an , а ωi — соответствующие веса. В частности, метод трапеций

b∫
a

f(x) dx ≈ b− a
2

(f(a) + f(b)), (3.28)
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имеет второй порядок точности. Комбинация явного метода Рунге-Кутты четвер-
того порядка точности, кубической сплайновой интерполяции и составного ме-
тода трапеций дает погрешность O(∆tmin{4−1,4−1,2}) = O(∆t

2
).

3.1 Метод продолжения решения по параметру

В разделе 1.4 данной работы были описаны сложности, возникающие при
обучении рекуррентных нейронных сетей (проблема экспоненциально уменьша-
ющейся либо увеличивающейся нормы градиента, проблема бифуркаций настра-
иваемой динамической системы, проблема «ложных» оврагов в рельефе функции
ошибки) и упомянуты пути их преодоления (использование методов оптимизации
второго порядка, выбор хорошего начального приближения для значений пара-
метров, использование различных методов регуляризации, использование обуча-
ющего множества, состоящего из достаточно большого количества траекторий в
«пакетном» режиме).

По этим причинам, лишь для небольшого набора начальных значений пара-
метров сети удается найти достаточно глубокий минимум с помощью градиент-
ных методов оптимизации. Если перейти к решению задачи поиска начальных
значений параметров, достаточно близких к минимуму, то можно предположить,
что они являются решениями схожих задач. То есть, требуется найти такую по-
следовательность задач, что: первая задача является достаточно простой — и ее
решение может быть найдено для любых начальных значений параметров; каж-
дая последующая задача схожа с предыдущей — их решения близки в простран-
стве значений параметров; последовательность сходится к исходной, требуемой
задаче.

Данная идея лежит в основе метода продолжения решения по параметру
[48; 49], предназначенного для решения систем нелинейных уравнений

F(w) = 0, (3.29)

где F : Rnw → Rnw — вектор-функция. В рамках метода вводится дополнитель-
ная вектор-функция G : Rnw → Rnw , такая, что соответствующая система урав-
нений G(w) = 0 является заведомо более простой для решения, например, имеет
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единственное известное решение. Затем между вектор-функциямиG и F строится
гомотопия H : Rnw × [0, 1]→ Rnw:

H(w, 0) = G(w), H(w, 1) = F(w). (3.30)

Обозначим через Γ множество решений системы уравнений H(w, τ) = 0. При
определенных условиях множество решений Γ содержит непрерывную кривую
γ : R→ Rnw×[0, 1], соединяющуюнекоторое решение простой системыG(w) = 0

с некоторым решением сложной системы F(w) = 0. В таком случае, возмож-
но численно проследовать вдоль данной кривой от решения простой системы и
получить решение сложной системы. Существуют подходы, в рамках которых
продолжение решения осуществляется одновременно по нескольким параметрам,
однако, в данной работе они не рассматриваются.

Условием существования вышеупомянутой кривой, в соответствии с Тео-
ремой о неявной функции, является невырожденность матрицы Якоби вектор-
функции H в каждой точке w, являющейся решением соответствующей системы
уравнений H(w) = 0. Введем следующее определение:

Определение 4. Вектор v ∈ Rn называется регулярным значением дифференци-
руемой вектор-функции f : Rm → Rn (n ⩽ m), если в каждой точке u ∈ f−1(v)
матрица Якоби вектор-функции f имеет ранг n. В противном случае этот вектор
называется сингулярным значением вектор-функции.

Тогда для вектор-функции H необходимо гарантировать, что нулевой век-
тор из Rnw является ее регулярным значением.

В данной работе рассматривается разновидность метода продолжения ре-
шения по параметру, обладающая глобальной сходимостью почти наверное
(globally convergent probability-one homotopy methods [50; 51]). Данный метод по-
лагается на следующий теоретический результат (параметризованную Теорему
Сарда [50]):

Теорема 9. Пусть V — открытое подмножество Rq, U — открытое подмно-
жество Rm, а вектор-функция f : V × U → Rp имеет r-й порядок гладкости для
r > max{0,m−p}. Если нулевой вектор вRp является регулярным значением f, то
для почти всех (по мере Лебега) a ∈ V он также является регулярным значением
вектор-функции fa(·) = f(a, ·).
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В частности, если ввести nw дополнительных параметров для гомотопии
H : Rnw × Rnw × [0, 1] → Rnw , имеющей второй порядок гладкости, и гарантиро-
вать, что нулевой вектор будет являться ее регулярным значением, то для почти
всех значений дополнительных параметров a ∈ Rnw он также будет являться ре-
гулярным значением гомотопииHa с зафиксированными значениями параметров.
Простейшим способом получить такую гарантию является использование гомо-
топии следующего вида:

H(a,w, τ) = (1− τ)(w− a) + τF(w), (3.31)

где a ∈ Rnw —вектор дополнительных параметров. За счет этих дополнительных
параметров матрица Якоби вектор-функции H будет иметь полный ранг nw для
τ ∈ [0, 1).

В данной работе непосредственно используется следующий результат [51]:

Теорема 10. Пусть H : Rnw × Rnw × [0, 1) → Rnw — дважды непрерывно-
дифференцируемая вектор-функция, аHa : Rnw×[0, 1)→ Rnw —вектор-функция,
удовлетворяющая Ha(w, τ) ≡ H(a,w, τ). Пусть при этом нулевой вектор из
Rnw является регулярным значением H, и для каждого вектора дополнитель-
ных параметров a ∈ Rnw система уравнений Ha(w, 0) = 0 имеет единствен-
ное решение w̃. Тогда для почти всех a ∈ Rnw существует дважды непрерывно-
дифференцируемая кривая γ ⊂ Rnw × [0, 1), проходящая через точку (w̃, 0) и удо-
влетворяющая условию Ha(p) = 0 ∀p ∈ γ. Кроме того, если кривая γ является
ограниченной, то она имеет предельную точку (w̄, 1) для некоторого вектора
w̄ ∈ Rnw . Наконец, если матрица Якоби вектор-функцииHa в точке (w̄, 1) имеет
полный ранг, то кривая γ имеет конечную длину.

Поскольку нулевой вектор является регулярным значением, матрица Яко-
би вектор-функцииH имеет полный ранг во всех точках кривой γ, следовательно,
кривая не имеет самопересечений или пересечений с другими кривыми решений
Ha. Поскольку система уравнений Ha(w, 0) = 0 имеет единственное решение,
кривая не может вернуться обратно и снова пересечь гиперплоскость τ = 0. Го-
мотопия (3.31) удовлетворяет базовым условиям Теоремы 10 для любой дважды
непрерывно-дифференцируемой F, при этом w̃ ≡ a. Для обеспечения ограни-
ченности кривой γ может быть выдвинуто требование отсутствия неограниченно
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больших решений системы уравнений Ha(w, τ) = 0, что может быть достигнуто,
например, при помощи регуляризации.

Данный метод предназначен для решения систем нелинейных уравнений,
однако, он может быть применен и к задачам оптимизации. Для этого задача поис-
ка минимума функции ошибки E(w)→ min

w
заменяется задачей поиска критиче-

ской точки ∂E(w)
∂w = 0, т. е. задачей решения системы нелинейных уравнений. Надо

отметить, что уловие обращения в ноль дифференциала функции является лишь
необходимым, но не достаточным условием локального минимума функции (если
функция не является выпуклой). Таким образом, найденное решение w∗ должно
быть дополнительно проверено — например, если матрица Гессе ∂2E(w∗)

∂w2 не яв-
ляется вырожденной, и все ее собственные значения являются положительными,
то решение является локальным минимумом. Отметим также, что возможны раз-
личные последовательности действий: либо задача оптимизации сперва сводит-
ся к системе уравнений, для которой затем строится гомотопия, либо гомотопия
строится сразу же для функции ошибки, а затем она дифференцируется по соот-
ветствующим параметрам для получения системы уравнений.

Метод продолжения решения по параметру ранее применялся к задаче обу-
чения нейронных сетей прямого распространения [52—55]. Во всех этих работах
в качестве функции ошибки выступала сумма квадратов отклонений (1.4). В ра-
ботах [52; 55] использовалась выпуклая гомотопия (3.31), а также так называемая
«глобальная» гомотопия вида

H(a,w, τ) = F(w)− (1− τ)F(a). (3.32)

В работе [54] в качестве простой задачи выступала задача аппроксимации, в кото-
рой все целевые значения заменялись на их среднее значение по выборке, а затем
выпуклая гомотопия применялась для масштабирования целевых значений до ис-
ходной величины. В работе [53] также предлагалась «естественная» гомотопия,
в которой параметр τ менял активационные функции нейронов от линейных до
сигмоидальных (φ(n, τ) = (1−τ)n+τ thn), тем самым задача менялась от линей-
ной регрессии до нелинейной. В этой же работе было предложено использование
регуляризации для того, чтобы ограничить кривую γ. В работах [52; 53] также
использовались методы продолжения решения по параметру, предназначенные
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для поиска многих (и даже всех, в полиномиальном случае) решений, однако, в
данной работе ищется лишь одно решение.

Из приведенных ранее теоретических результатов следует, что чувстви-
тельность рассматриваемой в данной работе функции ошибки (3.1) к значени-
ям параметров w экспоненциально растет при увеличении горизонта прогноза
T . Таким образом, уже при сравнительно небольшом горизонте прогноза функ-
ция ошибки приобретает крайне сложный вид. В случае, если используются при-
веденные выше гомотопии (например, выпуклая гомотопия (3.31)), а начальное
приближение w0 является недостаточно хорошим, это может привести к резкому
росту функции ошибки при малейшем увеличении параметра τ . В данной работе
предлагается функция гомотопии, в которой параметр τ позволяет регулировать
текущую величину горизонта прогноза, что позволяет избежать данной пробле-
мы:

E(a,w, τ) = (1− τ)∥w− a∥
2

2
+

1

2

P∑
p=1

τ pT∫
0

ny∑
j=1

wE
j (pỹj(t)− pŷj(t))2 dt. (3.33)

Таким образом, при τ = 0 данная функция ошибки имеет единственную крити-
ческую точку — глобальный минимум в w = a. С ростом параметра τ линейно
увеличивается горизонт прогноза для каждой траектории из обучающего множе-
ства, а при τ = 1 функция (3.33) совпадает с (3.1). Соответствующая гомотопия
для градиента функции ошибки имеет вид:

Hi(a,w, τ) =
∂E(a,w, τ)

∂wi
= (1− τ) (w− a)−

−
P∑
p=1

τ pT∫
0

ny∑
j=1

wE
j (pỹj(t)− pŷj(t))

∂ pŷj(t)
∂wi

dt.

(3.34)
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Производные гомотопии (3.34) по параметрам w и τ имеют вид:

∂Hi(a,w, τ)
∂wk

=
∂2E(a,w, τ)
∂wi∂wk

= (1− τ)δik+

+
P∑
p=1

τ pT∫
0

ny∑
j=1

wE
j

[
∂ pŷj(t)
∂wi

∂ pŷj(t)
∂wk

− (pỹj(t)− pŷj(t))
∂2 pŷj(t)
∂wi∂wk

]
dt,

∂Hi(a,w, τ)
∂τ

=
∂2E(a,w, τ)
∂wi∂τ

= − (w− a)−
P∑
p=1

pT

ny∑
j=1

wE
j (pỹj(t)− pŷj(t))

∂ pŷj(t)
∂wi

,

(3.35)

где δik — символ Кронекера.
Перейдем к рассмотрению численных методов следования вдоль кривой γ.

Кривая γ лежит в пространстве Rnw × [0, 1), и каждая ее точка состоит из вектора
искомых параметровw ∈ Rnw и дополнительного параметра гомотопии τ ∈ [0, 1).
Если параметризовать кривую γ некой переменной s ∈ R (при этом γ(s) =(
w(s)
τ(s)

)
), а затем продифференцировать уравнение гомотопии Ha(w, τ) = 0 по

этому параметру, получим следующую систему дифференциальных уравнений:

∂Ha(w, τ)
∂w

dw(s)
ds

+
∂Ha(w, τ)

∂τ

dτ(s)

ds
= 0. (3.36)

Если наложить дополнительное условие вида

dw(s)
ds

T dw(s)
ds

+
dτ(s)

ds

2

= 1, (3.37)

то параметр s будет иметь смысл длины кривой γ. Тогда, для нахождения любой
точки γ(s) достаточно решить задачу Коши:(

∂Ha(w,τ)
∂w

∂Ha(w,τ)
∂τ

dw(s)
ds

T dτ(s)
ds

)(
dw(s)
ds

dτ(s)
ds

)
=

(
0

1

)
, w(0) = w0, τ(0) = 0. (3.38)

В работе [49] показано, что данная параметризация кривой γ является наилучшей
в смысле обусловленности соответствующей системы линеаризованных уравне-
ний.
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Для численного решения данной задачи Коши могут быть использованы
различные методы, как явные, так и неявные. Отметим, что в ходе численного
решения задачи Коши неизбежно накапливается погрешность, однако, в данной
задаче она может быть легко устранена следующим образом. По построению лю-
бая точка кривой γ является решением системы уравненийHa(w, τ) = 0. Следова-
тельно, если некая промежуточная точка (w∗, τ ∗), полученная в процессе решения
задачи Коши, в значительной мере не удовлетворяет этому условию, возможно
решить следующую задачу оптимизации

min
w,τ

{
∥w∗ − w∥2 + (τ ∗ − τ)2 | Ha(w, τ) = 0

}
(3.39)

и, тем самым, найти ближайшую к ней точку, лежащую на кривой γ.
Однако, необходимо учесть, что вышеописанные методы следования вдоль

кривой γ предполагают вычисление матрицы Гессе функции ошибки (3.33) на
каждом шаге. Оценка матрицы Гессе (3.3) имеет высокую точность, однако, яв-
ляется слишком вычислительно затратной. Квазиньютоновские методы позволя-
ют получить оценки матрицы Гессе сравнительно быстро, но их точность зача-
стую является недостаточной. Аппроксимация матрицы Гессе методом Гаусса-
Ньютона, к сожалению, неприменима к данной постановке задачи, поскольку она
не позволяет аппроксимировать матрицы Гессе, имеющие отрицательные соб-
ственные значения. Тем не менее, существуют условия, при которых задача зна-
чительно упрощается. Так, если предположить, что во всех точках кривой γ мат-
рица Гессе ∂Ha(w,τ)

∂w имеет полный ранг nw, то имеют место следующие свойства.
Во-первых, собственные значения матрицы Гессе ∂Ha(w,τ)

∂w не будут менять свой
знак на γ, а поскольку в точке (w0, 0) ее собственные значения положительны,
они будут положительными на всей кривой (см. [111]). Из этого следует, что точ-
ки кривой, в том числе искомая точка (w∗, 1) будут являться не только критиче-
скими точками функции ошибки, но и ее локальными минимумами. Это означает,
что матрица Гессе может быть эффективно аппроксимирована методом Гаусса-
Ньютона, а также то, что итерационный процесс коррекции может быть представ-
лен методом оптимизации, а не методом решения системы нелинейных уравне-
ний. Наконец, это означает, что параметр τ монотонно возрастает при движении
вдоль кривой γ — таким образом, вместо наилучшего параметра (длины дуги)
можно использовать τ . Продолжение решения в таком случае заключается в ре-
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шении задачи Коши для системы уравнений Давиденко:

dw
dτ

= −∂Ha(w, τ)
∂w

−1∂Ha(w, τ)
∂τ

, (3.40)

с начальным условием w(0) = w0.
Ниже приведен соответствующий алгоритм обучения полуэмпирической

нейросетевой модели вида (2.3) с использованием гомотопии для функции
ошибки вида (3.33). Здесь обозначение LM(E, a,w, τ) используется для метода
Левенберга-Марквардта минимизации функции ошибки E(a,w, τ), используя w
в качестве начального приближения. Для адаптации величины шага предикто-
ра ∆τ осуществляется проверка величины изменения параметров корректором:
если параметры изменились более, чем на δ̄, то шаг предиктора уменьшается и
рассчитывается повторно; если же параметры изменились менее, чем на δ, то шаг
увеличивается.

Алгоритм 1 Алгоритм обучения полуэмпирической нейросетевой модели вида
(2.3) с использованием гомотопии для функции ошибки вида (3.33)
Дано: δ, δ̄, ∆τmin, ∆τ
1: a ∼ U(W)
2: w← a
3: τ ← 0
4: while τ < 1 и ∆τ > ∆τmin do
5: τ̃ ← min{τ +∆τ, 1}
6: w̃← LM(E, a,w, τ)
7: if ∥w̃− w∥ < δ̄ then
8: w← w̃
9: τ ← τ̃
10: if ∥w̃− w∥ < δ then
11: ∆τ ← 2∆τ
12: end if
13: else
14: ∆τ ← 1

2∆τ
15: end if
16: end while

Отметим, что подходы, основанные на схожих идеях постепенного увели-
чения горизонта прогноза, предлагались и ранее, и показали высокую эффектив-
ность [56—59]. Результаты вычислительных экспериментов по обучению полу-
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эмпирических нейросетевых моделей движения маневренного самолета приведе-
ны в следующей главе.

3.2 Процедура формирования репрезентативного обучающего множества

При синтезе как чисто эмпирических, так и полуэмпирических НС-моделей
одной из критически важных задач является формирование репрезентативного
набора данных вида (2.2), характеризующего поведение моделируемой ДС на
всей области допустимых значений переменных состояния и управления X × U .
Для получения такого набора данных необходимо сперва разработать план экс-
перимента {⟨

px0,
{
puk
}pK

k=0

⟩}P

p=1
, (3.41)

а затем осуществить эксперимент с рассматриваемым объектом моделирования,
чтобы получить соответствующие данные вида (2.2). План эксперимента может
быть разработан вручную экспертами в данной предметной области, либо авто-
матически, с использованием подхода, предложенного в данном разделе.

Данный подход предполагает разделение управляющих сигналов на две со-
ставляющие:

uk = ūk + ũk, (3.42)

а именно, на опорный маневр ū и возмущающее воздействие ũ. Траектория в про-
странстве состояний x̄, получаемая применением лишь опорного маневра ū, назы-
вается опорной траекторией. Опорные маневры имеют значительно более низкую
частоту и более высокую амплитуду, и предназначены для приведения опорной
траектории в некоторую исследуемую область пространства допустимых состоя-
ний. В свою очередь, возмущающее воздействие имеет высокую частоту и малую
амплитуду, и предназначено для обеспечения разнообразия состояний в малой
окрестности опорной траектории.

Задача автоматического формирования опорных маневров является зада-
чей планирования оптимальных экспериментов, а также тесно связана с задачей
оптимального управления. Для решения соответствующей задачи оптимального
управления в данной работе используется исходная, теоретическая (в общем слу-
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чае, нелинейная) модель объекта. Требования к точности такой исходной моде-
ли являются значительно менее строгими по сравнению с требованиями к точ-
ности модели, которая будет формироваться в дальнейшем на основании полу-
ченных экспериментальных данных, поскольку требуется лишь достижение за-
данной области пространства состояний. Пусть опорный маневр ū(t) представ-
ляет собой кусочно-постоянную функцию времени, заданную на сегментах фик-
сированной продолжительности ∆t ⩾ ∆t, и параметризованную соответствую-
щим набором значений ūk. Тогда конечномерный вектор параметров θ состоит
из значений начальных состояний и управлений для каждого маневра, и содер-

жит nθ = nxP + nu
P∑
i=1

⌈
pK∆t

∆t

⌉
элементов.

Решая задачуКоши для теоретическоймоделиДСпри заданных параметрах
θ, получим набор траекторий в пространстве состояний:{{

pxk
}pK

k=0

}P

p=1
. (3.43)

Сформируем из (3.41) и (3.43) следующий набор точек

A =
{(

pxk, puk
)
| p = 1, . . . , P, k = 1, . . . , pK

}
. (3.44)

Целью формирования опорных маневров является достижение максимального
«разнообразия» точек в A. Для формализации критерия качества будем рассмат-
риватьA как выборку некоторого (nx+nu)-мерного случайного вектора, и пред-
положим, что желаемое разнообразие достигается, если этот вектор имеет равно-
мерное распределение наX×U . Поскольку равномерно распределенный наX×U
случайный вектор будет иметь наибольшее значение дифференциальной энтро-
пии среди всех случайных векторов, распределенных наX×U , целесообразно ис-
пользовать соответствующую величину для оценки качества набораA. Критерий
оптимальности эксперимента, основанный на максимизации дифференциальной
энтропии был предложен и проанализирован в [64; 65].
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Для оценки дифференциальной энтропии используется метод Козаченко-
Леоненко [112]:

h =
nx + nu
na

na∑
i=1

ln ρi + ln (na − 1) + ln

(
π

nx+nu
2

Γ
(
nx+nu

2 + 1
))+ γ,

ρi = min
j=1,...,na

j ̸=i

ρ (ai, aj),
(3.45)

где na — количество точек в A, ρi — расстояние до ближайшего соседа для i-й
точки (в метрике ρ), Γ— гамма-функция, γ — постоянная Эйлера-Маскерони.

Таким образом, ставится задача оптимизации с нелинейными ограничени-
ями типа неравенств:

−h→ min
θ∈Rnθ

,

ai ∈ X × U , i = 1, . . . , na.
(3.46)

Для учета ограничений применяется метод штрафных функций, т.е. задача (3.46)
сводится к следующей последовательности задач оптимизации без ограничений:

Ek = −h+ κkd (A,X × U)→ min
θ∈Rnθ

, (3.47)

где метрика d позволяет определить расстояние между набором точекA и множе-
ством допустимых значений X × U , а штрафной коэффициент κk увеличивается
с ростом k. Кроме того, используется метод продолжения решения по парамет-
ру, аналогичный описанному выше в разделе 3.1, т. е. постепенно увеличивается
горизонт прогноза для каждой опорной траектории.

Поскольку минимизируемая функция является разрывной, для оптимиза-
ции могут быть использованы лишь методы нулевого порядка. Вычислительные
эксперименты показали, что метод роя частиц [113—116] не позволяет найти до-
статочно хороший минимум данной функции. В связи с сильной обусловленно-
стью системы, предлагается использовать метод CMA-ES [117—120] (Covariance
Matrix Adaptation Evolution Strategy).

Алгоритм CMA-ES представляет собой стохастический метод локальной
минимизации нелинейных невыпуклых функций вещественных переменных.
Данный алгоритм принадлежит к классу эволюционных стратегий (Evolution
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Strategy, ES), соответственно, итеративный поиск решения полагается на меха-
низмы мутации, отбора и рекомбинации. Мутация вектора вещественных пере-
менных осуществляется путем добавления к нему реализации случайного векто-
ра, имеющего многомерное нормальное распределение с нулевым средним и мат-
рицей ковариации C ∈ Rnθ×nθ . Таким образом, текущее значение вектора веще-
ственных переменных играет роль вектора средних значений для данного распре-
деления. После получения посредством мутации набора из λ ⩾ 2 векторов (попу-
ляции), осуществляется отбор и рекомбинация: новое значение вектора перемен-
ных является взвешенной линейной комбинацией µ ∈ [1, λ] наилучших особей
(т. е. векторов, имеющих наименьшие значения функции ошибки) с целью макси-
мизации их правдоподобия. Очевидно, значения элементов матрицы ковариации
C (называемых параметрами стратегии) оказывают существенное влияние на эф-
фективность алгоритма. Однако, значения параметров стратегии, приводящие к
эффективнымшагам поиска минимума, не известны заранее и, как правило, меня-
ются в процессе поиска. Таким образом, необходимо обеспечить адаптацию зна-
чений параметров стратегии в процессе поиска, что и составляет вторую часть ал-
горитма — адаптацию матрицы ковариации (Covariance Matrix Adaptation, CMA)
с целью максимизации правдоподобия успешных шагов поиска. Адаптация мат-
рицы ковариации осуществляется инкрементально, т. е. на основе не только лишь
текущей популяции, но и предыстории поиска, накапливаемой в векторе pc ∈ Rnθ ,
называемом путем поиска. Аналогичным образом, с использованием пути поиска
pσ ∈ Rnθ , осуществляется адаптация величины шага поиска σ. В данной работе
рассматривается разновидность алгоритма, называемая Active CMA-ES, исполь-
зующая для адаптации матрицы ковариации не только информацию о наиболее
успешныхшагах, но и информацию о наиболее неуспешныхшагах (с отрицатель-
ными весами). Ниже приведен базовый вариант алгоритма Active CMA-ES.

Отметим, что в случае выпуклой квадратичной функции ошибки адапта-
ция матрицы ковариации приводит к матрице, обратной матрице Гессе функции
ошибки (с точностью до некоторого постоянного множителя), аналогично квази-
ньютоновским методам. Данный алгоритм является инвариантным к масштаби-
рованию и поворотам пространства параметров. Сходимость алгоритма в общем
случае не доказана, однако, экспериментально подтверждена во многих практи-
ческих задачах.
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Алгоритм 2 Алгоритм Active CMA-ES
Дано: θ(0) ∈ Rnθ ▷ начальное приближение вектора переменных
Дано: σ ∈ R>0 ▷ начальная величина шага поиска
Дано: λ ⩾ 2 ▷ размер популяции
1: µ← ⌊λ4⌋ ▷ количество особей, участвующих в рекомбинации
2: cc ← 4

nθ+4 ▷ скорость обучения пути поиска pc
3: cσ ← cc ▷ скорость обучения пути поиска pσ
4: dσ ← 1 + 1

cσ
▷ параметр затухания для шага поиска

5: ccov ← 2
(nθ+

√
2)2

▷ скорость обучения C на основе предыстории
6: cµ ← 4µ−2

(nθ+12)2+4µ ▷ скорость обучения C на основе текущей популяции
7: C← I ▷ начальное приближение матрицы ковариации
8: pσ = 0 ▷ начальное приближение для пути поиска
9: pc = 0
10: χnθ

←
√
2
Γ(

nθ+1

2 )

Γ(
nθ
2 )

▷ M [∥N(0, I)∥]
11: g ← 0; ▷ номер текущей итерации (поколения)
12: repeat
13: C = BD (BD)T ▷ спектральное разложение матрицы ковариации
14: for i = 1, . . . , λ do
15: ζi ∼ N(0, I)
16: νi ← θ(g) + σBDζi ▷ νi ∼ N(θ(g), σ2C)
17: Ek

i ← Ek(νi)
18: end for
19: ζ1,...,λ ← argsort(Ek

1,...,λ) ▷ сортировка ζi по возрастанию Ek(νi)

20: ζ̄ ← 1
µ

µ∑
i=1

ζi

21: θ(g+1) ← θ(g) + σBDζ̄
22: pσ ← (1− cσ)pσ +

√
µcσ(2− cσ)Bζ̄

23: pc ← (1− cc)pc +
√
µcc(2− cc)BDζ̄

24: C← (1− ccov)C+ ccovpcpTc + cµBD

(
1
µ

µ∑
i=1

ζiζ
T
i − 1

µ

λ∑
i=λ−µ+1

ζiζ
T
i

)
(BD)T

25: σ ← σ exp ∥pσ∥−χnθ

dσχnθ

26: g ← g + 1
27: until ∥θ(g) − θ(g−1)∥ > ε
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Рассмотрим теперь процедуру получения возмущающего воздействия ũ.
Возмущающее воздействие представляет собой типовой сигнал, добавляемый к
каждому опорному маневру и предназначенный для обеспечения наибольшего
разнообразия состояний ДС в окрестности опорной траектории. В практике ре-
шения задач идентификации для управляемых динамических систем использует-
ся ряд типовых возмущающих воздействий, в том числе [121; 122]:

– ступенчатое воздействие (рис. 3.1а);
– импульсное воздействие (рис. 3.1б);
– дублет (сигнал типа 1–1)(рис. 3.1в);
– триплет (сигнал типа 2–1–1)(рис. 3.1г);
– квадруплет (сигнал типа 3–2–1–1)(рис. 3.1д);
– случайный сигнал (рис. 3.1е).
В работеШрёдера [123] была показана перспективность использования для

указанных целей полигармонического возмущающего сигнала, представляюще-
го собой линейную комбинацию синусоид, сдвинутых по фазе друг относительно
друга. Данный подход обеспечивает возможность получить возмущающий сиг-
нал с богатым частотным содержимым и с небольшим по величине значением
пик-фактора (коэффициента амплитуды). В работе [124] предложено развитие
этого подхода, позволяющее получить такой сигнал для случая нескольких орга-
нов управления, используемых одновременно. Полученные таким образом сигна-
лы являются попарно ортогональными как во временной, так и в частотной обла-
сти (т.е. вектора коэффициентов разложений данных сигналов в рядФурье попар-
но ортогональны). Подобный подход позволяет снизить продолжительность экс-
периментов, необходимых для получения репрезентативного обучающего мно-
жества по сравнению со случаем, когда последовательно применяются возмуще-
ния для каждого органа управления.

Согласно [124], возмущающий сигнал для каждого из nu органов управле-
ния на сегменте времени [0, T ] формируется как сумма гармонических сигналов:

ũj(t) =
∑
i∈Ij

Ai cos
(
2πit

T
+ φi

)
, j = 1, . . . , nu, Ij ⊂ {1, 2, . . . ,M}, (3.48)

гдеM — общее число гармонически связанных частот; Ij — непересекающиеся
подмножества частот для j-го органа управления;Ai и φi —амплитуда и сдвиг по
фазе i-й синусоидальной компоненты. Соответствующее значение пик-фактора
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t

ũ

а) Ступенчатое воздействие
t

ũ

б) Импульсное воздействие

t

ũ

в) Дублет
t

ũ

г) Триплет

t

ũ

д) Квадруплет
t

ũ

е) Случайный ступеньчатый сигнал
Рисунок 3.1 — Типовые тестовые возмущающие воздействия, используемые

при изучении динамики управляемых систем
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t

ũ

Рисунок 3.2 — Пример полигармонического сигнала для одного органа
управления

имеет вид:

PF (ũj) =
∥ũj∥∞
∥ũj∥2

=

[
max
t∈[0,T ]

ũj(t)− min
t∈[0,T ]

ũj(t)
]/

2√
1
T

T∫
0

[ũj(t)]2 dt

. (3.49)

Также вводится понятие относительного пик-фактора:

RPF (ũj) =
PF (ũj)
PF (sin)

=
PF (ũj)√

2
. (3.50)

Отметим, что относительный пик-фактор ограничен снизу значением RPFmin =

1.
Процедура формирования полигармонического возмущающего воздей-

ствия для заданной совокупности органов управления описана ниже (см. алго-
ритм 3).

Помимо репрезентативного обучающего набора, для повышения эффектив-
ности обучения нейросетевой модели используется взвешивание отдельных при-
меров в составе функции ошибки. Оно основано на следующих соображениях:
если аргументы P̄ примеров из обучающего набора расположены в малой обла-
сти пространстваX×U , то эта ситуация аналогична приданию веса P̄ некоторому
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Алгоритм 3 Алгоритм синтеза полигармонического возмущающего сигнала
Дано: длительность T и частотный диапазон [fmin, fmax] возмущающего воздей-

ствия (при этом, fmin ⩾ 2
T );

1: определить частотное разрешение ∆f ⩾ 1
T и общее количество частотM =⌊

fmax−fmin
∆f

⌋
+ 1;

2: задать непересекающиеся подмножества индексов частот Ij ⊂ {1, 2, . . . ,M}
для каждого органа управления j = 1, . . . , nu (например, последовательно че-
редовать частоты— в таком случае каждое подмножество Ij будет содержать
примерно равное число элементов, и в нем будет представлен весь диапазон
частот);

3: задать значения амплитуд Ai, i = 1, . . . ,M (например, некоторые фиксиро-
ванные значения для каждого органа управления);

4: задать начальные значения фазовых углов φi = π
⌊

i2

2M

⌋
, i = 1, . . . ,M ;

5: используя текущие значения фазовых углов в качестве начального приближе-
ния, найти новые значения фазовых углов φi, минимизирующие относитель-
ный пик-фактор (3.50) воздействий ũj (3.48), например, с помощью метода
Нелдера-Мида [125; 126];

6: для каждого возмущающего воздействия ũj выполнить процедуру одномер-
ного поиска для нахождения постоянной величины смещения по времени δt
такой, что ũj(δt) = 0, а затем осуществить сдвиг сигнала по времени на −δt
посредством модификации фазовых углов φi ← φi +

2πiδt
T (данное действие

не изменяет значение пик-фактора сигнала);
7: вернуться к шагу 5 и повторять соответствующие действия до тех пор, пока
либо величина относительного пик-фактора (3.50) достигнет предписанного
значения, либо будет достигнуто предельное число итераций данного процес-
са.
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Рисунок 3.3 — Пример полигармонического сигнала для трех органов
управления

усредненному примеру из этой области. Таким образом, неравномерное распре-
деление примеров в X × U может привести к повышенной точности модели в
одних областях за счет ее понижения в других. Для того чтобы избежать это-
го, по завершению процедуры синтеза обучающего множества, выполняется его
взвешивание. Для каждого элемента обучающего множества осуществляется по-
иск других элементов обучающего множества, расположенных в его окрестности
заданного радиуса. Затем, соответствующему примеру назначается вес, обратно
пропорциональный количеству найденных соседей.

При реализации алгоритмов из данного раздела на ЭВМ следует выбрать
такую структуру данных для представления множества точек обучающего набо-
ра, которая бы обеспечивала эффективное выполнение операций поиска ближай-
шего соседа, а также поиска соседей в заданной окрестности. В данной работе
в качестве такой структуры использовалось k-мерное дерево, а именно, его ре-
ализация в библиотеке FLANN [127; 128]. Осуществлялся поиск приближенных
ближайших соседей с некоторой допустимой погрешностью.
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Глава 4. Вычислительные эксперименты

В данной главе приводятся результаты многочисленных вычислительных
экспериментов по обучению полуэмпирических нейросетевых моделей движе-
ния маневренного летательного аппарата. В качестве примера конкретного объек-
та моделирования рассматривался маневренный самолет F-16, исходные данные
для которого были взяты из [67; 68]. Описанная в этих работах нелинейная мо-
дель движения самолета принималась за эталонную, и использовалась в качестве
источника экспериментальных данных для обучения полуэмпирической нейро-
сетевой модели. Во всех случаях предполагалось, что вектор переменных состоя-
ния является частично наблюдаемым, и подвержен влиянию аддитивного белого
гауссовского шума с ограниченным спектром. Соответствующая эталонная мо-
дель предусматривает широкий диапазон значений для переменных состояния:
диапазон углов атакиα ∈ [−20, 90] град, диапазон углов скольжения β ∈ [−30, 30]
град, числа МахаM ∈ [0.1, 0.6].

Во всех случаях следующие параметры ЛА приняты постоянными: масса
m = 9295.44 кг, размах крыла l = 9.144 м, средняя аэродинамическая хорда bA =

3.45 м, площадь крыла S = 27.87 м2, тензор инерции

J =

Jxx Jxy Jxz

Jxy Jyy Jyz

Jxz Jyz Jzz

 =

12874.8 1331.4 0

1331.4 85552.1 0

0 0 75673.6

 кг · м2.

Ускорение силы тяжести считается постоянным и равным его значению на уровне
моря g = 9.80665 м/с2.

Основная часть разработанного программного комплекса, реализующего
предложенные алгоритмы, написана на языке C++ с использованием следую-
щих библиотек: библиотека линейной алгебры Eigen [129] применяется для
векторных и матричных операций, а также решения систем линейных алгеб-
раических уравнений; библиотека автоматического дифференцирования CppAD
[110] используется для вычисления производных вектор-функций в точке; биб-
лиотека ANN [130] предоставляет структуры данных и алгоритмы для прибли-
женного поиска ближайших соседей в многомерном пространстве. Вычисления
значений функции ошибки и ее производных в алгоритме обучения полуэм-
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Модуль численного решения задач Коши

Семейство неявных
методов Рунге-Кутты

Семейство явных методов
Рунге-Кутты

Модуль численной оптимизации

Метод
Левенберга-Марквардта

Метод эволюционной
стратегии с адаптацией
матрицы ковариации

Методы нулевого порядка Методы второго порядка

Метод продолжения
решения по параметру

(гомотопии)

Метод роя частиц

Метод Нелдера-Мида

Модуль математического моделирования

Эмпирические НС-модели Полуэмпирические НС-модели

Нелинейная
авторегрессионная

НС-модель с внешними
входами

Слоистая нейронная сеть
прямого распространения

НС-модель продольного
углового движения ЛА

НС-модель полного углового
движения ЛА

НС-модель продольного
траекторного движения ЛА

Теоретические модели

Модель продольного углового
движения ЛА

Модель полного углового
движения ЛА

Модель продольного
траекторного движения ЛА

Модуль интерполяции

Тензорное произведение
кубических сплайнов

Многомерная линейная
интерполяция

Модуль численного интегрирования

Семейство методов
Ньютона-Котеса

Модуль планирования эксперимента

Формирование
опорных маневров

Формирование
полигармонических

возмущающих
воздействий

Модуль автоматического

дифференцирования

Вычисление
производных

вектор-функции
в точке

Алгоритмы прямого и
обратного

распространения в
непрерывном времени

Рисунок 4.1 — Структура программного комплекса

пирических НС-моделей были распараллелены по обучающим примерам с ис-
пользованием средств многопоточности, предоставляемых стандартной библио-
текой шаблонов STL. Процедура формирования полигармонических возмущаю-
щих воздействий опирается на метод оптимизации Нелдера-Мида, реализован-
ный в MATLAB Optimization Toolbox [131]. Эффективность полуэмпириче-
ских НС-моделей сравнивалась с НС-моделью NARX, реализованной в MATLAB
Neural Network Toolbox [132]. Структурная диаграмма программного ком-
плекса приведена на рис. 4.1.
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4.1 Обучение полуэмпирической нейросетевой модели продольного
углового движения летательного аппарата

Структура полуэмпирической нейросетевой модели продольного углово-
го движения летательного аппарата была представлена в разделе 2.3. В приве-
денных результатах для перехода к дискретному времени использовалась явная
схема Эйлера. Формируемая полуэмпирическая НС-модель включает два НС-
модуля, реализующих две искомые зависимости: коэффициент нормальной си-
лы Cy(α, δв, ωz) и коэффициент момента тангажа mz(α, δв, ωz). Эти зависимости
реализуются с использованием слоистых нейронных сетей прямого распростра-
нения с одним скрытым слоем и сигмоидальными активационными функциями.
Число нейронов в скрытом слое, подобранное экспериментально, равняется 1 для
модуля, представляющего коэффициент Cy и 5 для модуля, представляющего ко-
эффициентmz.

Для начала обучим даннуюмодель в небольшой области значений перемен-
ных состояния и управления, представляющей собой окрестность балансировоч-
ного угла атаки и соответствующего угла отклонения управляемого стабилиза-
тора (режим горизонтального полета). Набор экспериментальных данных, требу-
емых для обучения данной модели, представляет собой одну траекторию, полу-
ченную путем применения к объекту моделирования определенного управляю-
щего воздействия. Единственным органом управления в данном случае является
управляемый стабилизатор, соответственно, управляющее воздействие представ-
ляет собой командный сигнал на привод стабилизатора и состоит из опорного
маневра, реализующего горизонтальный полет, а также полигармонического воз-
мущающего воздействия малой амплитуды.

Процедура формирования полигармонического возмущающего воздей-
ствия была описана ранее в алгоритме 3. Выбранная длительность возмущаю-
щего воздействия составила T = 20 с, период дискретизации ∆t = 0.02 с. Был
выбран частотный диапазон fmin = 0.2 Гц и fmax = 1.65 Гц, частотное разрешение
∆f = 0.05 Гц— таким образом, общее количество используемых частот состави-
лоM = 30. Поскольку имелся единственный орган управления, использовалось
одно подмножество индексов частот I1, включающее все индексы 1, . . . ,M . Все
значения амплитуд были выбраны равными Aδв, упр = 2◦. Алгоритм выполнялся в
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Рисунок 4.2 — Полигармоническое возмущающее воздействие для
управляемого стабилизатора δв, упр; верхний индекс обозначает номер итерации

алгоритма синтеза сигнала 3.

течение 50 итераций. На рисунке 4.2 показаны воздействия, получаемые на раз-
ных итерациях данного алгоритма.

Результативность применения данного вида возмущающего воздействия
может быть наглядно представлена в графическом виде. Для этой цели будем
использовать диаграммы покрытия области допустимых значений переменных
состояния и управления, описывающих объект моделирования, с помощью при-
меров, получаемых при воздействии на объект того или иного сигнала. Примени-
тельно к рассматриваемой задаче в этот перечень входят α, ωz, δв, δ̇в, δв, упр. Диа-
граммы покрытия позволяют оценить и сопоставить представительность обуча-
ющих наборов, получаемых применением различных возмущающих воздействий
на моделируемый объект. Набор будет тем лучше, чем он более плотно и рав-
номерно покрывает требуемую область изменения величин, описывающих пове-
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дение рассматриваемого объекта. Однако исходное представление в пятимерном
пространстве, определяемом указанным перечнем, не будет наглядным, для полу-
чения наглядности следует перейти к двумерным представлениям. С этой целью
рассматривались попарные комбинации (α, ωz) и (α, δв), наиболее информатив-
ные с точки зрения решаемой прикладной задачи. В качестве примера на рис. 4.3,
4.4 и 4.5 показаны диаграммы покрытия для трех возмущающих сигналов: дуб-
лета, последовательности ступенек случайной амплитуды и полигармонического
сигнала, сформированного по алгоритму 3. Наглядно видно преимущество поли-
гармонического сигнала по критериям плотности и равномерности размещения
обучающих примеров.

В данном вычислительном эксперименте рассматривался частично наблю-
даемый вектор состояния y(t) =

(
α(t) ωz(t)

)T
, подверженный влиянию адди-

тивного белого гауссовского шума с ограниченным спектром, имеющего средне-
квадратическое отклонение σα = 0.057◦, σωz

= 0.0057◦/с.
Для обучения данной полуэмпирической модели используется оптимизаци-

онный метод Левенберга-Марквардта (1.18) минимизации среднеквадратической
ошибки прогноза модели на обучающей выборке. Вычисление градиента и мат-
рицы Якоби осуществляется по алгоритму рекуррентного обучения в реальном
времени RTRL, описанному в разделе 1.4.

Тестовое множество, используемое для оценки обобщающей способности
модели, также состояло из одной траектории, полученной с использованием то-
го же опорного маневра (режим горизонтального полета), но иного возмущаю-
щего воздействия, а именно последовательности ступенек случайной амплиту-
ды. Длительность данной траектории также составляла 20 с, с периодом дис-
кретизации 0.02 с. Ошибка моделирования на тестовом множестве составила
СКОα = 0.0029◦, СКОωz

= 0.0076◦/с. Для сравнения, чисто эмпирическая нели-
нейная авторегрессионная нейросетевая модель с внешними входами (1.39), обу-
ченная на том же наборе данных, позволила получить на тестовом множестве
лишь СКОα = 1.3293◦, СКОωz

= 2.7445◦/с.
Для оценки влияния типа возмущающего сигнала на репрезентативность

обучающего множества также сравним обобщающую способность полуэмпири-
ческой НС-модели, обученной на соответствующем наборе экспериментальных
данных. В таблице 2 приведены значения ошибки моделирования на тестовом
множестве для полуэмпирическойНС-модели, обученной на трех различных обу-



114

0 2 4 6 8 10 12 14 16 18 20
-7

-6

-5

δ в
,
уп

р
,
◦

0 2 4 6 8 10 12 14 16 18 20
-8

-6

-4

δ в
,
◦

0 2 4 6 8 10 12 14 16 18 20
-5

0

5

ω
z
,
◦ /

с

0 2 4 6 8 10 12 14 16 18 20
0

5

10

α
,
◦

t, с

4 4.5 5 5.5 6 6.5
-2

-1

0

1

2

3

4

α, ◦

ω
z
,
◦ /

с

4 4.5 5 5.5 6 6.5

-7.5

-7

-6.5

-6

-5.5

-5

α, ◦

δ в
,
◦

Рисунок 4.3 — Диаграммы представительности обучающего набора для
возмущающего воздействия типа дублет.

чающих множествах, полученных с использованием различных возмущающих
воздействий: дублета, последовательности ступенек случайной амплитуды и по-
лигармонического сигнала.
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Рисунок 4.4 — Диаграммы представительности обучающего набора для
возмущающего воздействия, представляющего собой последовательность

ступенек случайной амплитуды.

Обобщающая способность полуэмпирической НС-модели, обученной на
экспериментальных данных, полученных с использованием полигармоническо-
го возмущающего воздействия, также продемонстрирована на рисунке 4.6.
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Рисунок 4.5 — Диаграммы представительности обучающего набора для
полигармонического возмущающего воздействия.

Из приведенных данных видно, во-первых, что ошибки по всем наблюдае-
мым переменным состояния незначительны и, во-вторых, что максимальные зна-
чения этих ошибок с течением времени практически не растут, что свидетельству-
ет о хороших обобщающих свойствах полученной НС-модели. При этом следует
подчеркнуть, что тестирование модели осуществлялось в весьма жестком режи-
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Таблица 2 — Ошибка моделирования на тестовом множестве для
полуэмпирической НС-модели (режим горизонтального полета)

Сигнал СКОα СКОωz

Дублет 0.0202 0.0417
Случайный 0.0041 0.0071

Полигармонический 0.0029 0.0076
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Рисунок 4.6 — Тестовое управляющее воздействие (режим горизонтального
полета), прогнозируемые траектории и оценка их абсолютной погрешности.

ме. Из рис. 4.6 видно, что реализуется очень активная работа управляемым ста-
билизатором, выражающаяся в частом изменении значения командного сигнала
привода данного органа управления при существенных перепадах между сосед-
ними значениями. Дополнительный осложняющий фактор состоит в том, что оче-
редное возмущающее воздействие на ЛА выдается на фоне еще не завершивших-
ся переходных процессов от одного или нескольких предыдущих воздействий.

Теперь обучим аналогичнуюмодель в расширенной области значений пере-
менных состояния и управления, используя в качестве опорного маневра сигнал с
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линейно уменьшающимся командным значением угла отклонения управляемого
стабилизатора. Полученная ошибка моделирования на тестовом множестве для
полуэмпирической НС-модели составила СКОα = 0.0491◦, СКОωz

= 0.1169◦/с,
а для нелинейной авторегрессионной НС-модели СКОα = 1.5566◦, СКОωz

=

2.8882◦/с. Результаты данного эксперимента представлены в таблице 3 и на рис.
4.7.

Таблица 3 — Ошибка моделирования на тестовом множестве для
полуэмпирической НС-модели (режим полета с линейным уменьшением угла
отклонения управляемого стабилизатора)

Сигнал СКОα СКОωz

Дублет 8.6723 34.943
Случайный 0.0772 0.2382

Полигармонический 0.0491 0.1169

4.2 Обучение полуэмпирической нейросетевой модели полного углового
движения летательного аппарата

Структура полуэмпирической нейросетевой модели полного углового дви-
жения летательного аппарата была представлена в разделе 2.3. В приведенных
результатах для перехода к дискретному времени использовалась явная схе-
ма Эйлера. Формируемая полуэмпирическая НС-модель включает шесть НС-
модулей, реализующих соответствующие аэродинамические коэффициенты: ко-
эффициент продольной силы Cx(α, β, δв, ωz), коэффициент нормальной силы
Cy(α, β, δв, ωz), коэффициент поперечной силы Cz(α, β, δэ, δн, ωx, ωy), коэффи-
циент момента крена mx(α, β, δв, δэ, δн, ωx, ωy), коэффициент момента рысканья
my(α, β, δв, δэ, δн, ωx, ωy) и коэффициент момента тангажаmz(α, β, δв, ωz). Эти за-
висимости реализуются с использованием слоистых нейронных сетей прямого
распространения с одним скрытым слоем и сигмоидальными активационными
функциями. Скрытые слои включают 1, 3, 5, 5, 5 и 10 нейронов для НС-модулей,
реализующих функции Cx, Cy, Cz,mx,my иmz, соответственно.

За время протекания переходных процессов в угловом движении самолета
такие величины, характеризующие его траекторное движение, как скорость V и
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Рисунок 4.7 — Тестовое управляющее воздействие (режим полета с линейным
уменьшением угла отклонения управляемого стабилизатора), прогнозируемые

траектории и оценка их абсолютной погрешности.

высотаH полета не успевают существенно измениться. В силу этого, уравнения,
описывающие траекторное движение, в рассматриваемую модель не включены.
Значение скоростиV и высотыH полета, требуемые для вычисления сил имомен-
тов, действующих на самолет, принимаются постоянными. В проводившихся экс-
периментах они были приняты следующими: высота над уровнем моряH = 3000

м; воздушная скорость V = 147.8593 м/с. Соответственно, остальные величины,
зависящие от V и H , принимают значения: плотность воздуха ρ = 0.8365 кг/м3;
местная скорость звука a = 328.5763 м/с; число МахаM = 0.45; скоростной на-
пор q̄ = 9143.6389 Па. Это, однако, приводит к тому, что пропадает возможность
восстановления зависимости для Cx совместно и одновременно с зависимостями
для Cy, Cz,mx,my,mz, поскольку нет возможности получить обучающие данные
для Cx, формируемые как реакция параметров траекторного движения самолета
на соответствующие управляющие воздействия— это, в первую очередь, измене-
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ние тяги двигательной установки самолета и, возможно, отклонение воздушных
тормозов. Поэтому, несмотря на то, что зависимость Cx также включается в НС-
модель как модуль типа «черный ящик», реализуемая им нелинейная функция не
входит в число восстанавливаемых при формировании и обучении полуэмпири-
ческой модели. Соответствующий НС-модуль формируется автономно на основе
экспериментальных данных трубных экспериментов из [67], после чего вставля-
ется в формируемую полуэмпирическую НС-модель и «замораживается», т. е. на
варьирование его настраиваемых параметров (синаптических весов и смещений)
накладывается запрет.

Обучим данную модель в небольшой области значений переменных состо-
яния и управления, представляющей собой окрестность балансировочного угла
атаки и соответствующего угла отклонения управляемого стабилизатора, а также
нулевого угла скольжения и нулевых углов отклонения руля направления и эле-
ронов (режим горизонтального прямолинейного полета). Набор эксперименталь-
ных данных, требуемых для обучения данной модели, представляет собой одну
траекторию, полученную путем применения к объекту моделирования опреде-
ленного управляющего воздействия. Управляющие воздействия осуществлялись
одновременно для всех трех органов управления, и представляли собой комбина-
цию опорного маневра, реализующего горизонтальный прямолинейный полет, а
также полигармонического возмущающего воздействия малой амплитуды.

В проводившихся вычислительных экспериментах управляющие перемен-
ные δв, упр, δн, упр, δэ, упр как при обучении, так и при тестировании формируемой
модели изменялись в пределах, указанных в табл. 4. Здесь же показаны и гранич-
ные значения переменных состояния γ, ϑ, ψ, α, β, ωx, ωy, ωz, которые отвечают
данным ограничениям на управления.

Для формирования полигармонического возмущающего воздействия ис-
пользовалась та же процедура 3. Выбранная длительность возмущающего воз-
действия составила T = 20 с, период дискретизации ∆t = 0.02 с. Был вы-
бран частотный диапазон fmin = 0.2 Гц и fmax = 1.65 Гц, частотное разрешение
∆f = 0.05 Гц— таким образом, общее количество используемых частот состави-
лоM = 30. Частоты были поровну распределены между тремя органами управ-
ления путем их чередования, т. е. использовались подмножества индексов частот
Ij = {k | kmod3 + 1 = j, k = 1, . . . ,M}, j = 1, 2, 3. Значения амплитуд для управ-
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Таблица 4 — Диапазоны изменения переменных в модели полного углового
движения (углы даны в градусах, угловые скорости — в градусах в секунду)

Обучающий набор Тестовый набор
min max min max

γ −22.40 7.70 0.00 59.69
ϑ 0.00 5.30 −20.81 3.81
ψ 0.00 12.00 −98.60 0.01
α 3.84 6.30 3.93 5.86
β −1.96 1.76 −0.50 0.98
ωx −16.03 18.19 −10.19 11.87
ωy −4.10 4.62 −4.17 0.97
ωz −3.03 3.16 −1.26 3.67
δв −7.28 −4.77 −7.28 −5.05
δэ −1.27 1.21 −2.04 1.09
δн −2.53 1.78 −1.73 1.42

δ̇в −8.17 8.05 −39.47 36.81

δ̇э −8.64 8.70 −56.83 49.00

δ̇н −20.42 17.86 −48.64 58.56
δв, упр −7.26 −4.79 −7.01 −5.31
δэ, упр −1.25 1.19 −1.41 0.77
δн, упр −2.48 1.73 −1.31 1.00
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ляемого стабилизатора и элеронов были выбраны равными Aδв, упр = Aδэ, упр = 1◦, а
для руля направления Aδн, упр = 2◦. Алгоритм выполнялся в течение 50 итераций.

В данном вычислительном эксперименте рассматривался частично наблю-
даемый вектор состояния y(t) =

(
α(t) β(t) ωx(t) ωy(t) ωz(t)

)T
, подвержен-

ный влиянию аддитивного белого гауссовского шума с ограниченным спектром,
имеющего среднеквадратическое отклонение σα = σβ = 0.02◦, σωx

= 0.1◦/с,
σωy

= σωz
= 0.05◦/с.

Первоначальные попытки применения метода Левенберга-Марквардта
(1.18) для обучения данной модели не привели к желаемому результату, в отличие
от рассмотренного выше случая продольного углового движения: начальные при-
ближения значений параметров модели, полученные с помощью (1.11), соответ-
ствовали крайне неустойчивой динамической системе (2.3) и значениям функции
ошибки (3.1), стремящимся к бесконечности с ростом горизонта прогноза. В связи
с этим, к данной задаче был применен предложенный в разделе 3.1 алгоритм обу-
чения 1, основанный на методе продолжения решения по параметру с использо-
ванием гомотопии для функции ошибки вида (3.33). Данный алгоритм позволил
успешно обучить рассматриваемую полуэмпирическую модель осуществлению
прогноза, обладающего высокой точностью на длительных сегментах времени
(обучающее множество состояло из траектории продолжительностью 20 с, что
соответствует 1000 шагов дискретного времени с периодом 0.02 с).

Тестовое множество, используемое для оценки обобщающей способности
модели, также состояло из одной траектории, полученной с использованием того
же опорного маневра (режим горизонтального прямолинейного полета), но ино-
го возмущающего воздействия, а именно последовательности ступенек случай-
ной амплитуды. Длительность данной траектории составляла 40 с, с периодом
дискретизации 0.02 с. Ошибка моделирования на тестовом множестве состави-
ла СКОα = 0.0171◦, СКОβ = 0.0080◦, СКОωx

= 0.0972◦/с, СКОωy
= 0.0193◦/с,

СКОωz
= 0.0399◦/с. В таблице 5 приведены значения ошибки моделирования на

тестовом множестве на различных стадиях обучения полуэмпирической модели.
На рис.4.8, 4.9 и 4.10 приведены управляющие сигналы, соответствующие траек-
тории в пространстве состояний модели, а также значения абсолютной погреш-
ности прогноза модели для каждого момента времени и каждой наблюдаемой пе-
ременной на тестовом множестве.
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Таблица 5 — Ошибка моделирования на тестовом множестве для
полуэмпирической модели на различных стадиях обучения

Кол-во шагов прогноза СКОα СКОβ СКОωx
СКОωy

СКОωz

2 0.1376 0.2100 1.5238 0.4523 0.4517
4 0.1550 0.0870 0.5673 0.2738 0.4069
6 0.1647 0.0663 0.4270 0.2021 0.3973
9 0.1316 0.0183 0.1751 0.0530 0.2931
14 0.0533 0.0109 0.1366 0.0300 0.1116
21 0.0171 0.0080 0.0972 0.0193 0.0399
1000 0.0171 0.0080 0.0972 0.0193 0.0399
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Рисунок 4.8 — Тестовое управляющее воздействие δв, упр и прогнозируемые
траектории для переменных δв, ωz и α

Также представляет интерес точность решения задачи идентификации аэро-
динамических характеристик, которую можно оценить сравнением значений, вы-
даваемых соответствующими НС-модулями с имеющимися экспериментальны-
ми данными [67]. Значения среднеквадратической ошибки воспроизведения каж-
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Рисунок 4.9 — Тестовое управляющее воздействие δэ, упр и прогнозируемые
траектории для переменных δэ, ωy и β

дой функции соответствующим НС-модулем составляют: СКОCy
= 9.2759e−4,

СКОCz
= 5.4257e−4, СКОmx

= 2.1496e−5, СКОmy
= 1.3873e−5, СКОmz

=

1.4952e−4. Это интегральная оценка точности восстановления упомянутых за-
висимостей. Кроме нее, представляет интерес также динамика изменения теку-
щих значений ошибки воспроизведения величин Cy, Cz, mx, my, mz в процес-
се тестирования модели. Эти данные, приведенные на рис. 4.11, показывают, что
уровень ошибки по времени изменяется незначительно, существенных измене-
ний в нем, которые могли бы отрицательно повлиять на адекватность эмпириче-
ской НС-модели, не обнаруживается.
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4.3 Обучение полуэмпирической нейросетевой модели продольного
траекторного движения летательного аппарата

Структура полуэмпирической нейросетевой модели продольного траектор-
ного движения летательного аппарата была представлена в разделе 2.3. В при-
веденных результатах для перехода к дискретному времени использовалась яв-
ная схема Эйлера. Формируемая полуэмпирическая НС-модель включает три
НС-модуля, реализующих соответствующие аэродинамические коэффициенты:
коэффициент продольной силы Cx(V, α, δв, ωz), коэффициент нормальной силы
Cy(V, α, δв, ωz) и коэффициент момента тангажа mz(V, α, δв, ωz). Эти зависимо-
сти реализуются с использованием слоистых нейронных сетей прямого распро-
странения с сигмоидальными активационными функциями. Входами данных НС-
модулей являются величины α, δв и ωz

V . НС-модули, реализующие аэродинамиче-
ские коэффициенты продольной и нормальной сил содержат два скрытых слоя,
первый из которых содержит 10 нейронов, а второй — 20. В свою очередь, НС-
модуль, реализующий аэродинамический коэффициент момента тангажа содер-
жит три скрытых слоя, первый из которых содержит 10 нейронов, второй — 15, а
третий — 20. Нелинейная функция P (H,M, P̄ ), описывающая зависимость тяги
двигателя от числа Маха, высоты полета и текущего уровня тяги, предполагается
известной и фиксируется в составе полуэмпирической НС-модели (соответству-
ющие данные взяты из [67]).

Данная задача дополняет предыдущую (см. раздел 4.2), поскольку в ней
присутствует орган управления двигателем, что позволяет получить репрезента-
тивное обучающее множество для обучения НС-модуля, реализующего аэроди-
намический коэффициент продольной силы. Кроме того, задача рассматривается
на значительно более широкой области значений переменных управления и пере-
менных состояния: δв, упр ∈ [−25, 25]◦, δруд ∈ [0, 1], δв ∈ [−25, 25]◦, γ ∈ [−90, 90]◦,
ωz ∈ [−100, 100]◦/с, α ∈ [−20, 90]◦, P̄ ∈ [0, 100]%, V ∈ [35, 180] м/с. Рассматри-
вались высоты полета в диапазоне от 1000 м до 9000 м с числами Маха от 0.1 до
0.6.

В связи с тем, что рассматривается задача обучения НС-модели на широкой
области значений переменных управления и переменных состояния, использова-
ние лишь одного опорного маневра не позволяет получить репрезентативное обу-
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чающее множество, обеспечивающее плотное и равномерное покрытие данной
области примерами. Следовательно, по предложенному в разделе 3.2 алгоритму
формируется набор из 700 опорных маневров продолжительностью 1 с с пери-
одом дискретизации 0.01 с для переменных управления δв, упр и δруд. Проекции
диаграмм покрытия для полученного таким образом набора экспериментальных
данных представлены на рис. 4.12, 4.13, 4.14.

В данном вычислительном эксперименте рассматривался частично наблю-
даемый вектор состояния y(t) =

(
V (t) α(t) ωz(t)

)T
, подверженный влиянию

аддитивного белого гауссовского шума с ограниченным спектром, имеющего
среднеквадратическое отклонение σV = 0.01 м/с, σα = 0.01◦, σωz

= 0.005◦/с.
Как и в случае полуэмпирической НС-модели полного углового движения

самолета, для успешного обучения данной модели был применен алгоритм обу-
чения 1, основанный на методе продолжения решения по параметру с использо-
ванием гомотопии для функции ошибки вида (3.33).

Тестовое множество, используемое для оценки обобщающей способности
модели, также состояло из набора траекторий, полученных с использованием ал-
горитма, рассмотренного в разделе 3.2. Ошибка моделирования на тестовом мно-
жестве составила СКОV = 0.00026 м/с, СКОα = 0.183◦, СКОωz

= 0.0071◦/с. Для
оценки точности решения задачи идентификации аэродинамических коэффици-
ентов соответствующие НС-модули «извлекаются» из полной модели, а затем ис-
пользуются для оценки значений функций Cx, Cy иmz при некоторых значениях
аргументов. Полученные оценки сравниваются с экспериментальными данными
трубных экспериментов из [67]. Соответствующие результаты представлены на
рис. 4.15, 4.16 и 4.17.
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Рисунок 4.10 — Тестовое управляющее воздействие δв, упр, δэ, упр, δн, упр и
абсолютная погрешность прогноза для переменных ωx, ωy, ωz, α, β
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Рисунок 4.11 — Относительная погрешность оценок значений
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при фиксированных ωz = 0 ◦/с, V = 150 м/с
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Рисунок 4.16 — Оценки значений аэродинамического коэффициента Cy и их
абсолютные погрешности ECy

при фиксированных ωz = 0 ◦/с, V = 150 м/с
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Рисунок 4.17 — Оценки значений аэродинамического коэффициентаmz и их
абсолютные погрешности Emz

при фиксированных ωz = 0 ◦/с, V = 150 м/с
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Заключение

Как отмечалось во введении, целью исследования в данной диссертацион-
ной работе является распространение полуэмпирического нейросетевого подхода
к моделированию управляемых динамических систем, а также методов обучения
полуэмпирических НС-моделей, на случай непрерывного времени. Для достиже-
ния данной цели был решен ряд задач. Прежде всего, был проведен анализ воз-
можностей класса полуэмпирических нейросетевых моделей для задач аппрокси-
мации функций и моделирования управляемых динамических систем с сосредо-
точенными параметрами. Анализ показал, что, хотя в общем случае подобные по-
луэмпирические модели не являются универсальными аппроксиматорами непре-
рывныхфункций, они позволяют с любой заданной точностью аппроксимировать
функции того вида, который был задан, исходя из теоретических знаний об объ-
екте моделирования. Были показаны условия, при которых свойство универсаль-
ной аппроксимации сохраняется для полуэмпирических нейросетевых моделей.
На основе установленных аппроксимационных свойств полуэмпирических ней-
росетевых моделей прямого распространения показывается, что полуэмпириче-
ские нейросетевые модели в пространстве состояний и непрерывном времени мо-
гут с любой заданной наперед точностью, на любом заданном конечном сегменте
времени моделировать управляемые динамические системы в непрерывном вре-
мени в компактной области пространства состояний и управлений при условии,
что они задаются непрерывными, локально Липшицевыми функциями эволюции
и наблюдения и удовлетворяют соответствующим предположениям, сформиро-
ванным на основе теоретических знаний предметной области, лежащим в основе
модели. Экспериментально показано, что соответствующий класс полуэмпириче-
ских нейросетевых моделей в пространстве состояний позволяет снизить количе-
ство настраиваемых параметров и повысить обобщающую способность эмпири-
ческих моделей посредством учета априорных теоретических знаний предметной
области в структуре модели. Кроме того, рассмотрение данных моделей в непре-
рывном времени позволило повысить их гибкость с точки зрения возможности
применения к ним различных численных методов интегрирования.

Для обучения полуэмпирических нейросетевых моделей в пространстве со-
стояний и непрерывном времени был предложен алгоритм обучения на осно-
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ве метода продолжения решения по параметру с функцией гомотопии, в каче-
стве параметра которой выступает величина горизонта прогноза. Данный под-
ход позволил эффективно обучать модели рассматриваемого класса осуществле-
нию прогноза поведения объекта моделирования на длительных сегментах време-
ни, снижая чувствительность к начальному приближению для значений парамет-
ров. Данный метод обучения полагается на соответствующие алгоритмы оценки
значений функции ошибки, ее градиента и матрицы Гессе, которые можно рас-
сматривать как версии алгоритмов RTRL и BPTT в непрерывном времени. Также
был осуществлен анализ асимптотического поведения погрешностей этих оценок
в зависимости от выбранных численных методов, значений шагов интегрирова-
ния, а также от частоты дискретизации наблюдений в предположении отсутствия
неустранимой погрешности. Наконец, был разработан алгоритм планирования
экспериментов для идентификации нейросетевых моделей управляемых динами-
ческих систем, позволяющий автоматизировать процесс сбора репрезентативного
обучающего набора, необходимого для обучения модели.

Работоспособность предлагаемого подхода была оценена на примере зада-
чи моделирования движения маневренного самолета и идентификации его аэро-
динамических коэффициентов. Была проведена серия вычислительных экспери-
ментов, подтверждающая высокую эффективность предлагаемого подхода. Об-
щий вывод, который позволяют сделать полученные результаты, состоит в том,
что методы нейросетевого моделирования в сочетании со знаниями и опытом из
соответствующей предметной области, а также из традиционного вычислитель-
ного моделирования, являются мощным и перспективным инструментом, потен-
циально пригодным для решения сложных прикладных проблем для управляе-
мых систем различных классов. Рассмотренный класс моделей может быть при-
менен к задачам идентификации и управления с прогнозирующей моделью для
нелинейных, многомерных и нестационарных динамических систем. Таким об-
разом, этот подход может быть использован для разработки систем управления
движением перспективных маневренных беспилотных летательных аппаратов.

Предложенный подход в дальнейшем может быть развит в следующих на-
правлениях:

– исследование альтернативных архитектур нейросетевых модулей прямо-
го распространения в составе полуэмпирической модели (например, ней-
ронных сетей старших порядков);
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– исследование неявных численных методов для оценки значений функции
ошибки и ее производных;

– моделирование стохастических динамических систем;
– исследование методов адаптации для полуэмпирических нейросетевых
моделей;

– исследование методов адаптивного управления динамическими система-
ми на основе адаптивных полуэмпирических нейросетевых моделей.
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Список сокращений и условных обозначений

БПЛА - беспилотный летательный аппарат
ДС - динамическая система
ЛА - летательный аппарат
НС - нейронная сеть
ОДУ - обыкновенное дифференциальное уравнение
СКО - среднеквадратическое отклонение
BPTT - BackPropagation Through Time
CMA-ES - Covariance Matrix Adaptation Evolution Strategy
HONN - Higher Order Neural Network
LFNN - Layered Feedforward Neural Network
LSTM - Long-Short Term Memory
MPC - Model Predictive Control
NARX - Nonlinear AutoRegressive model with eXogeneous inputs
RTRL - Real-Time Recurrent Learning
RKNN - Runge-Kutta Neural Network
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Приложение А

Вспомогательные оценки

Лемма 1. Пусть вектора a, b, c, d принадлежат Rn, и выполняются следующие
неравенства:

∥a∥ ⩽ C1,

∥b∥ ⩽ C2,

∥a− c∥ ⩽ ε1,

∥b− d∥ ⩽ ε2,

то выполняется также неравенство∣∣aTb− cTd∣∣ ⩽ C1ε2 + ε1C2 + ε1ε2.

Доказательство. ∣∣aTb− cTd∣∣ = ∣∣aTb− aTd+ aTd− cTd
∣∣ ⩽

⩽
∣∣aT (b− d)∣∣+ ∣∣(a− c)Td∣∣ ⩽

⩽ ∥a∥ ∥b− d∥+ ∥a− c∥ ∥d∥ ⩽ C1ε2 + ε1C2 + ε1ε2.

Лемма 2. Пусть [0, T ] ⊂ R— замкнутый ограниченный сегмент, f : [0, T ] → Rn

— интегрируемая вектор-функция. Пусть дан набор узлов 0 = t0 < t1 < · · · <
tK = T с максимальным шагом h̄ = max

0⩽k<K
tk+1 − tk, и набор коэффициентов

ωk ∈ R такой, что ∥∥∥∥∥∥
T∫

0

f(t) dt−
K∑
k=0

ωkf(tk)

∥∥∥∥∥∥ ⩽ C1h̄
r1,
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для некоторых положительных C1 и r1. Пусть также дан набор векторов f̂k ∈
Rn, удовлетворяющий условию∥∥∥f(tk)− f̂k∥∥∥ ⩽ C2h̄

r2, ∀k ∈ [0, K],

для некоторых положительных C2 и r2. Тогда существует такое положитель-
ное C3, что ∥∥∥∥∥∥

T∫
0

f(t) dt−
K∑
k=0

ωk f̂k
∥∥∥∥∥∥ ⩽ C3h̄

min{r1,r2−1}.

Доказательство. Обозначим минимальный шаг h = min
0⩽k<K

tk+1 − tk и заметим,

что отношение h̄
h ограничено сверху некоторой константой C4. Поскольку Kh ⩽

T , получимKh h̄
h = Kh̄ ⩽ C4T . Таким образом, K ⩽ C4T

h̄
. Из этого следует∥∥∥∥∥

K∑
k=0

ωkf(tk)−
K∑
k=0

ωk f̂k
∥∥∥∥∥ ⩽

K∑
k=0

|ωk|
∥∥∥f(tk)− f̂k∥∥∥ ⩽ (K+1)max

k
|ωk|C2h̄

r2 ⩽ C5h
r2−1,

для некоторого положительного C5. Из этого следует, что∥∥∥∥∥∥
T∫

0

f(t) dt−
K∑
k=0

ωk f̂k
∥∥∥∥∥∥ ⩽

∥∥∥∥∥∥
T∫

0

f(t) dt−
K∑
k=0

ωkf(tk)

∥∥∥∥∥∥+
∥∥∥∥∥

K∑
k=0

ωkf(tk)−
K∑
k=0

ωk f̂k
∥∥∥∥∥ ⩽

⩽ C1h̄
r1 + C5h̄

r2−1 ⩽ C3h̄
min{r1,r2−1},

для некоторого положительного C3, что и требовалось доказать.
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